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1. Wstep

1.1. Motywacja i kontekst pracy

Od zarania dziejow dla ludzi najwazniejsza wartoscia byto zdrowie. Juz w starozytnosci filozofowie
prowadzili badania medyczne. Na przestrzeni wiekéw medycyna zawsze podazata w parze z nauka bar-
dzo dynamicznie si¢ rozwijajac. Nic si¢ nie zmienito w naszych czasach, nadal nasze zdrowie i wszystko
co jego dotyczy jest przedmiotem goracych dyskusji oraz napgdza wiele badar naukowych. Mozna nawet
stwierdzié, ze w obecnych czasach kladzie si¢ coraz wigkszy nacisk na aspekty zdrowotne. Kazdy z nas
chciatby, aby on jak i jego bliscy zyli jak najdtuzej pozostajac w znakomitej kondycji. Dzigki rozwojowi
medycyny, na przestrzeni ostatnich dziesigcioleci, Sredni czas zycia zdecydowanie si¢ wydtuzyt podob-
nie jak jego jakos¢. Jednak nasza cywilizacja musi si¢ ciagle zmaga¢ z nowymi lub nieposkromionymi
zagrozeniami. Jednym z nich sa na pewno choroby uktadu krwiono$nego.

Wspdlczesnie mozemy zaobserwowaé bardzo duza zapadalnos$é na choroby uktadu krwiono$nego
oraz bardzo duza $miertelno$¢ nimi spowodowana. Pomimo podejmowanych dziatar profilaktycznych
choroby uktadu sercowo-naczyniowego sa najczgstsza przyczyna zgondw na Swiecie, w wigkszosci kra-
jow europejskich oraz w Polsce. Choroby uktadu krazenia sa najpowazniejszymi i najkosztowniejszymi
problemami zdrowotnymi w dzisiejszym Swiecie [148, 235, 240], (2.1). Dlatego bardzo waznym aspek-
tem jest stworzenie specjalistycznego oprogramowania wspomagajacego diagnostyke lekarska, w celu
szybszego i skuteczniejszego identyfikowania patologii serca oraz monitorowania stanu pacjentow w
czasie rzeczywistym.

Dotychczas stosowane algorytmy bazuja przede wszystkim na metodach analitycznych, polegaja-
cych na wydobywaniu cech charakterystycznych sygnatlu EKG za pomoca obliczania zaleznoSci czaso-
wych i amplitudowych analizowanego sygnatu. Automatyczna interpretacja elektrokardiogramu zwykle

jest ztozona z kilku etapéw [96]:

przetwarzania wstgpnego sygnatu,

detekcji zespotéw QRS i segmentacji sygnatu EKG,

ekstrakcji i selekcji cech,

klasyfikacji.

Skuteczno$¢ opisanych algorytméw, bazujacych na metodach analitycznych, stosowanych do dia-
gnozowania dysfunkcji migénia sercowego jest jednak niewystarczajaca, o czym §wiadcza wyniki badan
[96]. Warto réwniez zwrdci¢ uwage na fakt, ze dotychczas zaprojektowane algorytmy stuzg gtéwnie do

klasyfikowania ewolucji serca. Jednak takie podejscie jest nieefektywne w przypadku niektérych zabu-
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rzefi serca, charakteryzujacych si¢ ztozonymi zaleznoSciami pomigdzy kolejnymi ewolucjami serca dla
ktérych najistotniejsze sa ,,wypadnigte” ewolucje serca (odstgpy czasowe pomigedzy kolejnymi pobudze-
niami serca), a nie same zespoly QRS ktére moga by¢ zupetie prawidtowe. Do grupy tych dysfunkcji
mozemy zaliczy¢: zespoty preekscytacji (np. Wolffa-Parkinsona-White’a - WPW), bloki przewodnictwa
przedsionkowo-komorowego i zatokowo-przedsionkowego, wydtuzony odstep PQ, itp. Nieskuteczne sa
réwniez przy bardziej ztozonych dysfunkcjach charakteryzujacych si¢ subtelnymi zmianami w ksztalcie
ewolucji serca, np. dla blokéw odnég peczka Hisa i przerostow komor serca, choroby wieicowej czy
jednoksztattnego czgstoskurczu przedsionkowego [269] dla ktérych analiza dluzszych fragmentéw EKG
(stosowana przez autora i opisana w niniejszej rozprawie) powinna skutkowac¢ wzrostem czutosci, po-
niewaz dzigki zastosowaniu takiego rozwiazania wzmacniamy charakterystyczne cechy analizowanych
zaburzen, poprzez fakt, ze wektor cech w dziedzinie czgstotliwosci posiada bardziej wyeksponowane,
charakterystyczne dla danego zaburzenia, pasma czgstotliwosci.

Tematyka analizy sygnatu EKG jest od wielu lat bardzo popularna, o czym §wiadczy wiele prac
naukowych dotyczacych tego zagadnienia. Jednak ze wzgledu na ogromng trudno$é podejmowanego za-
dania, w tematyce analizy sygnalu EKG, jest jeszcze wiele do zrobienia. Klasyfikacja zaburzeri serca
na podstawie dotychczas stosowanych metod, bazujacych na obliczaniu cech morfologicznych i dyna-
micznych zespotéw QRS, jest trudna i obarczona bledami ze wzglgdu na zmiennos¢ tych cech u réznych
pacjentéw [250]. Nalezy zwréci¢ réwniez uwagge na fakt,ze w wielu pracach zignorowano wazne aspekty
wplywajace na miarodajnos$¢ uzyskanych wynikéw, takie jak pominigcie lub zastosowanie niewlasciwej
walidacji krzyzowej czy analiza niewielkiej liczby zaburzen serca. Pomimo uzyskania w tych badaniach
bardzo obiecujacych wynikéw, wystapit w nich efekt przeuczenia, co skutkowato zdecydowanie mniejsza
skuteczno$cia w diagnozowaniu dysfunkcji serca dla innych danych [96]. Uzyskane w ten sposéb wyniki
badar nie sa miarodajne, a co za tym idzie wartoSciowe. Natomiast badania w ktérych zachowano stan-
dardy, a wyniki z nich pochodzace sprawdzaja si¢ w praktyce, charakteryzuja si¢ zdecydowanie mniejsza
skutecznoscia.

Istotne jest rowniez, ze niektére metody, zastosowane w niniejszej rozprawie, nie zostaly do tej pory
przebadane w diagnozowaniu zaburzen serca. W literaturze naukowej nie wystgpuja wzmianki na temat
analizowania dtuzszych fragmentéw sygnatu EKG, stosowania genetycznej selekcji sktadowych czgsto-
tliwosciowych czy wykorzystania zespotu klasyfikatoréw bazujacego na metodzie glgbokiego uczenia
(ang. deep learning) - co podkresla innowacyjny charakter przeprowadzonych badan.

Niektoére zaburzenia serca, w szczegdlnoSci arytmie, moga si¢ ujawniaé w krétkich odstgpach czasu,
co powoduje, ze do ich wykrycia potrzebna jest analiza dtugotrwatych zapiséw EKG (np. trwajacych
24h) pochodzacych z Holtera. Dlatego automatyczny algorytm wspomagajacy pracg lekarzy kardiolo-
géw, w postaci wstepnej analizy i wytypowania (wskazania) podejrzanych fragmentéw zapisu jest bar-
dzo pozadany. Nawet krétkie epizody zaburzen serca, jezeli nie sg rozpoznane i leczone, moga okazac
si¢ bardzo groZzne dla zdrowia. Pomimo uzyskiwania przez naukowcéw obiecujacych wynikéw, w kla-
syfikacji patologii migsnia sercowego, uptynie jeszcze wiele czasu zanim opracowywane automatyczne
metody beda stosowane w praktyce. Wynika to z potrzeby zwigkszenia efektywnosci i stabilnosci pro-
jektowanych algorytméw do analizy sygnatow EKG. Wszystkie te argumenty przemawiaja za potrzeba

kontynuowania oraz rozwijania badan dotyczacych skutecznej analizy sygnatu EKG.
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Podsumowujac mozemy stwierdzi¢, ze bardzo waznym zadaniem jest stworzenie specjalistycznego
oprogramowania wspomagajacego diagnostyke lekarska w celu szybszego oraz skuteczniejszego identy-
fikowania patologii serca. Takie podejscie ma za zadanie ulepszy¢ profilaktyke poprzez zminimalizowa-
nie zagrozeh zwiazanych z chorobami serca. Zaprojektowanie nowych metod diagnostycznych, opartych
na algorytmach uczenia maszynowego jest bardzo pozadane poniewaz dotychczas stosowane rozwiaza-
nia nie wykazuja zadowalajacej skutecznosci.

W wyniku badan opisanych w tej pracy wypracowano i sparametryzowano nowe metody automa-
tycznego diagnozowania dysfunkcji mig$nia sercowego na podstawie sygnatu EKG, oraz stworzono na
podstawie tych metod nowe algorytmy pozwalajace na ich eksperymentalne przebadanie.

Diagnozowanie dysfunkcji migénia sercowego na podstawie sygnatu EKG jest trudnym problemem
do rozwiazania w konwencjonalny sposéb ze wzglgdu na nieznajomo$¢ regut determinujacych oma-
wiany problem. Z tego wzgledu autor zdecydowata si¢ na zastosowanie metod inteligencji obliczenio-
wej [311, 283, 183, 313] ktére dzigki wtasciwosci uczenia oraz uogdlniania wiedzy potrafia wydoby¢ z
danych reguty, dzigki ktérym mozliwe jest efektywne rozpoznawanie patologii serca. Wysoka skutecz-
nos¢ omawianych metod thtumaczy duza popularnos$¢ stosowania technik sztucznej inteligencji w réznych
dziedzinach nauki. Zalety technik bazujacych na metodach inteligencji obliczeniowej polegaja na wtasci-
wosciach odziedziczonych od ich biologicznych odpowiednikéw jak: uczenie i generalizowanie wiedzy
(sztuczne sieci neuronowe), optymalizacja globalna (algorytmy genetyczne) oraz stosowanie nieprecy-
zyjnych poje¢ (systemy rozmyte). Autor stosowal metody inteligencji obliczeniowej do rozwiazywania
podobnych probleméw: klasyfikowania gatunkéw herbaty [259, 260] i aproksymowania stgzenia fenolu
[263, 261] na podstawie danych z e-nosa, aproksymowania stanu wypracowania pompy wyporowej [258]
oraz rozpoznawania gestow dtoni jezyka mowy ciat [262].

W ramach badan zostata przeprowadzona analiza polegajaca na klasyfikowaniu biologicznych sy-
gnatéw wejsciowych, do danych klas odpowiadajacych danej patologii. Zostata réwniez poréwnana
efektywno$¢ zaprojektowanych metod inteligencji obliczeniowej w zakresie analizy sygnatu EKG. Au-
tor wykorzystal algorytmy uczenia maszynowego bazujace na sieciach neuronowych (PNN, RBFNN),
maszynie wektoréw nosnych (SVM), algorytmie k-najblizszych sasiadow (kNN) oraz algorytmach ge-
netycznych. Zostaly zaprojektowane metody bazujace na pojedynczych oraz hybrydowych metodach
(systemy ewolucyjno-neuronowe). Zaprojektowano réwniez systemy sktadajace si¢ z zespotu klasyfika-
toréw oraz systemy bazujace na metodzie uczenia gigbokiego. Parametry zaprojektowanych systeméw
zostaty zoptymalizowane przy wykorzystaniu algorytmu genetycznego. Do poprawnej analizy sygnatu
bylo réwniez konieczne odpowiednie przetworzenie wstgpne sygnatu (normalizacja amplitudy i usunig-
cie sktadowej stalej) oraz zastosowanie ekstrakcja i selekcji cech sygnatu EKG, polegajace na wydobyciu
cech charakterystycznych w postaci widmowej gestosci mocy (za pomoca metody Welch’a i dyskretnej
transformacji Fouriera) oraz ich selekcji za pomoca algorytmu genetycznego. Elementy do zbioru ucza-
cego i testowego zostaty dobrane na podstawie metody walidacji krzyzowej (4 i 10-krotnej, ang. 4-fold i
10-fold cross-validation). Zaprojektowane metody diagnozowania dysfunkcji migs§nia sercowego zostaty
ocenione na podstawie wspotczynnikéw bazujacych na krzywej ROC (ang. Receiver Operating Curve)
(skutecznos$¢, czutosé, specyficznosé), liczby btedéw, wspoétczynnika x oraz czaséw treningu, klasyfiko-

wania i optymalizacji.

P. Ptawiak Diagnozowanie zaburzen serca na podstawie EKG i systemu ewolucyjno-neuronowego



1.2. Hipotezy, cele i zatozenia rozprawy 11

Zaprojektowane metody postuzyty do klasyfikowania choréb dotyczacych zaburzen rytmu serca oraz
zmian ksztattu sygnatu EKG. Diagnoza polegata na rozpoznawaniu prawidtowego rytmu zatokowego
serca oraz 16 jednostek chorobowych. Analizowane sygnaty pochodzity z jednego odprowadzenia MLII.
Do celéw eksperymentu pozyskano 744, 10-sekundowe fragmenty sygnatu EKG z ogdlnodostepnej bazy
danych PhysioNet, pochodzace od 29 pacjentéw. Zaprojektowano kilka wariantéw przetwarzania wstgp-
nego sygnatu, ekstrakcji i selekcji cech oraz zastosowano rézne metody inteligencji obliczeniowej (wraz
z systemami hybrydowymi, zespotami klasyfikatoréw oraz gtgbokim uczeniem) oraz dwie metody wali-
dacji krzyzowej. W wyniku badan stworzono algorytmy analizujace sygnat EKG z czuloscia na poziomie

95%. Algorytmy zostaly zaprogramowane w Srodowisku MATLAB R2014b.

1.2. Hipotezy, cele i zalozenia rozprawy

Celem przeprowadzonych i opisanych w rozprawie doktorskiej badan bylo zaprojektowanie nowa-
torskiego systemu automatycznie diagnozujacego dysfunkcje migénia sercowego na podstawie sygnatu
EKG i przy wykorzystaniu metod inteligencji obliczeniowe;j.

Algorytmy projektowano z mysla o ich wykorzystaniu w telemedycynie i urzadzeniach mobilnych
do samokontroli pacjentéw oraz zastosowan profilaktycznych, domowych lub badai przesiewowych.
Urzadzenia z zaimplementowanym algorytmem diagnozowania patologii pracy serca mogtyby stuzyé
osobom z podwyzszonym ryzykiem wystapienia zaburzen pracy serca do codziennych, profilaktycznych
badan celem monitorowania stanu serca.

Celem pracy byto zaprojektowanie uniwersalnego algorytmu (wykazujacego wlasciwosci generali-
zacji wiedzy), nie pod konkretna osobg ale dla ogétu populacji.

Na podstawie dostepne;j literatury oraz wtasnych doswiadczer naukowych przyjeto metodologi¢ ba-

dan sktadajaca si¢ z nastgpujacych zatozen:

71 Analizowano fragmenty sygnatéw EKG pochodzace z ogélnodostepnej bazy danych MIT-BIH Ar-

rythmia, z serwisu PhysioNet;

72 Analizowano fragmenty sygnalu EKG trwajace 10 sekund (caly fragment wchodzit na wejscia kla-

syfikatora);

73 Analizowany fragment sygnalu EKG zawieral prawidlowy rytm zatokowy lub zaburzenie serca jed-
nego typu (tzn. pojedynczemu fragmentowi sygnatu EKG bylta przypisana jedna z rozpoznawa-

nych klas);
74 Analizowane fragmenty sygnatu EKG pochodzity tylko z jednego odprowadzenia: MLII;

75 Analiza obejmowatla 744 fragmenty sygnalu zawierajace prawidlowy rytm zatokowy oraz 16 zabu-

rzen serca od 29 pacjentow;

76 W badaniach nie zastosowano zadnego filtrowania sygnatu celem usunigcia szuméw i sktadowe;j

napigcia sieciowego (ze wzgledu na wykorzystanie metody Welch’a 1 genetycznej selekcji cech);
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77 W badaniach nie zastosowano detekcji zespotéw QRS oraz segmentacji sygnatu EKG;

78 W badaniach zastosowano i poréwnano kilka rodzajow przetwarzania wstgpnego sygnatu (normali-

zacji amplitudy);

79 W badaniach zastosowano ekstrakcj¢ cech sygnatu polegajaca na wzmocnieniu cech charaktery-
stycznych sygnatu poprzez estymowanie widmowej gestosci mocy za pomocg metody Welch’a i
dyskretnej transformacji Fouriera (analiza danych w dziedzinie czgstotliwosci, poréwnanie 4 sze-

roko$ci okna Hamminga);

710 W niektérych eksperymentach zastosowano selekcje cech w postaci algorytmu genetycznego se-

lekcjonujacego cechy (sktadowe czgstotliwosciowe);

711 W badaniach zastosowano i poréwnano dwa rodzaje walidacji krzyzowej (4-krotna i 10-krotna) w

celu zredukowania efektu przeuczenia oraz uzyskania miarodajnych wynikéw;

712 W celu rozpoznawania choréb serca w badaniach zastosowano i poréwnano algorytmy uczenia
maszynowego: przebadano 4 klasyczne klasyfikatory (SVM, PNN, RBFNN, kNN) oraz zaprojek-
towano dwa nowatorskie genetyczne zespoty klasyfikatoréw oraz nowatorski gleboki genetyczny

zespo6t klasyfikatoréw (bazujacy na metodzie glebokiego uczenia);

713 W badaniach zastosowano i poréwnano dwa rodzaje optymalizacji parametréw klasyfikatoréw za

pomoca metody przeszukiwania siatki oraz algorytmu genetycznego;

714 Uzyskane wyniki oceniano na podstawie macierzy pomytek, sumy btedéw (ERR), skutecznosci
(ACC), czutosci (SEN), specyficznosci (SPE), wspotczynnika « oraz czasu treningu (C}), klasyfi-
kowania (C') i optymalizacji (C,);

Gtéwnym zatozeniem autora bylo stworzenie metodologii badan obejmujacej analizg sygnatu EKG
na wzor pracy lekarza kardiologa, diagnozujacego stan serca na podstawie standardowego EKG trwaja-
cego okoto 10 sekund.

Uwzgledniajac powyzsze zalozenia sformutowano nastgpujaca teze rozprawy:

T Zastosowanie systemu ewolucyjno-neuronowego (gltebokiego zespotu genetycznie optymalizowa-
nych klasyfikatorow), do analizy genetycznie selekcjonowanych cech w postaci sktadowych cze-
stotliwosciowych widmowej gestosci mocy, 10-sekundowych fragmentow sygnatu EKG, umoz-

liwi skuteczne i szybkie diagnozowanie wybranych dysfunkcji miesnia sercowego.

Aby wykazac stusznos¢ powyzszej tezy sformutowano nastgpujace hipotezy szczegétowe, odpowia-

dajace przeprowadzonym w ramach badarn eksperymentom:

H1 Zastosowanie zaprojektowanej metodologii badan, polegajacej na analizie dtuzszych 10-
sekundowych fragmentow sygnatu EKG, sktadajqcej sie z nastepujacych metod: algorytmu prze-
twarzania wstepnego sygnatu EKG, algorytmu ekstrakcji cech (polegajacego na estymacji wid-
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mowej gestosci mocy sygnatu EKG) oraz klasyfikowania zaburzen serca bazujgcego na zopty-
malizowanych algorytmach uczenia maszynowego, umozliwi skuteczne diagnozowanie dysfunkcji

migsnia sercowego.

H2 Zastosowanie genetycznej optymalizacji parametrow klasyfikatorow bazujqcych na algorytmach
uczenia maszynowego, 10-krotnej walidacji krzyzowej oraz ekstrakcji cech obliczanej dla 4 szero-
koSci okna Hamminga, przy wykorzystaniu 3 rodzajow normalizacji, spowoduje zwigkszenie czu-

tosci diagnozowania dysfunkcji migsnia sercowego.

H3 Zastosowanie genetycznej selekcji cech (sktadowych czestotliwosciowych widmowej gestosci mocy
sygnatu EKG) sprzeionej z genetyczng optymalizacjq parametrow 4 typow klasyfikatorow, przy
wykorzystaniu: 3 rodzajow normalizacji, 10-krotnej walidacji krzyZowej oraz ekstrakcji cech obli-
czanej dla 4 szerokoSci okna Hamminga, spowoduje zwigkszenie czutosci diagnozowania dysfunk-

cji migsnia sercowego.

H4 Zastosowanie genetycznego dwu-warstwowego zespotu 17+1 klasyfikatorow SVM, optymalizowa-
nego w celu zmaksymalizowania czutoSci rozpoznawania poszczegolnych zaburzen serca oraz ba-
zujqcego na genetycznej selekcji cech i genetycznej optymalizacji parametrow klasyfikatorow, spo-

woduje zwigkszenie czutosci diagnozowania dysfunkcji migsnia sercowego.

HS Zastosowanie genetycznego dwu-warstwowego zespotu 10+1 klasyfikatorow SVM (zmodyfikowana
metoda bagging), optymalizowanego w celu zmaksymalizowania czutosci rozpoznawania zaburzen
serca dla poszczegdlnych zbiorow testowych oraz bazujqcego na genetycznej selekcji cech i gene-
tycznej optymalizacji parametrow klasyfikatorow, spowoduje zwigkszenie czutosci diagnozowania

dysfunkcji migsnia sercowego.

H6 Zastosowanie gtebokiego genetycznego troj-warstwowego zespotu 48+4+1 réznych klasyfikatorow:
SVM, kNN, PNN, RBFNN, uczonego w celu rozpoznawania zaburzer serca na podstawie 3 ro-
dzajow przetwarzania wstgpnego sygnatu i 4 rodzajow ekstrakcji cech (4 szerokosci okna Ham-
minga), bazujqcego na metodzie warstwowego uczenia gtebokiego oraz genetycznej selekcji cech,
genetycznej optymalizacji parametrow klasyfikatorow i 10-krotnej walidacji krzyzowej, spowoduje

zwigkszenie czutosci diagnozowania dysfunkcji migsnia sercowego.

1.3. ZawartoS¢ rozprawy

Niniejsza rozprawa doktorska sktada si¢ z 7 rozdziatéw. Ponizej przedstawiono opis zawartosci ko-

lejnych rozdziatéw:

R1 Wstep — sktada si¢ z trzech sekcji dotyczacych motywacji, hipotez oraz zawartosci rozprawy. Pierw-
sza sekcja zawiera wprowadzenie w tematyke badan poruszanych w pracy. Odpowiada na pytanie
dlaczego ta tematyka jest wazna. Zostal w niej przedstawiony réwniez krétki przeglad prac z dzie-
dziny analizy sygnatu EKG wraz z wyszczegdlnieniem stabych punktéw aktualnie stosowanych

rozwiazan. Na koricu znajduje si¢ natomiast uzasadnienie motywacji do prowadzenia badan oraz
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opis przeprowadzonych badan. Druga sekcja przedstawia zatozenia rozprawy doktorskiej wraz ze
sformutowana gléwna teza oraz hipotezami szczegdtowymi (pomocniczymi). W trzeciej sekcji
znajduje si¢ opis struktury dysertacji doktorskiej wraz z opisem zawartosci poszczegdlnych roz-

dziatow.

R2 Przeglad literatury — sktada si¢ z siedmiu sekcji dotyczacych problematyki analizy sygnalu EKG
oraz aktualnie stosowanych metod w kolejnych etapach analizy sygnatu. Celem tej sekcji jest za-
poznanie czytelnika z aktualnie prowadzonymi badaniami i standardami analizy sygnalu EKG
oraz umiejscowienie prowadzonych w tej pracy badan na tle literatury naukowe;j. Pierwsza sekcja
zawiera opis najbardziej popularnych kierunkéw badan oraz wyjasnia dlaczego tematyka analizy
sygnalu EKG jest wazna. W drugiej sekcji przedstawiono r6zne metodologie badan wraz z opisem
prowadzonych eksperymentéw, baz danych, rozpoznawanych zaburzefi oraz wykorzystywanych
odprowadzen. W trzeciej sekcji przedstawiono stosowane techniki przetwarzania wstgpnego sy-
gnatu. W czwartej sekcji oméwiono zagadnienia dotyczace detekcji zespotéw QRS oraz segmen-
tacji sygnatu EKG. W piatej sekcji poréwnano aktualnie stosowane metody ekstrakcji i selekcji
cech sygnalu. Szésta sekcja zawiera szczeg6towe zestawienie stosowanych metod klasyfikowania
zaburzen serca wraz z metodami walidacji krzyzowej i optymalizacji parametréw klasyfikatoréw.
W ostatniej siddmej sekcji znalazt si¢ opis stosowanych metod oceny uzyskanych wynikéw oraz

szerokie zestawienie i pordwnanie aktualnych wynikéw badan.

R3 Materialy i metody — sktada si¢ z dwdch sekcji dotyczacych teoretycznych podstaw przeprowadzo-
nych eksperymentéw. W pierwsza sekcja znajduje si¢ szczegétowy opis metodologii badan, wpro-
wadzenie w tematyke elektroencefalografii, doktadny opis stworzonej bazy danych z sygnatami
EKG oraz oméwienie analizowanych zaburzen serca. W drugiej sekcji znajduja si¢ teoretyczne
podstawy zastosowanych w badaniach metod i algorytméw. Kolejne podsekcje dotycza kolejnych
etapow badan od wstgpnego przetwarzania sygnatu przez nowatorskie systemy, az po kryteria

oceny uzyskanych wynikow.

R4 Eksperymenty — sktada si¢ z siedmiu sekcji odpowiadajacych szesSciu przeprowadzonym gtow-
nym eksperymentom. W kolejnych sekcjach oméwione sa kolejne eksperymenty. W kazdej sekcji
przedstawiony jest cel przeprowadzonego eksperymentu wraz ze szczegdtowa hipoteza, szcze-
g6lowymi informacjami oraz schematem doswiadczenia i procedurami algorytmu. Natomiast w
ostatniej sekcji tego rozdziatu zostaly mniej szczegétowo opisane pozostate przeprowadzone przez

autora eksperymenty.

RS5 Wyniki - sktada si¢ z siedmiu sekcji przedstawiajacych uzyskane wyniki. Pierwsze pig¢ sekcji do-
tyczy przedstawienia wizualizacji sygnatu EKG dla réznych metod przetwarzania sygnatu. Takie
zestawienia maja na celu zobrazowanie odseparowania danych na podstawie ktérego mozna wy-
ciagnaé wnioski na temat zastosowanych metod oraz zidentyfikowac problemy. W szdstej sekcji
znajduje si¢ szczegdlowe zestawienie wynikéw dla szesciu kolejnych eksperymentéw. Natomiast

w ostatniej siddme;j sekcji zostato przedstawione poréwnanie przebadanych algorytméw i metod.
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R6 Whnioski — sklada si¢ z 14 sekcji szczegétowo omawiajacych uzyskane wyniki w kontekscie naj-
wazniejszych zagadnieni dotyczacych analizy sygnatu EKG. Pierwsza sekcja zawiera weryfikacje
tezy gtéwnej i hipotez szczegétowych na podstawie uzyskanych wynikéw. W sekcjach od 2-5
zostaty przedstawione wnioski dotyczace poszczegdlnych 6 eksperymentéw gtownych oraz po-
mocniczych. W sekcjach od 6 do 13 zostaly opisane wnioski dotyczace poszczegdlnych aspektéw
poruszanych w pracy dotyczacych: algorytméw uczenia maszynowego, wstgpnego przetwarzania
sygnatu, ekstrakcji i selekcji cech, walidacji krzyzowej, optymalizacji parametrow, klas/zaburzefi i
czaséw. W sekcji czternastej przedstawiono ogélne oméwienie wynikéw na tle aktualne;j literatury

naukowe;j.

R7 Podsumowanie — sktada si¢ z trzech sekcji. Na poczatku rozdzialu streszczono i powtérzono naj-
wazniejsze zatozenia i osiagnigcia pracy. Przedstawiono cele prowadzonych badai, opisano prze-
prowadzone eksperymenty, przedstawiono najwazniejsze wyniki oraz sformutowano konkluzje.
W pierwszej sekcji wskazano oryginalne elementy rozprawy w kontekscie aktualnej literatury na-
ukowej, w drugiej sekcji przedstawiono ograniczenia (napotkane trudno$ci), natomiast w trzeciej

sekcji wskazano kierunek dalszych badan.
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2. Przeglad literatury

2.1. Problematyka analizy sygnatu EKG

Diagnozowanie stanu serca za pomocg analizy sygnatu EKG od wielu lat cieszy si¢ niestabnaca po-

pularnoscia i jest podstawowa metoda stosowana w profilaktyce choréb uktadu krwionos$nego. Szeroki

zakres zastosowan analizy EKG wynika z faktu, ze jest to prosta i nieinwazyjna metoda dostarczajaca

wielu cennych informacji o pracy uktadu krwiono$nego na podstawie ktérych jest mozliwa doktadana

analiza stanu serca. Ogromna popularno$¢ omawianej metody ma réwniez swoje odzwierciedlenie w

badaniach naukowych. W ostatnich latach do najbardziej rozwijanych tematéw zwiazanych z elektrokar-

diografia mozemy zaliczy¢:

Automatyczna analiza sygnatu EKG [95, 96],

Detekcja zespotéw QRS [350, 300],

Analiza dlugookresowego sygnatu EKG z Holtera [180, 177],

Analiza sygnalu EKG ptodu [168, 315, 332],

Projektowanie mobilnego urzadzenia do rejestracji i analizy sygnatu EKG [87, 105, 138, 176, 252,
264, 338],

Kompresja sygnatu EKG [52, 177],

Problematyka szuméw w analizie EKG [129, 255, 204, 282],

Rozpoznawanie atakéw padaczki na podstawie sygnatéw EKG i EEG [233, 330],

Diagnozowanie specyficznych zaburzen serca na podstawie sygnatu EKG (np. kardiomiopatii

przerostowej, rozstrzeniowe;j) [274, 357].

Podejmowane sa takze nastgpujace tematy:

Analiza sygnatu EKG w pediatrii [135],

Analiza zeskanowanego sygnatu EKG [229],

Formaty zapisu sygnatu EKG [321],

Ocena jakosci sygnatu EKG [237],

Rozpoznawanie fazy zasnigcia i przebudzenia na podstawie sygnatu EKG [170],
Usuwanie zaktécen sygnatu EKG z sygnatu EMG [44],

Przestrzenna rekonstrukcja fazy sygnatu EKG [187],

Systemy biometryczne bazujace na sygnale EKG [78],

Steganografia sygnatu EKG [285].
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W rozprawie doktorskiej zostaty poruszone zagadnieniach dotyczace automatycznej analizy sygnatu
EKG.

Choroby uktadu krazenia, a w szczeg6lnosci choroby serca sa jednymi z najpowazniejszych patologii
dotykajacych wspotczesne spoteczeristwo. Wynika to z faktu, ze choroby serca sa jednymi z najczesciej
wystepujacych w spoteczenstwie oraz czgsto rozwijaja si¢ w ukryciu i ujawniaja w postaci gwattownego
ataku majacego powazne nastgpstwa [63].

Opierajac si¢ na danych statystycznych [148] mozemy jednoznacznie stwierdzi¢, ze choroby uktadu
krazenia sa najczestsza przyczyna zgonéw w USA. Rocznie na choroby serca ginie tam okoto 900 000
0s6b co stanowi jedna trzecig wszystkich zgonéw [235]. Podobne dane dotycza wszystkich krajow wy-
soko rozwinigtych. W grupie najwyzszego ryzyka sa mezczyzni po 50 roku zycia oraz kobiety po 60
roku zycia. Wart odnotowania jest fakt, ze tendencja do zachorowan na choroby uktadu krazenia bedzie
si¢ coraz bardziej nasilaé, ze wzgledu na postgpujace starzenie si¢ spoteczenstw [146].

W Polsce aktualnie na choroby uktadu krazenia umiera 48% ludnosci [240]. GIéwnymi przyczynami
niewydolnoS$ci serca sa: nadci$nienie tetnicze, otylosé, przerost lewej komory, choroba wieficowa inaczej
choroba niedokrwienna mig$nia sercowego (co roku umiera na nia okoto 40 000 oséb, jedna z jej postaci
jest zawat mig$nia sercowego [216]), zapalenie mig§nia sercowego oraz wady wrodzone. Warto podkre-
§lié, ze schorzenia uktadu krazenia sa z reguty chorobami przewleklymi, wymagajacymi wieloletniego
oraz kosztownego leczenia [63].

Przedstawione argumenty jednoznacznie determinuja ogromny wptyw choréb serca na kondycje
wspotczesnego spoleczenistwa. Ten fakt wpltywa na koniecznos$é oraz wage badan prowadzonych w tej
dziedzinie i jest jednym ze sktadnikéw motywacji do prowadzenia badan opisanych w niniejszej rozpra-
wie.

W niniejszym rozdziale zostanie wskazane umiejscowienie przeprowadzonych eksperymentéw na
tle obecnie opisanych badan w literaturze naukowej. Przedmiotem dyskusji bedzie automatyczne dia-
gnozowanie choréb serca na podstawie analizy sygnatu EKG, ktére zostato przedstawione w omawiane;j
rozprawie. Zostang przedstawione rézne podejicia do poruszanego tematu. Oméwione i poréwnane beda
kolejne aspekty wchodzace w sktad zaprojektowanych eksperymentéw:

— metodologia prowadzonych badan,

— przetwarzanie wstgpne sygnatu,

— selekcja i ekstrakcja cech,

— stosowane metody analizy sygnalu EKG (klasyfikatory),

— poréwnanie uzyskanych wynikow.

W rozdziale pt. Podsumowanie (nr 7) wyszczegdlniono nowatorskie elementy pracy oraz w rozdziale pt.

Whioski (nr 6) przedstawiono poréwnanie uzyskanych wynikéw z innymi pracami.

2.2. Metodologia badan

W tej sekcji zostang przedstawione rézne podejScia do tematyki dotyczacej automatycznej analizy
sygnatu EKG. Na podstawie aktualnej literatury naukowej stworzono podstawowy schemat postgpowa-

nia stosowany w automatycznym diagnozowaniu patologii serca przedstawiony na rysunku 2.1 [96]. W
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kolejnych podsekcjach zostang oméwione kolejne etapy (zagadnienia) dotyczace klasyfikacji sygnatéw
EKG.

2.2.1. Eksperymenty

W ostatnich latach w literaturze dotyczacej automatycznego rozpoznawania zaburzen serca na pod-
stawie sygnatu EKG mozemy wyrézni¢ dwa gtéwne podejscia [96]:

— klasyfikacji zespotéw QRS [99, 221, 245, 361, 58, 345],

— analizy dtuzszych fragmentéw sygnatu [237, 43, 250, 281, 329].

Przy czym nalezy zwr6cié¢ uwagg, ze pierwsze podejscie dotyczace klasyfikacji zespotéw QRS jest
zdecydowanie bardziej popularne. Kluczowym elementem takiego podejscia jest skuteczna detekcja ze-
spotéw QRS. PéZniej na jej podstawie mozliwa jest segmentacja catego sygnatu na pojedyncze zespoty
QRS, a nastepnie ich analiza za pomoca cech morfologicznych (determinujacych ksztatt ewolucji serca)
i dynamicznych (determinujacych zaleznoSci pomigdzy kolejnymi ewolucjami serca).

Alternatywnym podejsciem jest analiza dluzszych, od pojedynczego zespotu QRS (trwajacego okoto
1 sekundy), fragmentéw sygnatu (zwykle trwajacych okoto 10 sekund, jest to okres czasu odpowiadajacy
standardowemu badaniu EKG u lekarza kardiologa). A nastgpnie bazujac na nich wydobywanie cech
dystynktywnych danego zaburzenia na podstawie ktérych nastgpuje jego identyfikacja. Jednak nalezy
podkresli¢, ze artykuléw naukowych dotyczacych tego podejScia jest bardzo mato i nie stoja one na

wysokim poziomie, wigc w tym wariancie metodologii badan jest jeszcze wiele do zrobienia.

2.2.2. Dane

Bardzo waznym aspektem dotyczacym analizy sygnalu EKG jest odpowiednia baza z sygnatami.
Od ilosci oraz jakoSci treningowych i testowych sygnaléw zalezy w bardzo duzym stopniu ostateczna
skuteczno$¢ zaprojektowanej metody automatycznego diagnozowania chordb serca oraz miarodajnosé
uzyskanych wynikéw. Ten niezwykle wazny aspekt byt szeroko opisywany przez wielu badaczy. Do naj-
czgSciej uzywanych podczas badarn sygnatéw EKG wykorzystuje si¢ nastgpujace ogélnodostepne bazy
danych [96]:

— MIT-BIH: The Massachusetts Institute of Technology — Beth Israel Hospital Arrhythmia Database

(48 rekordéw, kazdy po 30 minut), dostgpna w serwisie PhysioNet,

— EDB: The European Society of Cardiology ST-T Database (90 rekordéw, kazdy po 2 godziny),

— AHA: The American Heart Association Database for Evaluation of Ventricular Arrhythmia Detec-

tors (80 rekordéw, kazdy po 35 minut),

— CU: The Creighton University Sustained Ventricular Arrhythmia Database (35 rekordéw, kazdy

po 8 minut);

— NST: The Noise Stress Test Database (12 rekordéw, kazdy po 30 minut, plus 3 rekordy z dodatko-

wym szumem).

Wszystkie wymienione bazy danych spetniaja warunki standaryzacji opracowane przez AAMI i opi-
sane w ANSI/AAMI EC57:1998/(R)2008 [41]. Dzigki takiemu podejSciu mozemy mie¢ pewnosé, ze
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Rysunek 2.1: Schemat metodologii badafi w automatycznym diagnozowaniu dysfunkcji migé$nia serco-

wego [96].
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eksperymenty prowadzone na sygnatach pochodzacych z tych baz danych sa powtarzalne i poréwny-

walne.

2.2.3. Zaburzenia

Kolejnym zagadnieniem wartym rozwazenia podczas analizy sygnatow EKG jest ilo$¢ oraz rodzaj
rozpoznawanych zaburzen serca. W literaturze mozna znalezZ¢ dwa najczgsciej spotykane podejscia ba-

zujace na podziale zaburzefi na klasy wedtug AAMI (5 klas) lub MIT-BIH (15 klas) [95]. W tabeli nr 2.1

przedstawiono podzial zaburzefi na rozpoznawane klasy.

Tablica 2.1: Podziat rozpoznawanych zaburzen na klasy wedlug AAMI i MIT-BIH [95].

Klasy pobudzen serca

wedtug AAMI N SVEB VEB F Q
" Wszystkie ewolucje serca Dodatkowe (pozazatokowe) — Dodatkowe (pozazatokowe) . ’ -
Opis niebedace w pozostatych klasach pobudzenia nadkomorowe pobudzenia komorowe Fuzje pobudzer Pobudzenia nieznane
Typy pobudzen serca R " N Przedwczesne pobudzenie Przedwczesne pobudzenie Fuzja pobudzenia Pobudzenie ze
wedlug MIT-BIH (symbol) ytm zatokowy (N) przedsionkowe (A) komorowe (V) komorowego i zatokowego (F) stymulatora (P)
Blok I stopnia Przedwczesne pobudzenie Pobudzenie zastepcze Fuzja pobudzenia zatokowego
lewej odnogi (L) przedsionkowe z aberracja (a) komorowe (E) i ze stymulatora (P)
Blok I stopnia Przedwczesne pobudzenie Pobudzenia
prawej odnogi (R) weztowe (J) niesklasyfikowane (U)
Przedsionkowe Przedwczesne pobudzenie
pobudzenie zastepcze (e) nadkomorowe (S)

Weztowe
pobudzenie zastepcze (j)

2.2.4. Odprowadzenia

Naukowcy prowadzac bania dotyczace analizy sygnaléw EKG wykorzystuja r6zna ilo§¢ odprowa-
dzen. Standardowe stacjonarne EKG wykonuje si¢ za pomoca 12 odprowadzefi, natomiast badanie EKG
metoda Holtera wykonuje si¢ zwykle za pomoca 3 odprowadzen. Bez watpienia wigksza liczba odpro-
wadzen dostarcza wigksza liczbe informacji na temat analizowanego sygnatu, a co za tym idzie zwigk-
sza liczbg oraz skuteczno$¢ rozpoznawanych choréb serca. Nalezy jednak nadmienié, ze w najpopular-
niejszych ogélnodostgpnych serwisach z sygnatami EKG trudno znaleZ¢ odpowiednie do analizy dane
(posiadajace duza liczbe patologii od wielu pacjentéw) zawierajace sygnat z 12 odprowadzen. Kolej-
nym aspektem przemawiajacym za mniejsza liczba odprowadzen sa coraz bardziej popularne badania
dotyczace mobilnych urzadzen EKG (typu Holtera), analizujacych stan serca uzytkownika w czasie rze-
czywistym. W takich urzadzeniach ktadzie si¢ nacisk na ich prostotg, a co za tym idzie maksymalnie
minimalizuje si¢ liczbe odprowadzen. W literaturze naukowej najczgsciej mozemy spotkac prace doty-
czace nastepujacej liczby odprowadzen:

1 oprowadzenie [195, 273],
2 odprowadzenia [230, 345],
3 odprowadzenia [123],

4 odprowadzenia [83].
12 odprowadzen [275, 292, 327, 327].
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W literaturze mozemy spotkaé opinig¢, ze do prawidlowego klasyfikowania zaburzeni serca (przy nie-
wielkiej stracie skutecznoS$ci) wystarczy sygnat z mniejszej liczby odprowadzen niz 12. Wedtug [212]
wystarcza dwa odprowadzenia: 111 V, natomiast wedtug [98] nawet jedno odprowadzenie. Przy wigkszej

liczbie odprowadzeri najczesciej stosuje si¢ fuzje sygnaléw ze wszystkich analizowanych odprowadzef.

2.3. Przetwarzanie wstepne sygnatu

Pierwszy etap przetwarzania sygnalu EKG polega na jego odpowiednim przygotowaniu do dalszej

analizy. Najczgsciej spotykane w literaturze operacje polegaja na:

— filtrowaniu sygnalu EKG celem usunigcia szuméw (filtry adaptacyjne [125, 349], filtry adaptacyjne
bazujace na sieciach neuronowych [339], filtry gérno [69] i dolno [205] przepustowe, transformata
falkowa [289, 356], filtry Bayesa i Kalmana [290]),

— filtrowaniu sygnatu EKG celem usunigcia sktadowej napigcia sieciowego: 50 [Hz] (Europa) lub 60
[Hz] (Ameryka) [302] (rekurencyjne filtry cyfrowe FIR [213, 211], filtry pasmowo przepustowe),

— usunigciu ptywajacej izolinii i szuméw [302] (transformata falkowa [289, 356, 344, 359]),

normalizacji amplitudy sygnatu EKG [154, 319],

usunig¢ciu (odejmowaniu) Sredniej (sktadowej statej) sygnatu [154, 55],

brak przetwarzania wstgpnego sygnatu (ang. preprocessing) [118].

Problem z usuwaniem szuméw polega na tym, ze nie znamy doktadnej czestotliwosci szumu, dla-
tego najprostsze rozwiazania bazujace na filtrach gérno lub dolnoprzepustowych nie zdaja do korica
egzaminu. A ich naduzywanie moze doprowadzi¢ do utraty cennych informacji poprzez znieksztalcenie
morfologii sygnalu EKG, a co za tym idzie znacznie obnizy¢ skuteczno$¢ diagnozowania choréb serca.
Metoda ktéra nie posiada tej wady to transformata falkowa ktdra jest najczgsciej stosowana metoda do
redukcji szumu [96].

Techniki wstepnego przetwarzania sygnatlu EKG zostaty doktadnie oméwione w literaturze, jednak
wybér odpowiedniej metody jest nierozerwalnie zwiazany z ostatecznym celem badan. Metody ukie-
runkowane na detekcje zespoléw QRS (segmentacj¢) wymagaja innego przetwarzania wstgpnego niz
metody skupiajace si¢ na automatycznej klasyfikacji arytmii [96]. Jednak pomimo szerokiego przedsta-
wienia metod wstgpnego przetwarzania sygnalu w literaturze nie mozna jednoznacznie stwierdzic¢ ich
wplywu na ostatecznag skuteczno$¢ rozpoznawania zaburzen serca. Warto réwniez zwrdci¢ uwage na
fakt, ze w wigkszos$ci prac dotyczacych automatycznego klasyfikowania arytmii nie sg wykorzystywane

metody przetwarzania sygnatu majace na celu zredukowanie szuméw [96].

2.4. Detekcja zespolow QRS i segmentacja sygnalu EKG

Kolejnym etapem przetwarzania sygnatu EKG, szeroko omawianym w literaturze, jest detekcja ze-
spotéw QRS i segmentacja sygnatu EKG. Jest to etap niezwykle istotny w pracach bazujacych na rozpo-
znawaniu zaburzen serca na podstawie zespotéw QRS, natomiast mniej wazny lub pomijany w pracach
dotyczacych automatycznej klasyfikacji patologii serca na podstawie dluzszych fragmentéw sygnatu
EKG.
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Badania w dziedzinie detekcji zespotéw QRS sa prowadzone od ponad 30 lat. Na poczatku byty
ograniczone moca komputeréw, jednak z biegiem lat autorzy mogli przestac si¢ martwic¢ o koszty obli-

czeniowe i skupi¢ si¢ na doktadnosci metod segmentaciji.

Warto zwréci¢ uwage na fakt, ze do miarodajnej oceny algorytméw stuzacych do detekcji zespotéw
QRS niezbedne jest korzystanie z odpowiedniej i najlepiej tej samej bazy danych. Najbardziej popularna
i polecana przez ANSI/AAMI jest baza MIT-BIH [42].

Do najpopularniejszych i najskuteczniejszych metod detekcji zespotéw QRS zaliczaja sig:

Adaptacyjna detekcja progu [251, 317, 214],

Sieci neuronowe [153, 243],

Algorytmy genetyczne [266, 130],
Transformacja falkowa [219, 164, 162, 350, 362, 214, 131, 121],
Metoda katowa [300, 280, 90].

Detekcje zespotow QRS przeprowadza si¢ takze za pomoca nastgpujacych metod:

Banki filtréw [49],

Quad Level Vector [177],

Difference Operation Method [347],

Algorytm k-najblizszych sasiadow (kNN) [286],

Transformacja fazoréw (ang. phasor transform) [218],

Algorytm oparty na regresji [64].

W tabeli 2.2 przedstawiono efektywno$§¢ wybranych metod detekcji zespotéw QRS. Wszystkie
przedstawione metody bazowaty na bazie danych MIT-BIH.

Tablica 2.2: Efektywno$¢ wybranych metod detekcji zespotéw QRS (na podstawie MIT-BIH) [96].

Ewoluce @TP FP FN Blad SE  +P

Metoda #) @ B B (B (%) (%
Martinez et al. [219] 109428 109208 153 220 0.34 99.80 99.86
Moody and Mark [231] 109428 107567 94 1861 1.79 98.30 99.91
Lietal. [203] 104182 104070 65 112 0.17 99.89 99.94
Afonso et al. [49] 90909 90535 406 374 0.86 99.59 99.56
Bahoura et al. [65] 109809 109635 135 184 0.29 99.83 99.88
Lee et al. [201] 109481 109146 137 335 043 99.69 99.88
Hamilton and Tompkins [142] 109267 108927 248 340 0.54 99.69 99.77
Pan and Tompikins [251] 109809 109532 507 227 0.71 99.75 99.54
Poli et al. [266] 109963 109522 545 441 090 99.60 99.50
Moraes et al. [232] bd. bd. bd. bd. bd. 99.22 99.73
Hamilton [141] bd. bd. bd. bd. bd. 99.80 99.80

Nalezy pamigtaé, ze ten etap przetwarzania sygnalu EKG, dla metod bazujacych na detekcji i seg-
mentacji zespoléw QRS moze mieé kluczowe znaczenie. Dzieje si¢ tak poniewaz btgdy popetnione w tej
fazie beda propagowane do nastgpnych etapéw analizy i tym samym zaczng si¢ nawarstwiac obnizajac

ostateczna skuteczno$¢ diagnozowania chordb serca.
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2.5. Ekstrakcja i selekcja cech

Etap ekstrakcji/selekcji cech jest jednym z kluczowych w automatycznym diagnozowaniu dysfunkcji
migsnia sercowego. Wszystkie informacje wydobyte z sygnatu EKG i wykorzystane do dyskryminacji
zaburzen serca mozemy zdefiniowac jako cechy. Cechy mozemy wydobywa¢ w rézny sposéb [96]:

— bezposrednio z morfologii sygnatu EKG w dziedzinie czasu,

— z sygnalu EKG przeksztalconego do dziedziny czestotliwosci,

— z rytmu serca (odstgpéw RR)

Na poczatku zdefiniujemy réznice pomigdzy ekstrakcja, a selekcja cech. Pomimo, ze te terminy w
niektérych pracach wystgpuja wymiennie, w rzeczywistoSci ich znaczenie jest inne:

— ekstrakcja cech transformuje cechy, najczgsciej, z surowego sygnatu do innej mniej wymiarowe;j
przestrzeni, jej celem jest wydobycie i wzmocnienie cech charakterystycznych analizowanego sy-
gnalu oraz redukcja danych (odrzucenie nadmiarowej lub btednej informacji)

— selekcja cech wybiera podzbiér najbardziej reprezentatywnych cech bez ich transformaciji, jej ce-
lem jest wydobycie charakterystycznych cech analizowanego sygnatu poprzez odrzucenie nadmia-
rowej lub btednej informacji

Celem obydwu przeksztatcen jest zwigkszenie skutecznosci etapu klasyfikacji oraz zmniejszenie

liczby danych, a co za tym idzie zmniejszenie ztozonosci i czasu obliczen.

2.5.1. Ekstrakcja cech

W literaturze mozemy znaleZ¢ wiele metod wydobywania cech z sygnatu EKG, ktére mozemy po-
dzieli¢ na 3 grupy:
e obliczanie cech morfologicznych i dynamicznych EKG
— w dziedzinie czasu [99, 185, 196, 335, 248, 48, 90, 140, 345]
— w dziedzinie czestotliwosci [327, 281, 111, 206, 295, 340]
— zrytmu serca (odstgpéw RR) [120, 119, 189, 343, 345]
o transformacja i wzmocnienie cech
— Normalizacja odstgpéw RR [205, 109]
— Dyskretna transformacja falkowa (DWT) [136, 207, 194, 341, 62, 227, 115, 157, 319, 220,
97]
— Ciagta transformacja falkowa (CWT) [46, 66]
— Analiza sktadowych niezaleznych (ICA) [288, 352, 353, 84, 115, 220]
— Szybka transformata Fouriera (FFT) [355, 175]
— Liniowe kodowanie predykcyjne [139]
— Wymiar korelacji i najwigkszy wyktadnik Lapunowa [246, 324]
— Transformata Hermite’a [160]
— Miejscowy wymiar fraktalny [228]
— Wariancja funkcji autokorelacji [351]
— High order accumulates [243, 242
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— Kwantyzacja wektorowa [209]
— Wektokardiogram (VCG) [301, 211, 75, 89]
o transformacja oraz redukcja cech i redukcja szumu
— Analiza sktadowych gtéwnych (PCA i KPCA) [79, 80, 178, 84, 167, 165, 333,265, 115, 278,
220]
— Klasteryzacja [247, 81, 244, 186]
— Ogodlna analiza dyskryminacyjna (GDA) [61]
— Liniowa analiza dyskryminacyjna (LDA) [299, 333, 220]
— Interpolacja [99]
— Losowe prognozy (ang. random projections) [154, 74]

— Dekompozycja sygnatu w oparciu o model Bayesa [282]
W tabeli 2.3 przedstawiono typowe wartoSci cech sygnalu EKG dla zatokowego rytmu serca [91].

Jak mozemy zauwazyC, zostato przebadanych wiele metod ekstrakcji cech sygnalu EKG, jednak
wigkszo$¢ naukowcOw uwaza, ze najlepiej w tej dziedzinie sprawdza si¢ transformata falkowa ktéra réw-
niez jest najczesciej stosowana do wydobycia charakterystycznych cech sygnatu EKG. Przy stosowaniu
transformacji falkowej nalezy pamigtac, ze na skutecznos¢ tej metody najwigkszy wptyw ma wybor falki
podstawowej (matki), najczgsciej jest to falka - Daubechies. Oprécz wyboru falki podstawowej, rodzaj
i kolejnosc¢ filtrow oraz poziom dekompozycji sa parametrami wplywajacymi na ostateczng skutecznosc¢
klasyfikacji [136]. W literaturze rézne funkcje statystyczne sa obliczane na podstawie wspotczynnikow z
transformaty falkowej, naleza do nich: srednia, odchylenie standardowe, energia i wspdtczynnik zmien-
nosci [136]. Tak wyliczone cechy maja wielka zaletg, poniewaz sg odporne na zmiany oznaczei punktéw

odniesienia.

W wielu pracach w literaturze naukowej mozna spotka¢ podejScie w ktérym sygnatl wejsSciowy EKG
nie jest w zaden sposéb przetwarzany (nie jest wykonana klasyczna ekstrakcja cech). Jest to podejscie w
ktérym na wejScie klasyfikatora wchodza surowe dane (surowa fala) i w takim przypadku to klasyfikator

ma za zadnie wydoby¢ i wzmocnié cech charakterystyczne sygnatu EKG [118, 247].

Tablica 2.3: Typowe wartosci cech sygnalu EKG, dla zdrowej osoby dorostej z rytmem zatokowym o

czgstosci akcji serca wynoszacej 60 uderzen na minutg [91].

Cecha Typowa warto$¢ Typowe odchylenie
Szerokos¢ zatamka P 110 [ms] + 20 [ms]
Odstep PQ/PR 160 [ms] + 40 [ms]
Szerokos¢ zespotu QRS 100 [ms] 4 20 [ms]
Odstep QT 400 [ms] + 40 [ms]
Amplituda zatamka P 0.115 [mV] + 0.05 [mV]
Amplituda zespotu QRS 1.5 [mV] + 0.5 [mV]
Poziom odcinka ST 0 [mV] + 0.1 [mV]
Poziom odcinka ST 0 [mV] + 0.1 [mV]
Amplituda zatamka T 0.3 [mV] + 0.2 [mV]
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2.5.2. Selekcja cech

Stosowanie selekcji cech moze przyniesé pozytywne efekty wplywajac na ostateczny wynik analizy
sygnatu EKG. Dzigki wykorzystaniu tej techniki wptywamy na zwigkszenie efektu uogdlniania (gene-
ralizowania) wiedzy przez algorytm klasyfikujacy oraz redukujemy koszty obliczeniowe. Dzieje si¢ tak
poniewaz klasyfikatory uzywaja mniejszej liczby cech do stworzenia koiicowego modelu.

Nalezy zaznaczy¢, ze w dziedzinie analizy sygnaléw EKG, selekcja cech jest zagadnieniem duzo
stabiej przebadanym niz ekstrakcja cech i z tego wzgledu w literaturze wystgpuje mniej rodzajéw metod
stuzacych do selekcji cech. Ponizej przedstawiono stosowane techniki selekcji cech:

Algorytm genetyczny (GA) [238, 342, 354, 181, 234],
Optymalizacja rojem czastek (PSO) [334, 208],

— Algorytm immunologiczny [72],

Plywajace przeszukiwanie sekwencyjne [211, 217, 271],
— Opakowanie cech [109, 360],

Filtrowanie cech [109],

— Metoda Range-Overlaps [348].

2.6. Stosowane metody klasyfikowania sygnalu EKG

2.6.1. Walidacja krzyzowa

Niezwykle istotnym i trudnym do przecenienia aspektem analizy sygnatu EKG jest walidacja danych
[276]. To dzigki odpowiedniemu doborowi elementéw (sygnaléw) do zbioréw uczacych i testowych
mozemy w odpowiedni sposéb nauczy¢ klasyfikatory generalizowaé wiedz¢ oraz uzyska¢ miarodajne
wyniki. W ten sposéb zaprojektowane modele uzyskaja maksymalng efektywnos¢ dla danych testowych.

W aktualnej literaturze, zdecydowanie najbardziej popularng metoda tworzenia zbioréw uczacych
i testowych jest metoda sprawdzianu krzyzowego, a wérdéd niej dwa najbardziej popularne schematy
walidacji [48]: walidacja zorientowana na klasy/zaburzenia oraz walidacja zorientowana na pacjentow.

Wspomniane schematy r6znig si¢ sposobem doboru elementéw do zbioru uczacego i testowego.

— Schemat walidacji zorientowanej na klasy/zaburzenia (ang. class-oriented) - polega na doborze
elementéw do zbioru uczacego i testowego na podstawie sygnatéw od tych samych pacjentéw
(tzn. ze w zbiorze uczacym i testowym, dla kazdego klasyfikowanego zaburzenia, znajduja si¢
sygnaty od tego samego pacjenta czyli system jest uczony i testowany sygnatami pochodzacymi
od tych samych pacjentow)

— Schemat walidacji zorientowany na pacjentéw (ang. subject-oriented) [99] - polega na doborze
elementéw do zbioru uczacego i testowego na podstawie sygnaléw od innych pacjentéw (tzn. ze
w zbiorze uczacym, dla kazdego analizowanego zaburzenia, sa sygnaty od innego pacjenta niz
w zbiorze testowym czyli system jest uczony i testowany na sygnatach pochodzacych od innych
pacjentéw). Podzial pacjentéw na dwie grupy. Sygnaly z pierwszej grupy sa wykorzystane do

stworzenia modelu klasyfikatora, a sygnaty z drugiej grupy do przetestowania modelu.
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Schemat walidacji zorientowanej na klasy/zaburzenia wykazuje bardzo wysoka skuteczno$cia roz-
poznawania dysfunkcji serca ale réwnocze$nie wyniki w ten sposéb uzyskane sa malo miarodajne i
nieosiggalne w praktyce. To podejécie jest krytykowane za nadmierne dopasowanie modeli do zbioru
uczacego oraz mate uogdlnianie wiedzy, co skutkuje zdecydowanie stabszymi wynikami dla danych z
innej bazy (innych pacjentéw).

Z kolei walidacja zorientowana na pacjentéw, jest podejSciem nowszym, ktére wypiera stary sche-
mat. Zastosowanie tego schematu, co oczywiste, skutkuje gorsza skutecznoscia uzyskanych wynikéw
jest jednak duzo bardziej miarodajne i stabilne. Uzyskane w ten sposéb modele sa bardziej realistyczne,
wykazuja duze wlasciwosci generalizacji wiedzy i uzyskuja réwnie wysoka efektywnos¢ na danych z in-
nych baz. Jedynym minusem takiego rozwiazania jest konieczno$¢ uzyskania odpowiednio duzej liczby

sygnatéw EKG dla kazdego analizowanego zaburzenia od wielu pacjentéw [48].
Do najbardziej popularnych typéw walidacji danych w problematyce analizy sygnatu EKG naleza:

e 2-krotna walidacja krzyzowa (ang. 2-fold cross-validation), zwana réwniez metoda wydzielania
(ang. holdout method), najprostszy wariant walidacji k-krotnej (ang. k-fold):
— walidacja zorientowana na klasy/zaburzenia (ang. class-oriented) [104, 161, 195, 242, 270,
2771,
— walidacja zorientowana na pacjentéw (ang. subject-oriented) [99, 103, 211, 345].
e 3-krotna walidacja krzyzowa (ang. 3-fold cross-validation) [147],
e 4-krotna walidacja krzyzowa (ang. 4-fold cross-validation) [223],
e 5S-krotna walidacja krzyzowa (ang. 5-fold cross-validation) [273],
e 10-krotna walidacja krzyzowa (ang. 10-fold cross-validation) [101, 220],

e walidacja minus jednego elementu (ang. leave-one-out) - najdoktadniejsza.

2.6.2. Metody inteligencji obliczeniowej i algorytmy uczenia maszynowego

Po przetworzeniu sygnaléw na podstawie wyekstrachowanych i wyselekcjonowanych cech algo-
rytmy uczenia maszynowego (metod inteligencji obliczeniowej) tworza modele predykcyjne dzigki kto-
rym jest mozliwe rozpoznawania diagnozowanych choréb serca. W literaturze naukowej, w dziedzinie
analizy sygnatu EKG, zostato przebadanych bardzo duzo algorytméw klasyfikacji. Do najbardziej po-
pularnych mozemy zaliczy¢: maszyng wektor6w nosnych, sztuczne sieci neuronowe, liniowa analizg
dyskryminacyjna, drzewa decyzyjne, algorytm k-najblizszych sasiadéw, klasteryzacje, ukryte modele
Markova, zespoty klasyfikatoréw oraz systemy hybrydowe.

W ostatnich latach mozemy zauwazy¢ tendencj¢ do wzmozonych badai nad metodami bazujacymi
na: zespotach klasyfikatoréw (ang. ensemble learning) oraz gtgbokim uczeniu (ang. deep learning). Oby-
dwie wspomniane metody sa bardziej zaawansowane od klasycznych algorytméw, ze wzgledu na bar-
dziej ztozona strukture klasyfikatorow. W podej$ciu bazujacym na zespole klasyfikatoréw, w pierwszej
warstwie modelu, tworzymy wiele klasyfikatoréw z ktérych kazdy pelni rolg ,,eksperta” w danej dzie-
dzinie (np. specjalizuje si¢ w rozpoznawaniu danego zaburzenia serca lub danej cechy zespotu QRS),
a nastgpnie, w drugiej warstwie, na zasadzie gtosowania zostaje podj¢ta decyzja na temat ostatecznie

wskazanej klasy wyjSciowej. Z kolei podejscie bazujace na uczeniu glgbokim jest jeszcze bardziej za-
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awansowane, a inspiracja do jego stworzenia byta kora nowa mézgu. Zaprojektowane klasyfikatory maja
strukture bardzo ztozonych sieci neuronowych, posiadajacych wiele warstw oraz, podobnie jak w mézgu,
potaczenia zwrotne oraz polaczenia omijajace niektére warstwy. Dzigki takiemu podejiciu jest mozliwe,
w sieci neuronowej, realizowanie oprdcz etapu klasyfikowania rowniez wszystkich wczesniejszych eta-
péw analizy sygnatu EKG: przetwarzania wstgpnego, detekcji zespotéw QRS oraz ekstrakcji i selekcji
cech. Jednym stowem dzigki glebokiemu uczeniu tak zaprojektowany klasyfikator bedzie w stanie na-
uczy¢ sig rozpoznawania dysfunkcji mig§nia sercowego z bardzo duza skutecznoscia tylko na podstawie
surowych danych. Idea takiego przetwarzania sygnaléw jest znana juz od wielu lat jednak dopiero teraz
dzieki rozwojowi komputeréw jest mozliwe przeprowadzenie bardzo czasochtonnego uczenia w rozsad-
nym czasie.
Odpowiedni wybdr oraz zaprojektowanie klasyfikatora jest niezwykle wazne poniewaz w bezpo-
Sredni sposéb wptywa na koricowa skutecznos¢ klasyfikowania analizowanego sygnatu.
Stosowane metody inteligencji obliczeniowej i uczenia maszynowego [73, 110, 318, 116, 158, 51,
188, 145, 56, 191]:
e Maszyna wektorow nosnych (SVM) [55, 223, 242, 363, 345, 254, 111, 287, 175, 224, 97, 69, 344,
199, 253, 154, 265, 249, 234, 230]
e Sztuczne sieci neuronowe (ANN)
— Perceptron wielowarstwowy (MLP, feed-forward network) [68, 166, 270, 319, 156, 217, 189,
230, 136, 244, 247]
— Sie¢ neuronowa z adaptacyjng funkcja aktywacji [248]
— Sie¢ neuronowa z algorytmem eksploracji danych [137]
— Sie¢ neuronowa rezonansowa (ART - adaptacyjna teoria rezonansu) [ 124, 336]
— Sieci neuronowe block-based [160, 296]
— Extreme learning machine [171, 178]
— Probabilistyczna sie¢ neuronowa (PNN) [333, 220, 351]
— Sie¢ neuronowa o radialnych funkcjach bazowych (RBFNN) [185]
— Rekurencyjna sie¢ neuronowa (RNN) [326]
— Mapa samoorganizujaca si¢ (SOM) - sie¢ neuronowa Kohonena [335, 195]
e Liniowa analiza dyskryminacyjna (LDA) [99, 212, 100, 211]
e Obliczenia zbiornikowe (RC) z regresja logistyczna (LR) [118]
e Drzewa decyzyjne [119, 277, 215, 225, 151]
e Algorytm najblizszych sasiadéw
— Algorytm k-najblizszych sasiadéw (KNN) [186, 316, 198, 246, 228, 328]
— Wymiar fraktalny oparty na algorytmie najblizszy sasiadow [228]
o Klasteryzacja [335, 304, 346, 247, 195]
— Mieszanina modeli rozkladéw Gaussa (GMM, ang. Gaussian mixture models) [83]
e Ukryte modele Markova (HMM, sieci Bayesa) [83, 53, 92, 132, 59]
e Sekwencyjne metody Bayesa (sieci Bayesa) [113]
o Klasyfikatory hyberbox [75]
o Optimum-path forest [95]
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e Warunkowe pola lasowe (CRF, ang. Conditional random fields) [103]

e Modele oparte na regutach (ang. Rule based models) [120, 322, 323]

o Zespoty klasyfikatoréw (ang. ensemble learning) [287, 154, 136, 244, 242]
— Mikstura ekspertéw [159]

— Ujemnie skorelowane uczenie (ang. Negatively Correlated Learning) [159]
— Bagging [225]
e Metody hybrydowe
— Systemy ewolucyjno-neuronowe [175, 202, 97, 156, 185, 224, 296, 108]
— Systemy neuronowo-rozmyte [244, 247, 243, 222, 117]

e Uczenie glgbokie (ang. deep learning)

— Konwolucyjne (splotowe) sieci neuronowe [179]

— Glegbokie sieci neuronowe (ang. Deep neural networks) [273]

e Uczenie wielokrotnej instancji (ang. Multiple-instance learning) [300]

e Uczenie aktywne (ang. Active learning) [254]

e Klasyfikatory inspirowane natura

— Klasyfikator bazujacy na algorytmie zmodyfikowanej optymalizacji kolonii sztucznych psz-

cz6t [108]

e Czastkowa predykcja liniowa (ang. fractional linear prediction) [314]

Systemy rozmyte [193]

2.6.3. Optymalizacja parametrow

Wyb6r nawet najlepszego klasyfikatora nie gwarantuje ostatecznego sukcesu w postaci osiagnig-

cia odpowiednio wysokiej skutecznosci. Kazdy algorytm do prawidtowego dziatania potrzebuje odpo-

wiedniego treningu oraz optymalizacji swoich parametrow. Nalezy pamigtaé réwniez, o fakcie, ze czym

bardziej zaawansowany klasyfikator (majacy wigksze mozliwosci generalizacji wiedzy) tym trudniej-

szy jego trening i optymalizacja parametrow (wigksza ich liczba). W prawidlowym treningu niezwy-

kle istotne jest zastosowanie odpowiedniej walidacji krzyzowej, zabezpieczajacej przed przeuczeniem

oraz poprawiajacej wlasciwosci do generalizowania wiedzy przez klasyfikator (3.2.4). Drugim waznym

zagadnieniem jest optymalizacja parametréw projektowanego systemu, w literaturze mozemy znalez¢

wiele rozwiazan tego problemu, ale do najbardziej popularnych i wykazujacych najwigksza skuteczno$é

naleza metody bazujace na organizmach zywych (inspirowane natura). Odpowiednio zaprojektowana

optymalizacja powinna by¢ potaczona ze sprawdzianem krzyzowa celem walidacji uzyskiwanych wyni-

kow.

Stosowane metody optymalizacji parametrow:

Algorytmy genetyczne (GA) [175, 202],

— Optymalizacja rojem czastek (PSO), [97, 156, 185, 224, 296]

Algorytm kolonii sztucznych pszcz6t (ABC) [108],
Optymalizacja kolonia mréwek (ACO) [186].
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2.7. Wyniki prowadzonych badan

W poprzedniej sekcji zostala poruszona tematyka dotyczaca klasyfikatoréw oraz ich treningu i opty-
malizacji parametréw. W tym miejscu nalezy rozwinaé pojecie dotyczace miarodajnosci wynikéw, w
ktérego sktad wchodzi poréwnanie metodologii badan oraz kryteriéw oceny wynikéw. Jest to problem
trudny, czgsto mamy do czynienia z innymi metodologiami badan w ktérych autorzy uzyskuja takie same
wyniki jednak ich miarodajno$¢ moze by¢ zupetnie rézna. Czasami nawet bardzo dobry wynik nie §wiad-
czy o tym, ze dane rozwiazanie sprawdzi si¢ w praktyce. Przyktadem r6znych metodologii w dziedzinie
analizy sygnatu EKG jest walidacja zorientowana na klasy/zaburzenia oraz walidacja zorientowana na
pacjentéw, szerzej oméwione w sekcji 3.2.4. Podejscie bazujace na walidacji zorientowanej na klasy-
/zaburzenia dostarcza zdecydowanie lepszych wynikéw jednak nie sprawdza si¢ w praktyce poniewaz
wyuczone na nim systemy doskonale rozpoznaja zaburzenia ale tylko w grupie pacjentéw na ktérej si¢
uczyli. Natomiast wyniki uzyskane przy podej$ciu bazujacym na walidacji zorientowanej na pacjentéw
chociaz sg zdecydowanie gorsze sg bardziej miarodajne i w wigkszym stopniu nadajq si¢ do zastoso-
wan w praktyce. Potwierdzeniem tej tezy sa wyniki zawarte w tabelach nr 2.4, 2.5, 2.6 przedstawiajace
poréwnanie tych samych algorytméw w obydwu przedstawionych podejsciach.

W zwiazku z tym faktem, w miarg mozliwosci, powinno si¢ stosowaé jednolita metodologi¢ badan

oraz jednolita ocen¢ uzyskanych wynikéw.

2.7.1. Metody oceny uzyskanych wynikéw

Kolejnym po metodologii zagadnieniem wptywajacym na miarodajno$¢ uzyskanych wynikéw sa
kryteria ich oceny. AAMI rekomenduje nastgpujace wspétczynniki oceny [96, 99, 133, 226, 41]:
— Czutos¢ (Se)

— Pozytywna przewidywalnos¢ (+P)

Odsetek wynikow fatszywie dodatnich (FPR)
Ogdlna doktadnosc¢ (Acc)

Warto$¢ ogélnej doktadnosci moze by¢ mocno znieksztalcona przez wyniki klasy wigkszoSciowe;].
Dlatego najbardziej istotne sg trzy pierwsze wspotczynniki, poniewaz w ogdélnodostgpnych bazach da-
nych klasy z zaburzeniami sa niezbalansowane (maja rézna ilo$¢ elementéw/ewolucji serca). Spos6b
obliczania (wzory) przedstawionych wspotczynnikéw zostal opisany w pracy [99]. Wedtug standardéw
wyniki powinny by¢ przedstawione w sposdb globalny, biorac pod uwagg, ze kazde uderzenie serca ma

taka sama wage (statystyki brutto) [96].

2.7.2. Zestawienie i poréwnanie aktualnych wynikéw

Po omdwieniu wszystkich, stosowanych w literaturze, etapéw analizy sygnalu EKG, nadszedt czas
na zestawienie i poréwnanie najistotniejszych rozwiazan zaproponowanych w literaturze. Zestawienie
sktada si¢ z trzech tabel, w tabeli nr 2.4 przedstawiono metody ktérych trening i testowanie bazowaty na
schemacie walidacji zorientowanym na klasy (3.2.4) z kolei w tabeli nr 2.5 przedstawiono metody bazu-

jace na schemacie walidacji zorientowanym na pacjentéw (3.2.4). Natomiast w tabeli nr 2.6 zaprezen-
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towano poréwnanie skutecznosci doktadnie tych samych metod w obydwu wspomnianych schematach
walidacji.

Na podstawie danych przedstawionych w tabelach nr 2.4, 2.5, 2.6 mozemy poréwnac efektywno$¢
poszczegblnych metod w danym schemacie postgpowania lub pomigdzy schematami. Wspomniane ta-
bele zawieraja nazwiska autoréw przedstawianej metody, zastosowana ekstrakcje/selekcje cech, zastoso-

wany klasyfikator oraz uzyskana skuteczno$¢ przytaczanej metody.

W celu tatwiejszego poréwnania efektywnosci poszczegdlnych metod w tabelach nr 2.4, 2.5, 2.6
przedstawiono jeden wspotczynnik, ogdlna skuteczno$é: Acc (ang. Overal Accuracy) okreslajacy sku-

teczno$¢ przytoczonych metod, obliczany na podstawie wzoru:

liczba prawidowo sklasyfikowanych ewolucji serca
Acc = . - - (2.1)
liczba wszystkich ewolucji serca

W niniejszej rozprawie wspdtczynnik Acc (ogélna skutecznosC) jest réwny wspdtczynnikowi czutosci
(SEN - ang. sensitivity). Jest to spowodowane faktem, ze w badaniach zastosowano dla klasyfikatoréw
metode WTA (ang. Winers Takes All) co oznacza, ze na wyjsciu algorytm wskazuje tylko jedng zwycigska
klase [308].

Po przeanalizowaniu wynikéw przedstawionych w tablach nr 2.4, 2.5, 2.6 mozemy zauwazy¢, ze po-
czatkowo naukowcy prowadzili badania bazujac na schemacie walidacji zorientowanym na klasy (3.2.4).
Co wyjasnia bardzo duza liczbe eksperymentéw prowadzonych wedtug tej metodologii (2.4). Wyniki
uzyskane w ten sposéb sa bardzo obiecujace - wiele prac ze skuteczno$cia powyzej 98% . Niestety nie
maja one przetozenia w praktyce i sa mato miarodajne. Na potwierdzenie tej tezy zostaly przedstawione
wyniki w tabeli nr 2.6, ktéra przedstawia poréwnanie tych samych algorytméw w obydwu podejsciach:
zorientowanym na klasy i zorientowanym na pacjentéw (3.2.4) z ktérych jasno wynika, ze bardzo wy-
soka skuteczno$¢ uzyskana w schemacie walidacji zorientowanej na klasy nie ma przetozenia w praktyce
(przy testowaniu tych samych algorytméw na innych pacjentach). Wyniki przedstawione w tabeli nr 2.5
bazujace na schemacie walidacji zorientowanym na pacjentdw wykazuja duzo nizsza skuteczno$¢ jednak
sa to wyniki bardziej miarodajne i bardziej zgodne z rzeczywistym podejsciem.

Wedtug de Chazal [99], pomystodawcy schematu walidacji zorientowanej na pacjenta, wszystkie
sygnaly EKG z bazy MIT-BIH Arrhythmia powinny zostaé podzielone na dwa zbiory DS1 i DS2, przed-
stawione w tabeli nr 2.7. Przy zatozeniu ze zbiér DSI - stuzy do stworzenia modeli klasyfikatoréw,

natomiast DS2 - stuzy do oceny stworzonych modeli.

Na podstawie tabeli nr 2.7 mozemy zauwazy¢, ze schemat walidacji zorientowany na pacjenta, cho-
ciaz bardziej miarodajny od schematu zorientowanego na klasy, posiada staby punkt w postaci niezba-
lansowania danych. Liczba ewolucji serca, w tym schemacie, odpowiadajaca fizjologicznym pobudze-
niom (/) jest zdecydowanie wigksza od pozostatych klas (dodatkowe pobudzenia nadkomorowe - SVEB,
dodatkowe pobudzenia komorowe - VEB, fuzje pobudzen - F, pobudzenia nieznane - ) co moze powo-
dowac sztuczne zawyzanie skutecznosci rozpoznawania patologii serca poniewaz akurat dysfunkcje z

grupy N sa tatwiejsze do zdiagnozowania od dysfunkcji z pozostatych klas.
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Tablica 2.4: Poréwnanie wynikow metod bazujacych na schemacie zorientowanym na klasy [96].

Praca Rok #Kklas Zbior cech Klasyfikator Skutecznosé

Chen et al. [86] 1996 2 RR-interval Set of rules Acc =95%
Lagerholm et al. [195] 2000 16 HBF, SOM clustering Acc =98%
Dokur and Olmez [355] 2001 10 Fourier, Wavelet + FSDP MLP, RCE, Novel hybrid NN Acc =96%
Osowski and Linh [243] 2001 6 HOSC fuzzy NN Acc =96%
Tsipouras et al. [322] 2002 9 RR-interval Deterministic automata Acc =96%
Engin [117] 2004 4 HOSC, Wavelet Min. Dist, kNN, Bayes Acc =98%
Cristov and Bortonal [89] 2004 2 Heartbeat-Intervals, VCG NN Acc =99%
Guler and Ubeyli [136] 2005 4 Wavelets (statistics) Combined NN Acc =96%
Song et al. [299] 2005 6 Wavelet coef., LDA, RR-Intervals Kombinacja SVM Acc =99%
Karimifard et al. [169] 2006 7 HBF kNN Acc =99%
Ozbay et al. [247] 2006 10 Raw-wave MLP, Fuzzy Cluster, FCNN Acc =99%
Tsipouras et al. [323] 2007 4 RR-interval Fuzzy Expert System Acc =96%
Bortolan et al. [75] 2007 2 VCG and Morphological hyperbox+GA Fuzzy Clustering Acc =99%
Ubeyli [325] 2007 4 DWT SVM, ECOC Acc =99%

Yu and Chen [351] 2007 5 ICA, RR-interval PNN Acc =99%
Ceylan and Osbay [80] 2007 10 DWT FCM, NN Acc =99%
Yu and Chen [351] 2007 6 Wavelet (statistics), RR-interval PNN Acc =99%
Minhas and Arif [328] 2008 6 Wavelet, RR-interval, PCA kNN Acc =99%
Lin et al. [207] 2008 7 Morlet Wavelet AWN Acc =90%
Korurek and Nizam [186] 2008 6 RR-interval, ECG-segments ACO-based Cluster, KNN Acc =94%
Yu and Chou [352] 2008 8 RR-interval, ICA PNN, BPNN Acc =98%
Asletal. [61] 2008 6 HVR, GDA SVM Acc =100%
Korurek and Nizan [186] 2008 6 RR-interval, QRS-width, Wavelet, PCA ACO, kNN Acc =90%
Ceylan et al. [81] 2009 10 PCA, DWT FCMT2, ANN Acc =99%
Wen et al. [335] 2009 16 RR-interval, raw-wave SOCMAC-based Cluster Acc =98%

Yu and Chou [353] 2009 8 ICA SVM Acc =98%
Kim et al. [178] 2009 6 RR-interval, PCA ELM Acc =98%

Ye et al. [343] 2010 15 Wavelet, ICA, PCA, RR-interval SVM Acc =99%
Ozbay and Tezel [248] 2010 10 ECG-wave NNAAF Acc =98%
Mishra and Raghav [228] 2010 6 LFD Nearest Neighbor Acc =89%
Lanata et al. [198] 2011 6 HOS MOG, kNN Acc =85%
Yeh et al. [346] 2012 5 Morphological, RR-interval, QFS clustering Acc =94%
Kallas et al. [165] 2012 3 KPCA SVM Acc=97%
Khazaee [174] 2013 3 Heartbeat intervals morphology amplitudes PSO + SVM Acc =97%
Wang et al. [333] 2013 8 PCA, LDA PNN Acc =99%
Kumar and Kumaraswamy [189] 2013 3 RR-intervals CART, RBF, MLP, IOAW-FFNN Acc=92%
Chen et al. [85] 2014 6 RR-intervals SVN, NN Acc = 100%
Mert et al. [225] 2014 6 RR-intervals, HOS Bagged Decision Tree 2nd order LPC coeff. Acc =99%
Ahmed and Arafat [50] 2014 11  Heartbeat intervals morphology amplitude, HOS MLP, SVM, TreeBoost Acc =98%
Sarfraz et al. [288] 2014 11 RR-intervals, QRS power BPNN, ICA coeft. Acc =99%
Tran et al. [320] 2014 7 RR-intervals, HBF Ensemble of classifiers Acc =98%
Alickovic and Subasi [54] 2015 5 autoregressive (AR) modeling SVM, MLP, RBF, kNN Acc =99%
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Tablica 2.5: Poréwnanie wynikéw metod bazujacych na schemacie zorientowanym na pacjentéw [96].

Praca Rok #Klas Zbiér cech Klasyfikator Skuteczno$é

de Chazal et al. [99] 2004 5 ECG-Intervals, Morphological Weighted LD Acc =83%
Park et al. [253] 2008 5 HOS, HBF Hierarchical SVM Acc =85%
Zhang et al. [360] 2008 5 RR-intervals, morphological features, ECG-intervals and segments Combined SVM Acc = 86%
Escalona-Moran et al. [118] 2008 5 Raw wave RC Acc =98%
Soria and Martinez [301] 2009 5 RR-Intervals, VCG, morphological + FFS Weighted LD Acc =90%
de Lannoy et al. [102] 2010 5 ECG-Intervals, morphological, HOS, HBF coeficients weighted SVM Acc=83%
Llamedo and Martinez [211] 2011 5 Wavelet, VCG + SFFS Weighted LD Acc=93%
Mar et al. [217] 2011 5 Temporal Features, Morphological, statiscial features + SFFS Weighted LD, MLP Acc =89%

Ye et al. [344] 2012 5 Morphological, Wavelet, RR interval, ICA, PCA SVM Acc =86%

de Lannoy et al. [103] 2012 5 RR-intervals, ECG-segments, morphological, HBF, HOS weighted CRF Acc=85%
Bazi et al. [69] 2013 5 Morphological, Wavelet SVM, IWKLR, DTSVM  Acc =92%
Huang et al. [154] 2014 5 Random projection, RR-intervals Ensemble of SVM Acc =94%

Lin and Yang [205] 2014 5 normalized RR-interval weighted LD Acc=93%
Zhang and Luo [360] 2014 5 RR-intervals, morph. features, ECG-inter. and segments, wavelets coeff. wavelets coeff. Acc=87%

Tablica 2.6: Poréwnanie wynikéw dla tych samych metod uzyskanych dla schematéw zorientowanych

na klasy i na pacjentow [96].

Metody: Acc (%)

Ye et al. [343] Yu and Chou [352] Yu and Chou [351] Guler and Ubeyli [136] Song et al. [299]

Schemat 2010 2008 2007 2005 2005
Zorientowany na klasy 96.5% 95.4% 81.1% 89.1% 98.7%
Zorientowany na pacjentow 75.2% 75.2% 73.9% 66.7% 76.3%

Tablica 2.7: Konstrukcja zbioréw DS1 i DS2 wykorzystywanych w schemacie walidacji zorientowanym
na pacjenta zaproponowanym przez de Chazal [99]. Tabela przedstawia liczbg ewolucji serca (wraz z

procentowym udzialem w catym zbiorze) w zbiorach DS/ i DS2 z poszczeg6lnych klas.

Zbiér N SVEB VEB F Q Suma
DSI 45866 (89.90%) 944 (1.85%) 3788 (7.42%) 415 (0.81%) 8 (0.02%) 51021 (100%)
DS2 44259 (89.03%) 1837 (3.70%) 3221 (6.48%) 388 (0.78%) 7 (0.02%) 49712 (100%)

DS1 + DS2 90125 (89.47%) 2781 (2.76%) 7009 (6.96%) 803 (0.80%) 15 (0.02%) 100733 (100%)
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Podsumowujac informacje zawarte w tabelach nr 2.4, 2.5, 2.6, 2.7 mozemy wnioskowac, ze aktu-
alnie proponowane metody automatycznego diagnozowania zaburzei serca nie gwarantuja pozadane;j
skuteczno$ci. Godny odnotowania jest rowniez fakt, ze w bardziej realistycznym schemacie walidacji
zorientowanej na pacjentow rozpoznawanych jest jedynie 5 klas zaburzen. Te argumenty jednoznacznie
przemawiaja za tym, ze badania w dziedzinie analizy sygnatu EKG powinny by¢ dalej prowadzone i

rozwijane celem zwigkszenia efektywnosci rozpoznawania dysfunkcji serca.
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3. Materialy i metody

Niniejszy rozdzial dotyczy czgsci teoretycznej pracy. Zostanie w nim omowiona metodologia badan
wraz z wprowadzeniem w podstawy elektrokardiografii oraz zaprezentowane zostana ogélne podstawy
teoretyczne stosowanych w badaniach metod. Szczegétowe informacje na temat wykonanych ekspery-

mentéw zostaly przedstawione w rozdziale nr 4.

3.1. Materialy

W podsekcji materiaty zostanie szczegétowo oméwiona metodologia badan oraz podstawy elektro-
kardiografii. W dalszej czgSci podrozdziatu zostanie zaprezentowana baza danych z wykorzystanymi

sygnatami EKG oraz zostang przedstawione rozpoznawane rodzaje patologii serca.

3.1.1. Metodologia badan

Gtéwnym zatozeniem autora bylo stworzenie inteligentnego systemu automatycznie analizujacego
sygnat EKG w celu wspomagania lekarzy w diagnozowaniu dysfunkcji mig$nia sercowego (prawidto-
wego rytmu zatokowego, rytmu z rozrusznika oraz 15 zaburzen pracy serca). Zaprojektowany system byt
wzorowany na pracy lekarza kardiologa polegajacej na analizie kolejnych fragmentéw sygnatu EKG, naj-
czgsciej trwajacych okoto 10 sekund, z jednego lub wigkszej liczby odprowadzen (ze standardowego 12
odprowadzeniowego EKG, Holtera czy ekranu aparatury medycznej).

Algorytmy byty projektowane z mysla o ich zastosowaniu w telemedycynie i urzadzeniach mobil-
nych, wspomagajacych profilaktyke leczenia choréb uktadu krazenia. Gtéwny nacisk zostat potozony
na skuteczno$¢ projektowanego rozwiazania, jednak ze wzgledu na zamiar wykorzystania zaprojekto-
wanych algorytméw w urzadzaniach mobilnych dodatkowym kryterium oceny byt czas trwania analizy
ktéra powinna odbywac si¢ w czasie rzeczywistym. Nalezy nadmieni¢, ze obecnie opisane, w literaturze
naukowej, rozwigzanie nie wykazuja zadowalajacej skutecznosci.

W badaniach zastosowano nowatorska metodologi¢ badai polegajacq na analizie dtuzszych (10 se-
kundowych) fragmentéw sygnalu EKG. W celu wzmocnienia charakterystycznych cech sygnatu EKG
estymowano widmowa gesto$¢ mocy za pomoca metody Welch’a i dyskretnej transformacji Fouriera.
Wigcej informacji na temat uzasadnienia zaproponowanej metodologii oraz zatozen prowadzonych ba-
dan przedstawiono we Wstgpie rozprawy - rozdziat nr 1.

W ramach badan przeprowadzono wiele eksperymentéw, jednak w rozprawie szerzej przedstawiono

tylko te eksperymenty, ktére zakonczyly si¢ sukcesem oraz wnosza cenne informacje i wnioski. W dy-
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Rysunek 3.1: Przeprowadzone w ramach badan eksperymenty
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sertacji szczegétowo opisano 6 eksperymentéw obejmujacych podstawowa analize sygnatéw EKG, ge-
netyczng optymalizacj¢ parametréw i genetyczna selekcje cech oraz rézne typy nowatorskich zespotéw
klasyfikatoréw.

Szczegdtowy opis wykonanych eksperymentdéw znajduje si¢ w rozdziale nr 4. Schematy blokowe
wykonanych eksperymentéw zostaty przedstawione na rysunku nr 3.1, nawiazuja one do schematu me-

todologii badani zaczerpnigtego z literatury i przedstawionego na rysunku nr 2.1.

3.1.2. Electrokardiografia

., Elektrokardiografia (EKG) jest zabiegiem diagnostycznym wykorzystywanym w medycynie przede
wszystkim w celu rozpoznawania choréb serca.

Pomijajac EKG wykonywane w czasie operacji na sercu, jest to metoda posrednia polegajaca na
rejestracji elektrycznej czynnosci migsnia sercowego z powierzchni klatki piersiowej w postaci roznicy
potencjatow (napiec) pomiedzy dwoma elektrodami, co graficznie odczytujemy w formie krzywej elektro-
kardiograficznej, na specjalnym papierze milimetrowym bqd? na ekranie monitora.

EKG nie jest niezawodnym kryterium rozpoznania choroby: istnieje mozliwos¢ prawidtowego elek-
trokardiogramu przy istniejqcych schorzeniach kardiologicznych oraz mozliwy jest nieprawidtowy zapis
czynnosci elektrycznej przy prawidtowym stanie klinicznym” [14].

W dalszej czgéci podrozdziatu zostanie przedstawiona budowa oraz zasada dziatania serca, a nastgp-

nie omowione badanie EKG.

ANATOMIA I FIZJOLOGIA SERCA

»Serce ludzkie potozone jest w srodkowej czesci klatki piersiowej, tzw. Srodpiersiu. Swojq diugq osiq
skierowane jest od prawego ramienia do okolicy podiebrowej po stronie lewej. Okoto 2/3 serca lezy po
lewej stronie od linii srodkowej ciata, a pozostata czgs¢ po stronie prawej” [12].

»Serce sktada sie 7 czterech jam — dwoch przedsionkow (prawego i lewego) i dwoch komor (pra-
wej i lewej). Przedsionki sq od siebie oddzielone przegroda miedzyprzedsionkowq, natomiast komory —
przegrodq migdzykomorowq (3.3)” [12].

» Prawy przedsionek jest czesciq serca wysunigtq najbardziej w prawo; leZy bezposrednio za most-
kiem. Do prawego przedsionka sptywa z catego organizmu krew zylna (odtlenowana, pozbawiona tlenu)
dwiema duzymi Zytami gtownymi — Zylq gltownq gornq z gornej czesci ciata (gtowy, koriczyn gornych
i gornej czesci klatki piersiowej) oraz zytq gtownag dolnag z dolnej czesci ciata (jamy brzusznej, dolnej
czesci klatki piersiowej i koriczyn dolnych). Do prawego przedsionka sptywa rowniez krew Zylna z krqze-
nia wiericowego (naczynia zaopatrujqce serce) przez zatoke wiericowq, potoZong na tylnej powierzchni
serca w rowku pomiedzy przedsionkami, a komorami, ktora uchodzi w dolnej czesci prawego przedsionka
(3.2)” [12].

»Na uktad krazenia cztowieka oprocz serca sktadajq sie naczynia krwionosne (3.4). Podstawowq
funkcjq uktadu krqzenia jest dostarczenie tlenu i sktadnikéw odzywczych do wszystkich komorek or-
ganizmu oraz odprowadzenie szkodliwych produktow przemiany materii. Przekazywanie i odbieranie
tych substancji odbywa sie w malutkich, niewidocznych gotym okiem naczyniach wtosowatych, ktorych

Sciana sktada sig tylko z jednej warstwy komorek. Wszystkie naczynia wtosowate tworzq tzw. mikrokrq-
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Rysunek 3.2: Anatomia duzego i matego Rysunek 3.3: Budowa serca wraz z wizualizacja kraze-

obiegu krwi [4] nia systemowego i ptucnego [12]

Zenie. Wszystkie naczynia w organizmie, poczqwszy od najwigkszego (aorta), na najmniejszych koriczqc
(tetniczki, arteriole), ktore doprowadzajq krew do mikrokrqzenia, nazywane sq tetnicami; wszystkie na-
czynia, ktore odprowadzajq krew z mikro krqzenia, to Zyty. W naczyniach mikrokrqzenia odbywa sig wy-
miana gazowa — w ptucach wiqzanie tlenu przez hemoglobing i wydalanie dwutlenku wegla, natomiast

w tkankach oddawanie tlenu i odbieranie dwutlenku wegla” [12].

,,Naczynia krwionosne nalezq do jednego z dwdch uktadow w uktadzie krqzenia cztowieka: krqze-
nia ptucnego lub krqzenia systemowego. Prawa komora tloczy krew odtlenowanq do krqzenia ptucnego
(tzw. matego) — tetnicami ptucnymi ptynie wiec krew Zylna do mikrokrqzenia ptucnego, gdzie odbywa
sie wymiana gazowa. Zytami ptucnymi wraca krew utlenowana do lewego przedsionka. W naczyniach
krqZenia ptucnego panuje niskie cisnienie i prawa komora nie musi wytwarzacé wysokiego cisnienia, aby
spowodowac przeptyw krwi (Sciana prawej komory jest wigc cienka). W szczegolnych przypadkach prze-
pbyw krwi w krqzeniu ptucnym moze sie odbywac nawet bez udziatu ttoczqcej komory (np. po operacji

hemi-Fontana czy operacji Fontana)” [12].

, Lewa komora tloczy krew do krqzenia systemowego (duzego, obwodowego). Tetnicami krqzenia
systemowego doptywa krew utlenowana do mikrokrqzenia catego organizmu (z wyjatkiem ptuc). Zyty od-
bierajqce krew z mikrokrqZenia tqczq si¢ w coraz wigksze, az w koricu dwiema duZymi Zytami gtownymi
krew Zylna sptywa do prawego przedsionka. W krqzeniu systemowym panuje wysoki opor naczyniowy,
komora lewa musi wigc wytworzy¢ wysokie cisnienie, Zeby spowodowac przeptyw krwi (Sciana lewej
komory jest zatem bardzo gruba). Przeptyw krwi w krqZeniu systemowym nie jest mozliwy bez udziatu
ttoczqcej komory, w szczegdlnych przypadkach te funkcje moze petni¢ prawa komora, ktora przystoso-
wuje sig do wytwarzania wysokiego cisnienia i przerasta, jak na przyktad w zespole niedorozwoju lewego

serca” [12].

., Gtowne zadanie serca polega na pompowaniu krwi do krqzenia systemowego i ptucnego. Jest to

mozliwe dzigki rytmicznym skurczom i rozkurczom przedsionkow, a nastgpnie komor serca. Widokna mig-
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Snia sercowego sktadajq si¢ 7 komérek, ktére majq zdolnosé¢ kurczenia sie pod wptywem bodZca/impulsu
elektrycznego. Impulsy elektryczne pobudzajqce komorki migsnia sercowego powstajq spontanicznie w
specjalnych strukturach nazywanych uktadem bodZcoprzewodzqcym serca (3.5). Uktad bodZicoprzewo-
dzacy jest odpowiedzialny za wytwarzanie pobudzer i ich prawidlowe ,,rozchodzenie” sig po migSniu
sercowym. Uktad ten sktada si¢ z wezta zatokowo-przedsionkowego, wezta przedsionkowo-komorowego,

peczka Hisa oraz widkien Purkiniego” [12].

,» Wezet zatokowo-przedsionkowy znajduje sie w Scianie prawego przedsionka w okolicy ujscia do
niego 7yty gtownej gornej. Ma wlasciwosci spontanicznego wytwarzania pobudzen elektrycznych (im-
pulséw elektrycznych), czyli ma wtasny automatyzm. Prawidtowo wezet zatokowo-przedsionkowy (nazy-
wany tez weztem zatokowym, a niekiedy ,, rozrusznikiem serca”) wytwarza pobudzenia elektryczne o naj-
szybszym rytmie i u zdrowych osob jest nadrzednym oSrodkiem automatyzmu, odpowiadajqc za czestosé
rytmu serca. Impulsy z wezta zatokowego rozchodzq sie szlakami wewnqtrz- i miedzyprzedsionkowymi,
powodujqc skurcz obu przedsionkow, a nastepnie docierajq do wezta przedsionkowo-komorowego. We-
zet przedsionkowo-komorowy zwalnia przewodzenie impulsu, aby nie doszto do skurczu komor w tym
samym czasie, co przedsionkow. Dalej 7 wezta przedsionkowo-komorowego impulsy przechodzq do ko-
morowych czesci uktadu bodZcoprzewodzqcego: peczka Hisa, ktory dzieli sig¢ na dwie odnogi, prawq i
lewa, biegnqce po obu stronach przegrody migedzykomorowej. Koricowy element uktadu stanowiq witckna
Purkiniego w migsniowce lewej i prawej komory serca. W momencie, w ktorym impuls dociera do witokien

komor, dochodzi do ich skurczu oraz wyrzutu krwi do aorty i tetnicy ptucnej” [12].

gérma czgié ciala

SAMN — wezet
prawe pluco lewe pluco zotokowe- —— e |ewy
-przedsionkowy przedsionek
RA - prawy
LI N - przedsionek “'““-a.___“. » ezl Hiss
przedsionek AVN - wezet
przed I
RA a7 “komaorowy lewa gatgz
PiEReEane : ) peczka Hisa
LV = lewa kemora prawa galai
peczka Hisa LV = lewa komera
RV - prawa kemora . RV - prawa Jl' —— whikna Purkiniego
dolna czgic ciala ko 7] 7
|
Rysunek 3.4: Schemat uktadu krazenia [12] Rysunek 3.5: Uklad przewodzacy [12]

OPIS BADANIA EKG ORAZ UZYSKANEGO SYGNALU

. Elektrokardiografia jest metodq graficznej rejestracji elektrycznej aktywnosci serca. Otrzymana
krzywa EKG ukazuje odtworzone napiecia pochodzqce od pobudzonych komdrek migsniowych ,,ze-
brane” z powierzchni ciata. Ma szczegolne znaczenie w rozpoznawaniu zawatu i niedokrwienia migsnia

sercowego, a takze zaburzer rytmu i przewodzenia czy zapalenia osierdzia” [16].
Rutynowe badanie ekg obejmuje 12 odprowadzen [16]:

— 3 koriczynowe dwubiegunowe: rejestruja roznice potencjaléw pomigdzy elektrodami umieszczo-

nymi w dotkach podobojczykowych i nad lewym kolcem biodrowym (oznaczane: I, II, III)
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— 3 konczynowe jednobiegunowe: rejestruja réznice potencjatéw miedzy elektroda czynna (bada-
jaca) a elektroda obojetna (oznaczone: aVR, aVL, aVF)
— 6 odprowadzen przedsercowych (oznaczone: V1, V2, V3, V4, V5, V6)

Rozmieszczenie elektrod na klatce piersiowej pacjenta (rysunki nr 3.8 1 3.7) [16, 13]:

— aVR - w prawym dotku podobojczykowym (przedramieniu)

— aVL - w lewym dotku podobojczykowym (przedramieniu)

— aVF - nad lewym kolcem biodrowym (podudziu)

— N - nad prawym kolcem biodrowym

— V1 - w czwartym migdzyzebrzu po stronie prawej

— V2 - w czwartym migdzyzebrzu po stronie lewe;j

— V3 - w polowie odlegtoéci migdzy V4 i V2

— V4 - w piatym migdzyzebrzu w linii Srodkowo-obojczykowej

— V5 - na wysokosci V4 w linii pachowej przedniej

— V6 - na wysokosci V41 V5 w linii pachowej Srodkowe;j

, Badanie elektrokardiogramem jest standardem w diagnozowaniu zaburzeri zwiqzanych z pracq
serca. Dlatego te7 do wtaSciwego rozpoznania objawow chorobowych jest niezbedna umiejetnosé od-
czytywania zapisu EKG, ktory sktada sig z odcinkow oraz zatamkow, ktore okreslane sq literami P, Q, R,
S, T bedacymi wychyleniami linii” [15].

Przyktadowy zapis EKG przedstawiono na rysunku nr 3.6, natomiast idealny przebieg sygnalu EKG

przedstawia rysunek nr 3.9.

1 i ¥ VR S it % Vi 5 ¥ e ¥ Vi

EEE s a . , i | [

k i t H % A s . e | i i I
£ R R SR R e A e P e B e B SRy B e B SRS B S B

Rysunek 3.6: Przyktadowy zapis EKG [20]

Krzywa EKG (rysunek nr 3.9) [16]:

— Zatamek P - czas przewodzenia depolaryzacji w migs$niu przedsionkéw (100ms)
— Odcinek PQ - przejScie depolaryzacji przez wezet przedsionkowo-komorowy i peczek

przedsionkowo-komorowy (50 ms)

P. Plawiak Diagnozowanie zaburzer serca na podstawie EKG i systemu ewolucyjno-neuronowego



3.1. Materiaty 40

— Odstep PQ - przewodzenie depolaryzacji od wezta zatokowo-przedsionkowego do migsnia komér
(150 ms)

— Zesp6t QRS - rozprzestrzenianie si¢ depolaryzacji w mig$niu komor (90ms)

Odcinek ST - wolna repolaryzacja mig$nia komoér (120 ms)

Zatamek T - szybka repolaryzacja mig$nia komor (120 ms)

Odstep ST - wolna i szybka repolaryzacja mig$nia komoér (280 ms)

Odstep QT - potencjal czynno$ciowy mig$nia komor (370 ms)

— Odstep RR - jeden cykl pracy serca (800 ms)

Rysunek 3.7: Rozmieszczenie elektrod EKG na ciele pacjenta [13]

,,Nie ulega watpliwosci ,iz interpretacja zapisu EKG to nic innego jak ocena tego czy jest on prawi-
dtowy czy tez przeciwnie. Z pewnoSciq, wazinq role podczas analizy zapisu elektrokardiogramu odgrywa
rytm serca. Na przyktad jezeli mamy do czynienia 7 rytmem zatokowym, wtedy fala pobudzeniowa za-
czyna sig w weZle zatokowym i jest skierowana ku zatamkowi P. Natomiast, gdy mamy do czynienia z
migotaniem przedsionkow, to charakteryzuje sig ono brakiem zatamka P, obecnosciq fal F oraz niemia-
rowq akcjq komor o réznej czestosci. Poza tym, w trakcie interpretacji zapisu EKG kluczowe znaczenia
ma czestoS¢ serca. Warto zwrdcié uwage na to, iz norma wynosi 60-100 uderzeri na minute. Gdy jest ona
wigksza, mamy do czynienia z tachykardiq. Kiedy jest ona mniejsza, z bradykardiq” [15].

Wigcej informacji na temat anatomii i fizjologii serca oraz EKG mozna znalezZ¢ w nastgpujacych
ksiazkach: [47, 144, 143].

3.1.3. Baza z sygnalami EKG

Na potrzeby badan zostata stworzona baza danych z sygnalami EKG, pozyskanymi z ogdlnodo-

stgpnego serwisu: PhysioNet z bazy danych MIT-BIH Arrhythmia. Bazg stworzono na podstawie prze-
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Rysunek 3.8: Rozmieszczenie elektrod EKG Rysunek 3.9: Wizualizacja prawidlowe;j

na ciele pacjenta [16] ewolucji serca w zapisie EKG [14]

analizowania zapisu EKG od 29 pacjentéw, a nastgpnie wyselekcjonowania odpowiednich fragmentéw
sygnatéw EKG z prawidtowym rytmem zatokowym i analizowanymi zaburzeniami serca. Wszystkie sy-
gnaty EKG zostaly zarejestrowane z czgstotliwos$cia probkowania: 360 [Hz] oraz wzmocnieniem: 200
[adu/mV]. Analizowane zapisy sygnatu EKG trwaly po 30 minut dla kazdego pacjenta, na ich podstawie
wybrano i zapisano 2066, 10 sekundowych, fragmentéw sygnatu EKG (tabele nr 3.1 1 3.2).

Na potrzeby eksperymentu zebrano baz¢ danych, sktadajaca si¢ z sygnatéw EKG pochodzacych z
odprowadzen: MLII, V1, V2 i V5. Ze wzgledu na malg liczbe sygnaléw zebranych dla odprowadzen
V1, V21 V5 w eksperymencie wykorzystano sygnaly pochodzace tylko z odprowadzenia MLII. Opis
zebranych sygnatéw znajduje si¢ w tabelach nr 3.1 i 3.2. W tabelach nr 3.1 i 3.2 przedstawiono zebrane
patologie serca (w tym pogrubionym drukiem oznaczono analizowane zaburzenia), symbole kazdego
zaburzenia z bazy MIT-BIH Arrhythmia, liczbg zebranych fragmentéw sygnatu dla kazdego zaburze-
nia, liczbe pacjentéw od ktérych pochodzit sygnat EKG oraz numery pacjentéw od ktérych pochodzity
analizowane fragmenty sygnatu EKG.

Sumarycznie do dalszej analizy wytypowano 744 fragmenty EKG, stanowiace okoto 36% calej bazy
sygnatéw, wynika to z faktu, ze w dalszej analizie zostaty uwzglednione jedynie sygnaty z odprowadze-
nia MLII celem uzyskania jak najbardziej miarodajnych wynikéw (klasyfikowanie sygnatéw powinno
si¢ odbywa¢é na podstawie charakterystycznych cech sygnatu dla danej dysfunkcji serca, a nie charakte-
rystycznej dla danego odprowadzenia aktywnosci elektrycznej serca).

Tak przygotowana baza danych postuzyla do stworzeniu zbioru uczacego i testowego (za pomoca
metod walidacji krzyzowej) potrzebnych do wytrenowania systemow inteligencji obliczeniowej automa-
tycznie diagnozujacych dysfunkcj¢ mig$nia sercowego oraz obiektywnego przetestowania ich skutecz-
nosci.

Poniewaz w badaniach wykorzystano sygnaty EKG tylko z jednego odprowadzenia (ze wzglgdu na
trudno$¢ zebrania odpowiedniej liczby danych dla wielu odprowadzen) zaprojektowane systemy moga

znale7¢ zastosowanie réwniez w urzadzeniach mobilnych.
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3.1.4. Rodzaje patologii migsnia sercowego

W ramach eksperymentu zebrano dane dla prawidlowego rytmu zatokowego oraz 21 zaburzen serca,

ich liste przedstawiono w tabelach nr 3.1 i 3.2. Nastgpnie dokonano selekcji zaburzefi serca oraz ze-

branych sygnatéw w wyniku ktérej do dalszej analizy wytypowano prawidlowy rytm zatokowy oraz 16

patologii serca, zawierajacych co najmniej 10 sygnaléw EKG (wytypowane fragmenty zawieraja poje-

dyncze dysfunkcje i wszystkie pochodza z odprowadzenia MLII).

Ponizej zostata przedstawiona lista rozpoznawanych klas wraz z odpowiadajaca im liczba fragmen-

tow sygnatu EKG:

AR

v »® =N o

10.
11.
12.
13.
14.
15.
16.
17.

Prawidlowy rytm zatokowy (193 fragmenty sygnatu).

Przedwczesne pobudzenia przedsionkowe (58 fragmentéw sygnatu).

Trzepotanie przedsionkéw (17 fragmentéw sygnatu).

Migotanie przedsionkéw (93 fragmenty sygnatu).

Czestoskurcz nadkomorowy pochodzenia przedsionkowego lub weztowego (11 fragmentéw sy-
gnatu).

Zespot WPW (21 fragmentéw sygnatu).

Przedwczesne pobudzenia komorowe (78 fragmenty sygnatu).

Bigeminia komorowa (44 fragmenty sygnatu).

Trigeminia komorowa (13 fragmentéw sygnatu).

Czestoskurcz komorowy (10 fragmentéw sygnatu).

Rytm idiowentrykularny (10 fragmentéw sygnatu).

Trzepotanie komor (10 fragmentéw sygnatu).

Fuzja przedwczesnych pobudzen komorowych z zatokowymi (11 fragmentéw sygnatu).
Blok I stopnia lewej odnogi pgczka Hisa (88 fragmentéw sygnatu).

Blok I stopnia prawej odnogi peczka Hisa (47 fragmentéw sygnatu).

Blok II stopnia (10 fragmentéw sygnatu).

Rytm z rozrusznika (30 fragmentéw sygnatu).

W kolejnych podrozdziatach zostana opisane wybrane dysfunkcje migsnia sercowego, obejmujace

analizowane automatycznie zaburzenia, wraz z odpowiadajaca im wizualizacja sygnatu EKG.

RYTM ZATOKOWY I JEGO ZABURZENIA

., Prawidtowy rytm serca jest nastgpstwem powstawania impulsu elektrycznego, ktory rozpoczyna sig

w weZle zatokowo-przedsionkowym. Cechujg go” [47]:

dodatnie zatamki P poprzedzajace zespoty QRS,
jednolita morfologia zatamkéw P,
staly odstep PR,

miarowy rytm przedsionkéw i komér (zazwyczaj).

Rytm zatokowy (rys. nr 3.10) charakteryzuje czestotliwos¢ 60-100 uderzeni serca na minute, rytm

miarowy. Zatamki P dodatnie w odprowadzeniu II i wszystkie podobne do siebie. Zatamki P jesli wyste-
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Tablica 3.1: Opis bazy danych z wyselekcjonowanymi sygnatami
. Symbol . Liczba Liczba Numery
Lp. Nazwa zaburzenia zaburzenia Odprowadzenia fragmentéw pacjentow  pacjentow
L. Prawdlowy rytm zatokowy
MLII 193 14 100, 101, 103,
. Vi 154 8 105, 106, 108,
1 rP:Ia:lwc:tc(l)llg;vy lub N V2 17 3 112,113, 114,
yim zatokowy \& 38 4 115, 201, 202,
Suma 402 16 209, 213
II. Zaburzenia rytmu zatokowego
Arytmia zatokowa MLII 3 !
- A (N Vi 3 1 113
(niemiarowos¢ zatokowa)
Suma 6 1
II1. Zaburzenia typu przedsionkowego
MLII 58 8
Pobudzenia przedwczesne Vi 48 5 100, 101, 103,
2 . ze'dsg) owe A V2 1 1 112, 114, 202,
P Vs 9 2 209,213
Suma 42 8
MLII 17 2
3 Trzepotanie przedsionkow (AFL \2! 17 2 202,222
Suma 34 2
MLII 93 3
4 Migotanie przedsionkéw (AFIB \2! 93 3 201, 202, 210
Suma 186 3
Czestoskurcz nadkomorowy (SVTA MLII 11 3
5 pochodzenia przedsionkowego  pochodzenia: Vi 11 3 207, 209, 234
lub wezlowego Alub J Suma 22 3
MLII 1 1
- Bigeminia przedsionkowa (AB \2! 1 1 222
Suma 2 1
Nieprzewiedzione MLII 4 1
- pobudzenie przedwczesne T V1 4 1 201
przedsionkowe Suma 8 1
MLII 21 1
6 Zespét WPW (PREX \! 21 1 230
Suma 42 1
IV. Rytmy wezlowe
Pobudzenie przedwczesne MLII ! !
B lacza AV J Vi ! 1 108
Z€ Z 13CZa Suma 2 1
MLIIT 1 1
- Rytm zastepczy z tacza AV (NOD Vi 1 1 201,222
Suma 2 1
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Tablica 3.2: Opis bazy danych z wyselekcjonowanymi sygnatami

L N b . Symbol od dzeni Liczba Liczba Numery
p- azwa zaburzenia zaburzenia Prowadzema  fraomentéw  pacjentéw  pacjentow
V. Zaburzenia typu komorowego
MLII 78 9
Pobudzenia przedwezesn \"2! 49 7 100, 105, 106,
7 opudriiea praec wereshe 1% V2 2 1 108, 114, 201,
oro \& 31 3 202, 209, 213
Suma 160 10
MLII 44 4
8 Bigeminia komorowa (B V5 44 4 106, 119, 210,
223
Suma 88 4
MLII 13 4
9 Trigeminia komorowa (T V5 15 4 119, 201, 208,
223
Suma 28 4
MLII 10 3
k k
o Gty Vi TR
¥ Suma 20 3
o (IVR MLII 10 1
11 Rytm idiowentrykularny s \2! 10 1 207
pobudzenie: £
Suma 20 1
MLII 10 1
12 Trzepotanie komér (VFL V5 10 1 207
Suma 20 1
Fuzja przedwczesnych M\}IH 191 g
13 pobudzei komorowych F Vs ) 1 114, 205, 213
i zatokowych Suma ” 3
VI. Bloki przedsionkowo-komorowe (AV)
. . . MLII 88 2
14 Blok I stoprzlll(a lle_slvivej odnogi I Vi 34 ) 109, 111
peczia Tisa Suma 172 2
. . . MLII 47 2
15 Blok I stopnzli eraiweJ odnogi R Vi 47 ) 118,212
peczia Hisa Suma 94 2
MLII 10 1
16 Blok II stopnia - rytm (BII Vi 10 1 231
Suma 20 1
VII. Rytmy z rozrusznika (stymulatora)
MLII 30 1
Vi 30 1
17 Rytm z rozrusznika (P V2 21 2 107
V5 21 2
Suma 102 3
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puja, wyprzedzaja zespoty QRS. State odstepy PR od 0,12 do 0,20 s. Zesp6t QRS trwa do 0,10 s, o ile

przewodzenie srédkomorowe jest prawidtowe [47].

Normal Sinus Rhythm

PN AN AL A /\_n._/il N A
I

Heart Rate Rhythm P Wave PR interval QRS

(in seconds) (in s=cands)

Before each
60-100 bpm Regular QRS identical 12to0 .20 <12

Rysunek 3.10: Rytm zatokowy [10]

Bradykardia zatokowa (rys. nr 3.11) charakteryzuje czgstotliwo$¢ ponizej 60 uderzei serca na
minute, rytm miarowy. Zatamki P dodatnie w odprowadzeniu II i wszystkie podobne do siebie. Zatamki
P jesli wystepuja, wyprzedzaja zespoty QRS. State odstepy PR od 0,12 do 0,20 s. Zespdt QRS trwa do
0,10 s, o ile przewodzenie Srédkomorowe jest prawidtowe [47].

Tachykardia zatokowa (rys. nr 3.12) charakteryzuje czgstotliwo$¢ 101-180 uderzerr serca na mi-
nute, rytm miarowy. Zatamki P dodatnie w odprowadzeniu II i wszystkie podobne do siebie. Zatamki
P jesli wystepuja, wyprzedzaja zespoty QRS. State odstepy PR od 0,12 do 0,20 s. Zespdt QRS trwa do

0,10 s, o ile przewodzenie sSrodkomorowe jest prawidtowe [47].

Sinus Bradycardia Sinus Tachycardia
i i Il It
| | | |
| | |
n LA LA \ N | I |
--l"ﬂ—e g T | e
A 77 N 1 v A i 1 Vg ol e
' Y IR | it ' 1 I
e e I [ - -9 it | ot | e | PRt | O
<60 bpm Regular c;iﬁ’:;;‘(:‘ 1210 .20 <12 > 100 bpm Regular Qab:s':jﬁc; 12t0.20 <12
Rysunek 3.11: Bradykardia zatokowa [10] Rysunek 3.12: Tachykardia zatokowa [10]

Niemiarowos¢ zatokowa (rys. nr 3.13) charakteryzuje czestotliwos¢ zazwyczaj 60-100 uderzen
serca na minutg, rytm niemiarowy, zazwyczaj zmieniajacy si¢ wraz z faza oddechowa. Zatamki P dodat-
nie w odprowadzeniu II i wszystkie podobne do siebie. Zatamki P jesli wystepuja, wyprzedzaja zespoty
QRS. Stale odstepy PR od 0,12 do 0,20 s. Zespét QRS trwa do 0,10 s, o ile przewodzenie sSrédkomorowe
jest prawidtowe [47].

Zahamowanie zatokowe (rys. nr 3.14) charakteryzuje r6zna czgstotliwo$¢ uderzen serca na minutg,
rytm miarowy, z wyjatkiem fragmentéw z pauza RR o r6Znym czasie trwania (wypadnigcie co najmniej 1
ewolucji PQRST), czas trwania pauzy nie jest wielokrotnoscia odstepu PP. Jezeli wystgpuja zatamki P, to

sa dodatnie w odprowadzeniu II 1 wszystkie podobne do siebie, wyprzedzaja zespoly QRS. State odstepy
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PR od 0,12 do 0,20 s. Zesp6t QRS trwa do 0,10 s, o ile przewodzenie Srédkomorowe jest prawidlowe
[47].

Sinus Arrest
Sinus Arrhythmia I
N A
| BREREI 7\
v —— ——— h
R —
i3 G ’A L L
Please note: trace and grids have been reduced in sze
# - PR Heart Rate Rhythm P Wave e
= Before each QRS
Heart Rate Rhythm P Wave PRinterval i) identical. New
et o) N/A Irregular ’:z;h’“ begins 121020 <12
U " T a pause.
sé‘jg)}' Irregular QBI:;_Oir:;\ari(c:I A2 to=t) =12 Th?;pd?:tzrige:tval
Rysunek 3.13: Niemiarowos¢ zatokowa [10] Rysunek 3.14: Zahamowanie zatokowe [10]

ZABURZENIA RYTMU SERCA TYPU PRZEDSIONKOWEGO

., Przedsionkowe zaburzenia rytmu serca wystepujq w przebiegu nieprawidtowego formowania sig i
przewodzenia bodZcow elektrycznych w przedsionkach. Do gtéwnych mechanizmow lezqcych u podstaw
tych zaburzen zalicza sig zaburzenia automatyzmu, aktywnos¢ wyzwalanq i reentry. Zaburzenia auto-
matyzmu i aktywnoS¢ wyzwalana nalezq do zaburzeri przewodzenia. Arytmie powstajqce w przebiegu
zaburzen formowania sig impulséw okreslane sq jako automatyczne, a powstajqce w przebiegu zaburzen
przewodzenia jako nawrotne” [47].

Pobudzenia przedwczesne przedsionkowe (rys. nr 3.15) charakteryzuje czgstotliwo$¢ zazwyczaj
w zakresie normy, ale zalezna od rytmu prowadzacego. Rytm jest miarowy z pobudzeniami przedwcze-
snymi. Zatamki P przedwczesne dodatnie w odprowadzeniu II, wyprzedzaja zespoty QRS, maja inna
morfologi¢ niz zatamki rytmu zatokowego i moga by¢ ukryte w zatamku T. Odstepy PR moga by¢ pra-
widlowe lub wydtuzone. Zespdt QRS trwa do 0,10 s, jezeli nie wystgpuja zaburzenia przewodnictwa
Srédkomorowego [47].

Wedrowanie rozrusznika (rys. nr 3.16) charakteryzuje czestotliwo$¢ zazwyczaj 60-100/min., jezeli
rytm jest szybszy rozpoznaje si¢ wieloksztattny czgstoskurcz przedsionkowy (MAT). Rytm moze by¢
niemiarowy, poniewaz rozrusznik wedruje od wezta SA do lokalizacji ektopowych w przedsionkach i
taczu AV. Wielkos$¢, ksztalt i kierunek zatamkéw P moga zmieniaé si¢ z pobudzenia na pobudzenie.
Odstepy PR moga by¢ rézne. Zespdt QRS trwa do 0,10 s, jezeli nie wystgpuja zaburzenia przewodnictwa
Srédkomorowego [47].

Czestoskurcz przedsionkowy (rys. nr 3.17) charakteryzuje czgstotliwo$¢ 100-250/min. Rytm jest
miarowy. Morfologia zalamkéw P jest odmienna od morfologii rytmu zatokowego. Obecna jest linia
izoelektryczna pomigdzy zatamkami P. Odstgp PR moze by¢ skrécony, wydtuzony lub prawidtowy. Ze-
spot QRS trwa do 0,10 s, jezeli nie wystgpuja zaburzenia przewodnictwa Srédkomorowego [47].

Trzepotanie przedsionkéw (rys. nr 3.18 i 3.19) charakteryzuje czestotliwo$¢ przedsionkéw 250-
450/min., typowo 300/min, czestotliwo$¢ komér rézna w zaleznosci od bloku AV. Rytm przedsionkéw

jest miarowy, rytm komér miarowy lub niemiarowy. Brak zatamkéw P, widoczne fale trzepotania po-
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Premature Atrial Contraction - Isolated PAC's: Occur Single
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Rysunek 3.15: Pobudzenie przedsionkowe [10] Rysunek 3.16: Wedrowanie rozrusznika [10]

dobne do zgboéw pily. Odstepy PR sa niemierzalne. Zespét QRS trwa do 0,10 s, jezeli nie wystgpuja

zaburzenia przewodnictwa Srédkomorowego [47].

Rysunek 3.17: Czestoskurcz przedsionkowy [11] Rysunek 3.18: Trzepotanie przedsionkéw [11]

Migotanie przedsionkow (rys. nr 3.20) charakteryzuje czgstotliwos¢ przedsionkéw 400-600/min.,
czestotliwo$¢ komor rézna. Rytm komor jest catkowicie niemiarowy. Brak zatamkéw P, fala migotania
widoczna jako pofatdowana linia izoelektryczna. Odstgpy PR sa niemierzalne. Zesp6t QRS trwa do 0,10

s, jezeli nie wystgpuja zaburzenia przewodnictwa Srddkomorowego [47].

Atrial Flutter - 12 lead ECG Atrial Fibrillation
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Rysunek 3.19: Trzepotanie przedsionkéw [10] Rysunek 3.20: Migotanie przedsionkéw [10]

Czestoskurcz nadkomorowy (SVT) rozpoczyna si¢ nad rozdwojeniem peczka Hisa. Oznacza to,
ze powstaje w wezle SA, migéniu przedsionkéw lub zlaczu AV. Wyrédznia si¢ trzy typy czestoskur-
czéw nadkomorowych (SVT, ang. supraventricular arrythmia): czgstoskurcz przedsionkowy (AV, ang.
atrial tachycardia), nawrotowy czgstoskurcz weztowy (AVNRT, ang. AV nodal reentrant tachycardia) i
przedsionkowo-komorowy czgstoskurcz nawrotowy (AVRT, ang. AV reentrant tachycardia).

Zespol Wolffa-Parkinsona-White’a (WPW) (rys. nr 3.21) charakteryzuje czgstotliwos¢ (najczg-
Sciej) 60-100/min., jezeli rytmem prowadzacym jest rytm zatokowy. Rytm jest miarowy, jezeli nie wy-

stepuje migotanie przedsionkéw. Zatamki P sa prawidlowe i dodatnie w odprowadzeniu II, jezeli nie
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wystepuje migotanie przedsionkéw. Odstep PR wynosi ponizej 0,12 s, jezeli wystepuje zatamek P. Ze-
spét QRS zazwyczaj poszerzony, powyzej 0,12 s, z zazgbieniem na ramieniu wstgpujacym QRS (fala

delta) widocznym w wigcej niz jednym odprowadzeniu [47].
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Rysunek 3.21: Zesp6t WPW [10]

RYTMY WEZELOWE

., Wezet przedsionkowo-komorowy (AV) to grupa wyspecjalizowanych komdrek potozona w dolnej
czesci prawego przedsionka powyZej zastawki trojdzielnej. Gtownym zadaniem wezta AV jest opoZnienie
przewodzenia pobudzen z przedsionkéw do komor. Pozwala to przedsionkom na dokoriczenie skurczu i
napetnienie krwiq komor przed ich kolejnym skurczem” [47].

,» Wwarunkach prawidtowych wezet zatokowo-przedsionkowy jest dominujqcym rozrusznikiem serca.
Wezet AV moze przejac rytm gdy” [47]:

— wezel zatokowo-przedsionkowy nie podejmuje swojej funkcji (asystolia zatokowa),

— pobudzenie powstaje w weZle zatokowo-przedsionkowym, ale nie moze niego wyjs¢ (blok

zatokowo-przedsionkowy),

— czestotliwos¢ rytmu zatokowego jest nizsza niz tacza AV (bradykardia zatokowa lub wolniejsza

arytmia przedsionkowa),

— pobudzenie powstajace w weZle zatokowo-przedsionkowym rozprzestrzenia si¢ w przedsionkach,

ale nie jest przewodzone do komér (blok przedsionkowo-komorowy).

Pobudzenie przedwczesne z facza AV (PJC) (rys. nr 3.22) charakteryzuje czgstotliwo$¢ rytmu serca
na minutg zwykle w prawidlowym zakresie, ale zalezna od czgstotliwosci rytmu podstawowego. Rytm
jest miarowy z przedwczesnymi pobudzeniami. Zatamki P (odprowadzenia II, III, aVF) moga wystepo-
wac przed zespotami QRS, w czasie ich trwania lub po nich, jezeli sa widoczne to sa ujemne (odwrécone)
w odprowadzeniach II, III i aVF. Jezeli zalamek P pojawia si¢ przed zespotem QRS, odstep PR zwykle
wynosi 0,12 s lub mniej, jezeli nie ma zatamka P przed zespotem QRS, odstep PR nie wystepuje. Zesp6t
QRS zwykle trwa 0,10 s lub mniej, chyba ze przewodzenie podlega aberracji lub wspétistniejg zaburzenia
przewodzenia §rédkomorowego [47].

Rytm zastepczy z facza AV (rys. nr 3.23) charakteryzuje czgstotliwo$¢ 40-60 uderzen serca na
minutg. Rytm jest miarowy. Zatamki P (odprowadzenia II, III, aVF) moga wystgpowac przed zespotami

QRS, w czasie ich trwania lub po nich, jezeli sa widoczne to sa ujemne (odwrécone) w odprowadzeniach
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7

(PJC's)

AV

Rysunek 3.22: Pobudzenie przedwczesne z tacza AV (PJC) [10]

IL, IIT i aVF. Jezeli zalamek P pojawia si¢ przed zespotem QRS, odstep PR zwykle wynosi 0,12 s lub
mniej, jezeli nie ma zatamka P przed zespotem QRS, odstgp PR nie wystgpuje. Zespdt QRS zwykle trwa
0,10 s Iub mniej, chyba ze przewodzenie podlega aberracji lub wspélistnieja zaburzenia przewodzenia
Srédkomorowego [47].

Przyspieszony rytm z lacza AV (rys. nr 3.24) charakteryzuje czestotliwo$¢ 61-100 uderzen serca na
minute. Rytm jest miarowy. Zatamki P (odprowadzenia II, III, aVF) moga wystgpowac przed zespotami
QRS, w czasie ich trwania lub po nich, jezeli s3 widoczne to sa ujemne (odwrécone) w odprowadzeniach
IL, IIT i aVF. Jezeli zalamek P pojawia si¢ przed zespotem QRS, odstep PR zwykle wynosi 0,12 s lub
mniej, jezeli nie ma zatamka P przed zespotem QRS, odstgp PR nie wystgpuje. Zespdét QRS zwykle trwa
0,10 s Iub mniej, chyba ze przewodzenie podlega aberracji lub wspdélistnieja zaburzenia przewodzenia

Srédkomorowego [47].

Junctional Rhythm Accelerated Junctional Rhythm
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Heart Rate Rhythm P Wave R ety Heart Rate Rhythm P Wave P in Ee:ondsi
Inverted, absent Inverted, absent

40-60 bpm Regular or after QRS <12 <12 60-100 bpm Regular or after QRS <12 <12

Rysunek 3.23: Rytm zastepczy z tacza AV [10]  Rysunek 3.24: Przyspieszony rytm z tacza AV
[10]

RYTMY KOMOROWE

., Komory serca sq najmniej wydajnym zastepczym rozrusznikiem serca. JeZeli generujq one rytm
zastepczy, jego czestotliwos¢ z reguty nie przekracza 20-40 uderzen serca na minute. Komory mogq
przejac funkcje rozrusznika, jezeli” [47]:

— brakuje czynno$ci wezta zatokowo-przedsionkowego,

— pobudzenie elektryczne powstajace w wezle zatokowo-przedsionkowym zostanie zablokowane

(blok wyjscia),

— czgstotliwo$¢ rytmu zatokowego jest nizsza niz czgstotliwos¢ rytmu komorowego,
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— pobudliwe ognisko w komorach wytwarza pobudzenie przedwczesne lub szybki rytm.

Pobudzenia przedwczesne komorowe (PVC) (rys. nr 3.25 i 3.26) charakteryzuja si¢ zwykle cze-
stotliwoScia rytmu w prawidtlowym zakresie, ale zalezna od czgstotliwosci rytmu podstawowego. Rytm
jest miarowy z pobudzeniami przedwczesnymi. Zatamki P (w odprowadzeniu II) sa zwykle nieobecne
Iub - przy wstecznym przewodzeniu do przedsionkéw - wystepujace po zespotach QRS (przewazanie
odwrécone, w obrgbie odcinka ST lub zatamka T). Brak odstgpu PR. Zesp6t QRS zwykle trwa 0,12 s lub
wigcej. PVC moga wystgpowaé w nastgpujacych uktadach: pary (dwa nastgpujace po sobie pobudzenia
przedwczesne komorowe), salwy (trzy lub wigcej PVC po kolei), PVC bliZniacze (bigeminia komo-
rowa): co drugie pobudzenie jest pobudzeniem komorowym, PVC trojacze (trigeminia komorowa): co

trzecie pobudzenie jest pobudzeniem komorowym [47].

i Trigeminal PVC’s: every third beat is a PVC
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Rysunek 3.25: Pobudzenia przedwczesne komo-  Rysunek 3.26: Pobudzenia przedwczesne komo-
rowe (PVC) [10] rowe (PVC) - trigeminia [10]

Rytm idiowentrykularny (IVR) (rys. nr 3.27) charakteryzuje si¢ czgstotliwoscia rytmu komor w
przedziale 20-40 uderzen na minutg. Rytm jest zwykle miarowy. Zatamki P (w odprowadzeniu II) sa
zwykle nieobecne lub - przy wstecznym przewodzeniu do przedsionkéw - wystepujace po zespotach
QRS (przewazanie odwrécone, w obrgbie odcinka ST lub zatamka T). Brak odstgpu PR. Zesp6t QRS
trwa 0,12 s lub wigcej [47].

Przyspieszony rytm komorowy (AIVR) (rys. nr 3.28) charakteryzuje si¢ czgstotliwoscig rytmu ko-
mor w przedziale 41-100 uderzen na minute (niektérzy autorzy uznaja czestotliwos$¢ rytmu 41-120/min).
Rytm jest zwykle miarowy. Zatamki P (w odprowadzeniu II) sa zwykle nieobecne lub - przy wstecznym
przewodzeniu do przedsionkéw - wystgpujace po zespotach QRS (przewazanie odwrécone, w obrebie
odcinka ST lub zatamka T). Brak odstgpu PR. Zespdt QRS trwa 0,12 s lub wigcej [47].

Monomorficzny czestoskurcz komorowy (rys. nr 3.24) charakteryzuje si¢ czestotliwoscia rytmu
komér w przedziale 101-250 uderzen na minutg (niektérzy autorzy uznaja czestotliwos$é rytmu 121-
250/min). Rytm jest zwykle miarowy. Zatamki P (w odprowadzeniu II) sa widoczne lub niewidoczne,
jezeli sa obecne nie maja zwiazku z zespotami QRS i pojawiaja si¢ z czestotliwoscig inng niz VT. Brak
odstgpu PR. Zespdt QRS zwykle trwa 0,12 s lub wigcej [47].

Migotanie/trzepotanie komér (rys. nr 3.24) charakteryzuje si¢ niemozliwa do okreslenia czestotli-
woscig rytmu serca. Rytm jest chaotyczny. Zatamki P (w odprowadzeniu II) sa nieobecne. Brak odstgpu

PR. Czas trwania zespotu QRS niemozliwy do okreslenia [47].
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Accelerated Idioventricular Rhythm (AIR)
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Rysunek 3.27: Rytm idiowentrykularny (IVR)

Rysunek 3.28: Przyspieszony rytm komorowy
[10]

(ATVR) [10]

VENTRICULAR TACHYCARDIA

Impulses originate at ventricular pacemaker
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morowy [11] morowy [5]

Asystolia (rys. nr 3.24) charakteryzuje si¢ brakiem czgstotliwosci rytmu serca. Brak rytmu. Zatamki

P (w odprowadzeniu II) moga by¢ obecne przy aktywno$ci przedsionkéw (asystolia z zatamkami P).
Brak odstgpu PR. Zespoty QRS nieobecne [47].

Ventricular Fibrillation Ventricular Asystole (standstill)
i
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Rysunek 3.31: Migotanie komér [10] Rysunek 3.32: Asystolia [10]

BLOKI PRZEDSIONKOWO-KOMOROWE (AV)

Blok pierwszego stopnia (rys. nr 3.33) charakteryzuje si¢ zwykle czgstotliwoscia rytmu serca w pra-
widlowym zakresie, ale zalezy od rytmu podstawowego. Rytm przedsionkéw i komér miarowy. Zatamki
P (w odprowadzeniu II) prawidtowe, jeden zalamek P przed kazdym zespotem QRS. Odstep PR wydtu-
zony (powyzej 0,20 s) i staty. Czas trwania zespolu QRS zwykle 0,10 s lub mniej, chyba ze wspoétistnieje
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opdZnienie przewodzenia Srédkomorowego [47].

Blok drugiego stopnia typu I (rys. nr 3.34) charakteryzuje si¢ czgstotliwoscia przedsionkéw wyz-
sza niz czestotliwo$¢é komor, obie zazwyczaj w prawidlowym zakresie. Rytm przedsionkéw miarowy,
rytm komoér niemiarowy. Zatamki P (w odprowadzeniu II) maja prawidlowa wielkoS$¢ i ksztatt, niektére
zatamki P bez nastgpujacego zespotu QRS (wystepuje wigcej zalamkd P niz QRS). Odstep PR wydtu-
zajacy si¢ z kazda ewolucja do czasu, az zatamek P pojawi si¢ bez zespotu QRS. Czas trwania zespotu
QRS zwykle 0,10 s lub mniej, chyba ze wspétistnieje opéznienie przewodzenia Srédkomorowego [47].

A-V BLOCK, FIRST DEGREE

Atrioventricular conduction lengthened

I

Partial %
block

P-wave precedes each QRS-complex butinterval is = 0.2 5

Rysunek 3.33: Blok pierwszego stopnia [5]  Rysunek 3.34: Blok drugiego stopnia typu pierw-
szego [11]

Blok drugiego stopnia typu II (rys. nr 3.35) charakteryzuje si¢ czgstotliwoscia przedsionkow wyz-
sza niz czestotliwo$¢ komor, czgstotliwos$é komor zazwyczaj niska. Rytm przedsionkéw miarowy, rytm
komér niemiarowy. Zatamki P (w odprowadzeniu II) maja prawidlowa wielkos¢ i ksztatt, niektére za-
tamki P bez nastgpujacego zespotu QRS (wystepuje wigcej zatamkoéw P niz QRS). Odstgp PR w prawi-
dtowych granicach lub nieznacznie wydtuzony, ale staty w pobudzeniach przewiedzionych. Zesp6t QRS

zwykle szerszy niz 0,10 s, okresowo wypada po zatamkach P [47].

Blok trzeciego stopnia (zupelny) (rys. nr 3.36) charakteryzuje si¢ czestotliwoscia przedsionkéw
wyzsza od czgstotliwosci komor, czgstotliwo$¢ komoér zalezna od lokalizacji rytmu zastgpczego. Rytm
przedsionkéw i komdr miarowy. Zatamki P (w odprowadzeniu II) maja prawidtowa wielkos$¢ i ksztatt.
Brak odstgpu PR - przedsionki i komory sa pobudzane niezaleznie od siebie, przez co nie ma prawdzi-
wych odstgpéw PR. Zesp6t QRS prawidtowy lub szeroki w zalezno$ci od umiejscowienia rozrusznika
zastgpczego i warunkéw przewodzenia w obrgbie komorowego uktadu przewodzacego [47].

AV BLOCK, SECOND DEGREE AV BLOCK, THIRD DEGREE

Sudden dropped QRS-complex Impulses originate at AV-node and proceed to ventricles
Alrial ai

icular activities are not synchronous
R. : R

R} o R}

g )
absent absent
REVENE R H A ~
T s M\ YN A s
1 ! P ag : PP

P-F interval normal and constant,
Intermittently skipped vertricular beat QRS complexes normal, rate constant, 20 — 55 imin

Rysunek 3.35: Blok drugiego stopnia typu dru-  Rysunek 3.36: Blok trzeciego stopnia (zupeiny)

giego [5] [5]

Wigcej szczegdtow na temat dysfunkcji mig§nia sercowego mozna znalezZé w nastgpujacych ksiaz-
kach: [47, 144, 143] lub stronach internetowych: [10, 11, 5].
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3.2. Zastosowane w rozprawie metody

W ramach badain zostalo przeprowadzonych 6 eksperymentéw, w ktérych wykorzystano i przetesto-
wano wiele metod, ponizej zostaly wypunktowane kolejne etapy przetwarzania i analizy sygnatéw EKG
[297, 364, 307] wraz z wykorzystanymi metodami (we wszystkich 6 eksperymentach).

Analiza danych skladata si¢ z nastgpujacych etapow:

e Przetwarzania wstepnego sygnalu wraz z normalizacja;

— Redukcja wzmocnienia + redukcja sktadowej statej + brak normalizacji
— Redukcja wzmocnienia + redukcja sktadowej statej + przeskalowanie amplitudy do prze-
dziatu: [—1, 1] + redukcja sktadowe;j statej
— Redukcja wzmocnienia + redukcja sktadowej statej + standaryzacja (wartos¢ Srednia sygnatu
=0, a odchylenie standardowe = 1)
¢ Wydobywania charakterystycznych cech sygnatu:
— Ekstrakecji cech:
+ Estymacja widmowej gesto$ci mocy (PSD) sygnatu EKG za pomoca metody Welch’a
oraz dyskretnej transformacji Fouriera dla czterech szerokos$ci okna Hamminga (128,
256, 5121 1024 prébki)
* Logarytmowanie
— Selekcji cech - algorytm genetyczny selekcjonujacy sktadowe czgstotliwoSciowe widmowej
gestosci mocy sygnalu EKG
¢ Diagnozowania zaburzen serca - klasyfikowania sygnalow EKG:
— Walidacji krzyzowej:
* Dobdr elementéw do zbioru uczacego i testowego za pomoca 4-krotnego lub 10-
krotnego sprawdzianu krzyzowego
+ Utworzenie macierzy wzorcowych z referencyjnymi odpowiedziami dla klasyfikatoréw
— Algorytmoéw uczenia maszynowego
+* Maszyna wektoréw no$nych (SVM: nu-SVC, RBF)
+ Probabilistyczna sie¢ neuronowa (PNN)
* Sie¢ neuronowa o radialnych funkcjach bazowych (RBFNN)
* Algorytm k-najblizszych sasiadéw (kNN)
* Genetyczny zespot klasyfikatoréw optymalizowanych po klasach
* Genetyczny zespot klasyfikatoréw optymalizowanych po zestawach zbioréw (zmodyfi-
kowany bagging)
* Gleboki genetyczny zesp6t klasyfikatorow
— Optymalizacji parametréw klasyfikatorow
+ Przeszukiwanie siatki (ang. Grid search)
* Algorytm genetyczny
e Oceny uzyskanych wynikow
— Macierze pomyltek
— Suma btedow (ERRym)
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Skutecznos$é (ACC)
Czutos¢ (SEN)
Specyficznos¢ (SPE)
Wspétczynnik «

Wspdiczynnik pozostawionych cech (W)

Czas treningu (C})
Czas klasyfikowania (C,)
Czas optymalizacji (C,)

Na rysunku nr 3.37 zostal przedstawiony schemat blokowy kolejnych etapéw przetwarzania i analizy
sygnaléw EKG wraz z wykorzystanymi we wszystkich 6 eksperymentach metodami. Schemat algorytmu
nawiazuje do schematu metodologii badafi zaczerpnigtego z literatury i przedstawionego na rysunku nr

2.1 oraz schematéw przeprowadzonych eksperymentéw przedstawionych na rysunku nr 3.1.

- Redukcja wzmocnienia
- Usunigcie sktadowej statej

- Baza MIT-BIH Arrhythmia
- 744, 10-sekundowe fragmenty sygnatu EKG
- 17 klas: prawidtowy rytm zatokowy
+ 16 dysfunkgcji serca
- 29 pacjentow

- Brak
- Przeskalowanie amplitudy sygnatu do
przedziatu: [-1,1] i usunigcie sktadowej statej
- Standaryzacja (wartosc srednia sygnatu = 0
i odchylenie standardowe = 1)

- Brak

Y
Y

- Estymacja widmowej gestosci mocy (PSD)

- Dobor elementéw do zbioru uczacego i testowego za pomocg - Algorytm genetyczny 5
. s P sygnatu EKG za pomocg metody Welch'a
4-krotnego lub 10-krotnego sprawdzianu krzyzowego < selekcjonujacy sktadowe i dyskretyn gej transformat; Four(i;:ra (DF1Y) Al rodzaiow
- Utworzenie macierzy wzorcowych z referencyjnymi czestotliwosciowe widmowej

szerokosci okna Hamminga (128, 256, 512, 1024)

odpowiedziami dla klasyfikatorow gestosci mocy sygnatu EKG - Logarytmowanie

- Suma btedéw (ERR)
- Maszyna wektorow nosnych (SVM: nu-SVC, RBF) - Skutecznosé (ACC)
- Probabilistyczna sie¢ neuronowa (PNN) - Czutos¢ (SEN)

- Sie¢ neuronowa o radialnych funkcjach bazowych (RBFNN) - Metoda przeszukiwania siatki - - Specyficznosé (SPE)

- Algorytm k-najblizszych sgsiadow (kNN) > - Algorytm genetyczny i - Wspotczynnik kappa

- Genetyczne zespoty klasyfikatorow (zmodyfikowany bagging) - Czas treningu (C_t)
- Glgboki genetyczny zespot klasyfikatorow - Czas klasyfikowania (C_k)
- Czas optymalizacji (C_opt)

Rysunek 3.37: Schemat algorytmu przetwarzania i analizy sygnatow EKG

W kolejnych podrozdziatach zostang przedstawione podstawy teoretyczne wszystkich metod wyko-

rzystanych w kolejnych etapach przetwarzania i analizy sygnatéw EKG.

3.2.1. Wstepne przetwarzanie sygnalu (normalizacja)

W niniejszej sekcji zostanie omOwione przetwarzanie wstgpne sygnatu wraz z jego normalizacja.
Celem tego etapu jest ujednolicenie danych z réznych aparatéw EKG (redukcja wzmocnienia, ujedno-
licenie czgstotliwosci, redukcja sktadowej statej) oraz od réznych pacjentéw celem ujednolicenia atry-

butéw analizowanego sygnatu. W tym celu stosuje si¢ normalizacj¢ amplitudy wszystkich sygnatéw, co
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wplywa na wzmocnienie cech charakterystycznych sygnatéw, a co za tym idzie zwigkszenie skutecz-
nos$ci klasyfikatoréw. Nalezy zwroci¢ uwage na fakt, ze dysfunkcje uktadu krwiono$nego identyfikuje
si¢ na podstawie zaobserwowania odchylen od normy w czgstotliwosSci ewolucji serca lub w ksztalcie
odpowiednich zatamkoéw sygnatu EKG, natomiast, w zdecydowanej wigkszosci przypadkéw, na rozpo-
znanie chordb serca nie wptywaja zmiany w amplitudzie sygnalu EKG (ktére sg uzaleznione giéwnie
od wielkosci serca). Biorac to pod uwage normalizacja amplitudy sygnatu EKG wplywa pozytywnie na
ostateczna klasyfikacje zaburzen serca poprzez wzmocnienie charakterystycznych cech sygnatu. Kolej-
nym pozytywnym skutkiem normalizacji sygnatu jest przyspieszenie treningu klasyfikatoréw [163].
W ramach badafi odpowiednio zorganizowano dane oraz przetestowano trzy Sciezki przetwarzania
wstepnego sygnatu (normalizacji) polegajace na:
— braku normalizacji:
— redukcja wzmocnienia
— redukcja sktadowe;j statej (wartosci Sredniej sygnatu)

— przeskalowaniu:

redukcja wzmocnienia

redukcja sktadowej stalej

przeskalowaniu sygnatu do przedziatu: [—1, 1]

redukcja sktadowej stalej
— standaryzacji:

— redukcja wzmocnienia

- redukcja sktadowej statej

— standaryzacja sygnatu (warto$¢ §rednia sygnalu = 0 i odchylenie standardowe sygnatu = 1)

W celu uzyskania pozadanych efektow zastosowano nastgpujace metody:

redukcja wzmocnienia - polegajaca na podzieleniu sygnalu przez warto$§¢ wzmocnienia urzadzenia na

ktérym byt rejestrowany sygnat EKG:
Sy

S =729 3.1)
g

gdzie:
S — warto$¢ sygnatu EKG po redukcji wzmocnienia,

Sy — wartos¢ sygnatu EKG przed redukcja wzmocnienia,

g — warto$¢ wzmocnienia urzadzenia na ktérym rejestrowany byt sygnat EKG S,.

redukcja skladowej stalej (wartosci Sredniej sygnatu) - z definicji sktadowa stata sygnatu jest wartoscia
Srednig z calego sygnalu (catkowite pole pod wykresem sygnalu na danym odcinku podzielone
przez dtugosc¢ tego odcinka), ktéra mozna obliczy¢ ze wzoru catkowego dla sygnatu analogowego
lub ze wzoru sumacyjnego dla sygnatu cyfrowego. Dla danego fragmentu dyskretnego sygnatu o
podanej szerokosSci okna czasowego réwnej 10 sekund warto$¢ sktadowej stalej mozemy obliczyé

na podstawie wzoru na Srednia arytmetyczng [33, 297]:

1 &~
p= ;xj(z) (3.2)
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gdzie:

n — liczba prébek sygnatu j,
1 — indeks kolejnych prébek sygnatu,
j — indeks kolejnych sygnatow.

przeskalowanie - polega na dostosowaniu zakresu amplitud sygnaléw do zadanego przedziatu: [—1, 1],

obliczone na podstawie wzoru [24]:

(1) — min(z;)

7;(i) = (33)

max(z;) — min(x;)
gdzie:

1 — indeks kolejnych prébek sygnatu,
7 — indeks kolejnych sygnatow,
min(x;) — minimalna warto$¢ amplitudy sygnatu j, réwna —1,

max(xj) — maksymalna warto$¢ amplitudy sygnatu j, réwna 1.

standaryzacja - jest odmiana normalizacji stosowang w celu zréwnowazenia informacji. Polega na
przeskalowaniu zakresu amplitud sygnatéw w taki spos6b aby ich warto$¢ Srednia byla réwna

0, a odchylenie standardowe réwne 1, obliczone na podstawie wzoru [24]:
(3.4

gdzie:

1 — indeks kolejnych prébek sygnatu,
j — indeks kolejnych sygnatéw,
1 — warto$¢€ Srednia sygnatu j, policzona ze wzoru 3.2,

o — odchylenie standardowe sygnatu j, obliczone ze wzoru:

n

> (i) — p)? (3.5)

=1

1
n—1

g =

Odchylenie standardowe odpowiada usrednieniu mocy i jest miarg fluktuacji sygnatu od §red-
niej [297].

Techniki eliminujace btedy w surowych sygnatach EKG, takie jak: filtrowanie stosowane w celu
usunigcia szumow i przepigc sieci oraz redukcji ptywajacej izolinii nie byty zastosowane. Postapiono
tak ze wzgledu na wykorzystanie metody Welsh’a oraz genetycznej selekcji cech (sktadowych czestotli-
wosciowych widmowej gestosci mocy sygnatu EKG) redukujacych wspomniane blgdy. Warto réwniez
podkreslic, ze btedy tego typu powinny by¢ rowniez wykrywane (rozrézniane) i eliminowane w inteli-
gentny sposéb przez zaprojektowane klasyfikatory.

W tabeli nr 5.11 przedstawiono skutecznos$¢ poszczegdlnych metod przetwarzania wstgpnego sy-

gnatu.
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3.2.2. Ekstrakcja cech

Kolejnym etapem analizy danych jest ekstrakcja cech majaca na celu wydobycie i wzmocnienie cech
charakterystycznych sygnatu celem zwigkszenia efektywnosci rozpoznawania choréb. Ze wzgledu na
okresowy charakter sygnatu EKG, autor zdecydowat si¢ na ekstrakcje cech polegajaca na estymowaniu
widmowej gestoSci mocy sygnatu EKG przy wykorzystaniu metody Welsh’a oraz dyskretnej transfor-
macji Fouriera. Nastgpnie w celu znormalizowania sktadowych czgstotliwosciowych widmowej ggstosci
mocy zlogarytmowano tak przetransformowany sygnat (dzigki czemu uzyskano skalg logarytmiczna) -
bylo to niezbgdne w celu ujednolicenia wartosci cech/atrybutéw (sktadowych czestotliwosciowych sy-
gnatu) wchodzacych na wejscia klasyfikatoréw.

Przy obliczaniu widmowej gesto$ci mocy zastosowano 3 szerokosci okna Hamminga (eksperyment
nr 1: 128, 256, 512 prébek) lub 4 szerokosci okna Hamminga (eksperymenty nr 2-6: 128, 256, 5121 1024
probek), ktére dobrano eksperymentalnie, z 6 testowanych szeroko$ci okna Hamminga, odrzucajac okna
o szeroko$ciach: 768 i 1536 prébek. Kolejne wartosci testowanych szerokosci okna Hamminga zostaty
wyznaczone za pomoca ciggu geometrycznego (wielokrotnosci liczby 2).

Do estymowania widmowej gestoSci mocy (we wszystkich eksperymentach) zastosowano nastg-
pujace parametry: liczbg wspélnych prébek dla 2 sasiadujacych fragmentéw réwna potowie przyjetej
szerokoSci okna Hamminga (przyktadowo dla okna Hamminga = 512 prébek liczba wspélnych prébek
wynosita 256), dtugo$¢ wektora DFT réwna 8000 oraz czestotliwos¢ prébkowania réwna 360 [Hz].

Dla sygnatéw okresowych ksztalt przebiegu w dziedzinie czasu jest mniej istotny, a gfdwna informa-
cja jest zawarta w czestotliwosci, fazie i amplitudzie sinusoid sktadowych. Do wydobycia tej informacji
jest stosowana dyskretna transformacja Fouriera (DFT) [297].

Zastosowanie ekstrakcji cech w postaci estymacji widmowej gestosci mocy pozwolito zmniejszyé
szumy dzigki wykorzystaniu metody Welsh’a, zredukowa¢ dane (a co za tym idzie czas obliczen) za
pomoca dyskretnej transformaty Fouriera oraz wydoby¢ i wzmocni¢ charakterystyczne cechy sygnatu
dzigki transformacji sygnatu z dziedziny czasu do dziedziny czgstotliwosci.

W ramach ekstrakcji cech zastosowano nastgpujace metody:

ESTYMACJE WIDMOWEJ GESTOSCI MOCY - widmowa gestos¢ mocy (ang. Power Spectra Density -
PSD) jest czgsto nazywana widmem sygnatu lub widmem mocy. Przedstawia sygnat w dziedzinie
czestotliwoscei lub pulsacji, otrzymuje si¢ ja przy pomocy transformacji Fouriera. Tak powstata
funkcja czgstotliwosci ma wymiary: [moc| na [H z] [37, 36]. Gestos¢ widmowa opisuje, jak duzo
sygnatu (pod wzgledem wartoSci) wystgpuje na jednostke szerokosci pasma [297]. Widmowa ge-
sto$¢ mocy jest najwazniejsza wielkoscig opisujaca wlasciwosci sygnatu w dziedzinie czgstotli-

wosci [9]. W niniejszej pracy do jej obliczenia zastosowano:

Metode Welch’a - ktora jest jednym z narzgdzi obliczeniowych stuzacym do estymacji funkcji
gestosci widmowej mocy sygnatéw. Inaczej nazywana usrednionym zmodyfikowanym pe-
riodogramem. Wykorzystuje si¢ w niej zwiazek pomigdzy funkcja gestosci widmowej mocy,
a periodogramem. Metoda Welcha sprowadza si¢ do usSrednienia kilku zmodyfikowanych
periodogramoéw [364]. Algorytm procedury Welch’a mozemy przedstawi¢ w nastgpujacych
krokach [35]:
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Algorytm 3.1: Procedura Welch’a

1 Sygnatl o dtugosci IV jest dzielony na segmenty, kazdy o dtugos$ci IV,. Odcinki moga na siebie
zachodzi¢ na N, punktéw. Czyli sa wzgledem siebie przesunigte o N, = Ny — N_;

2 Z kazdego segmentu liczony jest okienkowany periodogram;

3 Periodogramy sa sumowane;

4 Wynik dzielony jest przez efektywne wykorzystanie kazdego kawatka sygnatu w estymacie:

dtugosé okna - ilos¢ okien ,
dtugosc sygnatu >

Kepp =

Periodogram - to wykres (diagram), ktéry pokazuje najwazniejsze okresowe regularnosci wy-
stegpujace w sygnale. Piki na diagramie odpowiadajg okresom (cyklom) ktére najblizej ko-
reluja z danymi. Metoda periodogramu jest jedna z nieparametrycznych metod uzywang do
estymacji widmowej gestoSci mocy [3]. Poniewaz klasyczne metody estymacji widmowe;j
gestodci mocy nie sg zgodnymi estymatorami (nie daza do wartosci prawdziwych przy wzro-
Scie liczby prébek N), w praktyce stosuje si¢ metody ktére pomijaja etap estymacji funkcji i
umozliwiaja estymacje¢ widma bezposrednio z ciagu prébek z(n) poddawanych dyskretnemu
przeksztatceniu Fouriera (DFT). Obliczanym w ten sposéb estymatorem widma mocy jest

periodogram zdefiniowany jako [9].:
; 2
IN(Qm) = Poa(Qn) = = | X (7)) (3.6)

gdzie:

X (e7m) = DFT[z(n)],

PM(Qm) — widmowa gesto$¢é mocy,

N — liczba prébek sygnatu.
Estymacja widmowa mocy metodami cyfrowymi sprowadza si¢ do wyznaczenia (najczesciej
za pomocg algorytmu szybkiej transformaty Fouriera - FFT) periodogramu ciagu prébek:
z(n),n =0,1,..., N —1, dla skoficzonego zbioru pulsacji: Q,, = %Tm m=20,1,...,N—1.
Tak otrzymany periodogram jest réwniez estymatorem niezgodnym PSD i o duzej warian-
cji, w celu otrzymania zgodnego estymatora PSD, czyli zmniejszenia wariancji estymacji
przy wzroscie liczby probek N (wygtadzenia widma), stosuje si¢ usrednianie pewnej liczby
niezaleznych periodograméw. To rozwigzanie niestety ma wadg polegajaca na pogorszeniu
rozdzielczosci czestotliwosciowej estymaty ze wzgledu na krétsze segmenty danych. W celu
wyeliminowania tego efektu stosuje si¢ modyfikacje, nazywana metodq Welch’a, polegajaca
na natozeniu na segmenty danych przed obliczaniem periodograméw okna czasowego (np.

okna Hamminga) [9].

Dyskretna transformate Fouriera — nazywana réwniez dyskretnym przeksztalceniem Fouriera
(ang. Discrete Fourier Transform - DFT). Transformacja Fouriera stuzy do rozktadu sygnatu
na przebiegi sinusoidalne i kosinusoidalne, a co za tym idzie na przetransformowanie sy-
gnatu z dziedziny czasu do dziedziny czgstotliwosci. Odpowiednikiem transformacji Fouriera

dla sygnatéw dyskretnych (cyfrowych) i okresowych jest dyskretna transformacja Fouriera
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[297]. Oblicza si¢ ja ze wzoru:

X(k) =Y a(n) e TR 3.7)

gdzie:
x(n) — jest n-ta probka sygnatu dyskretnego,
k — jest numerem prazka (numerem sktadowej czgstotliwosciowej); k =0, ..., N — 1,
N — liczba prébek sygnatu.
W wyniku przeksztatcenia otrzymujemy N dyskretnych prazkéw X (k). Innymi stowy, liczba
sktadowych czgstotliwo$ciowych otrzymanych w wyniku przeksztatcenia jest réwna liczbie

probek sygnatu, na ktérym stosowane jest przeksztatcenie [29].

Okno Hamminga - jest jedna z funkcji opisujacych okno czasowe, determinujaca sposéb pobie-
rania prébek z sygnatu. Zastosowanie okna czasowego na sygnale z(7) przy zatozeniu, ze
sygnat x(i) jest obserwowany w skoriczonym przedziale czasu mozemy wyrazi¢ wzorem
[25]:

g(n) =z(n) - w(n) (3.8)

gdzie:

n — indeks kolejnych prébek sygnatu,

x(n) — analizowany sygnat,

w(n) — funkcja okna.
Od postaci funkcji okna zaleza r6znice pomigdzy widmem sygnatu obserwowanego z(n), a
widmem wyniku obserwacji g(n). Istnieje wiele zdefiniowanych funkcji okna [25], jednym

z nich jest okno Hamminga wyrazone wzorem [297]:

2mn
=0,54—0,46 - 3.9
w(n) = 0,54 — 0,46 - cos <N—1> 3.9

gdzie:

n — indeks kolejnych prébek sygnatu; —oo < n < oo,
N — liczba prébek sygnatu.

ZLOGARYTMOWANIE SYGNALOW - jest forma normalizacji cech/atrybutéw sygnatéw wchodzacych
na wejScia klasyfikatorow, w celu ujednolicenia ich zakreséw zastosowano zlogarytmowanie

otrzymanych po DFT sygnaléw logarytmem o podstawie 10, zgodnie ze wzorem:

gdzie:
n — indeks kolejnych prébek sygnatu,
x(n) — zlogarytmowany sygnat,

P,,(n) — widmowa gestos¢ mocy.
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3.2.3. Selekcja cech

Selekcja cech sygnatu ma na celu zredukowanie danych (a co za tym idzie przyspieszenie obli-
czen) oraz wydobycie i wzmocnienie charakterystycznych cech sygnalu poprzez zredukowanie cech
ktére przenosza nadmiarowe i btedne informacje. W teorii odpowiednie wytrenowanie klasyfikatoréw
powinno odnies$¢ taki sam skutek w postaci zredukowania lub wyzerowania wag odpowiadajacych ce-
chom przenoszacym btedne lub nadmiarowe informacje. W praktyce, tak idealne wytrenowanie klasy-
fikatoréw jest bardzo trudne i czasochtonne dlatego zastosowanie selekcji cech w zdecydowany sposéb
przyspiesz trening klasyfikatorow oraz zwigksza ich efektywnos¢.

W niniejszej pracy do selekcji cech zastosowano algorytm genetyczny, w ktérym geny w populacji
osobnikéw oznaczaja kolejne pojedyncze cech/atrybuty sygnatu wchodzace na wejscia klasyfikatorow.
Geny mogg przyjmowac wartosci:

— 0 — oznaczajace odrzucenie danej cechy lub

— 1 — oznaczajace pozostawienie danej cech.

Dzigki takiej konstrukcji algorytm genetyczny, tworzac kolejne populacje osobnikéw, na podstawie
funkcji dopasowania, optymalizuje dziatanie klasyfikatoréw poprzez wyselekcjonowanie najwarto§ciow-
szych cech sygnatu EKG.

Szczegbtowy opis algorytmdéw genetycznych wraz z parametrami i schematem, dla poszczeg6lnych
eksperymentow, przedstawiono w rozdziale nr 4. Natomiast ponizej przedstawiono opis teoretyczny al-

gorytmu genetycznego.

ALGORYTM GENETYCZNY

[284, 2,152, 1]

wAlgorytmy genetyczne (ang. genetic algorithm - GA) stanowiq wzorowanq na naturalnej ewolucji
metodg rozwiqzywania problemow, gtownie zagadnien optymalizacyjnych. GA sq procedurami przeszuki-
wania opartymi na mechanizmach doboru naturalnego i dziedziczenia. Korzystajq z ewolucyjnej zasady
przezycia osobnikéw najlepiej przystosowanych. Od tradycyjnych metod optymalizacji roziniq je naste-
pujace elementy” [284]:

— ,,nie przetwarzajq bezposrednio parametrow zadania, lecz ich zakodowanq postac,

prowadzq przeszukiwanie, wychodzaqc nie z pojedynczego punktu, lecz z pewnej ich populaciji,

— korzystajq tylko z funkcji celu, nie zas z jej pochodnych lub innych pomocniczych informacji,

stosujq probabilistyczne, a nie deterministyczne reguty wyboru.
Te cechy sktadajq sie w efekcie na odpornosc algorytmu ewolucyjnego i wynikajqcq z niej przewage nad

tradycyjnymi technikami” [284].

Algorytmy ewolucyjne korzystaja z okreslen zapozyczonych z genetyki. Ponizej wyjasniono najwaz-
niejsze pojecia [284]:
— Populacja — zbiér osobnikéw o okreslonej liczebnosci
— Osobnik populacji (organizm) — w algorytmach genetycznych, zakodowany w postaci chromoso-
méw zbidr parametréw zadania, czyli rozwiazania, okreSlony tez jako punkty przestrzeni poszu-

kiwan (ang. search point)
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Chromosom (faricuch, ciag kodowy) — uporzadkowany ciag genéw

Gen (cecha, znak, detektor) — stanowi pojedynczy element genotypu, w szczegdlnosci chromo-
somu

Pokolenie — pojedyncza iteracja algorytmu

Generacja — nowo utworzona populacja osobnikéw (nowe pokolenie — pokolenie potomkéw)
Rodzice — osobniki z poprzedniego (starego) pokolenia

Dzieci (potomkowie) — osobniki z biezacego (nowego) pokolenia

Reprodukcja — tworzenie nowej populacji

Rekombinacja — zastosowanie operatoréw genetycznych (np. krzyzowania, mutacji)

Funkcja przystosowania (ang. fitness function) ,,nazywana tez funkcjq dopasowania, funkcja
oceny lub funkcjq celu odgrywa bardzo waing role w algorytmach ewolucyjnych. Funkcja ta jest
niezwykle istotna, gdyz pozwala ocenié¢ stopien przystosowania (dopasowania) poszczegolnych
osobnikow w populacji i na tej podstawie wybra¢ osobniki najlepiej przystosowane (o najwigk-
szej wartosci funkcji przystosowania), zgodnie z ewolucyjng zasadq przetrwania ,,najsilniejszych”
(najlepiej przystosowanych). W zagadnieniach optymalizacji funkcjq przystosowania jest zwykle
optymalizowana funkcja (scislej méwiqc maksymalizowana funkcja), nazywana funkcja celu. W
zagadnieniach minimalizacji przeksztatca sig funkcje celu, sprowadzajqc problem do zagadnie-
nia maksymalizacji. W algorytmie ewolucyjnym, w kazdej jego iteracji, ocenia si¢ przystosowanie
kazdego osobnika danej populacji za pomocaq funkcji przystosowania i na tej podstawie tworzy sig
nowq populacje osobnikow, stanowiqcych zbior potencjalnych rozwiqzan problemu, np. zadania

optymalizacji” [284].

Dziatanie klasycznego algorytmu genetycznego mozemy przedstawi¢ w postaci nastgpujacych kro-
kow [284]:

Inicjacja — ,, czyli wybor (utworzenie) poczatkowej populacji osobnikow, polega na losowym wyborze

Zaqdanej liczby osobnikow (chromosomow) reprezentowanych przez ciqgi binarne o okreslonej dtu-
gosci” [284].

Ocena przystosowania osobnikéw w populacji — ,,polega na obliczeniu wartosci funkcji przystoso-

wania dla kazdego osobnika 7 danej populacji. Im wigksza jest wartos¢ tej funkcji tym lepsza jest
,jakoS¢” rozwiqzania reprezentowanego przez danego osobnika. Zaktada sig, Ze funkcja przysto-
sowania przyjmuje zawsze wartosci nieujemne, a ponadto, zZe rozwiqzywany problem optymalizacji
jest problemem poszukiwania maksimum tej funkcji (problem minimum mozna tatwo sprowadzié

do problemu maksimum)” [284].

Sprawdzenie warunku zatrzymania — ,, okresla warunek zatrzymania algorytmu genetycznego, zalezy

od konkretnego zastosowania tego algorytmu. Zatrzymanie algorytmu moZze nastqpic¢ po uzyska-
niu Zgdanej wartoSci optymalnej, po uptywie okreslonego czasu dziatania, po okreslonej liczbie
generacji lub jesli dalsze jego dziatanie nie poprawia juz uzyskanej najlepszej wartosci. Jezeli wa-
runek zatrzymania jest spetniony, nastgpuje przejscie do ostatniego kroku, czyli wyprowadzenia

,hajlepszego” osobnika. JeZeli nie, to nastepnym krokiem jest selekcja” [284].
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Selekcja osobnikéw — ,, polega na wybraniu, na podstawie obliczonych wartosci funkcji przystosowa-
nia, tych osobnikow, ktére bedq braty udziat w tworzeniu potomkow do nastgpnego pokolenia, czyli
nastepnej generacji. Wybor ten odbywa sie zgodnie z zasadq naturalnej selekcji, tzn. najwigksze
szanse na udziat w tworzeniu nowych osobnikéw majq osobniki o najwigkszej wartosci funkcji
przystosowania. Istnieje wiele metod selekcji, niektore z nich zostanqg omowione w dalszej czeSci
rozdziatu” [284].

Zastosowanie operatorow genetycznych (rekombinacja) — ,, utworzenie nowej populacji polega na
zastosowaniu operatoréw genetycznych do osobnikéw wybranych metodq selekcji, jest to popu-
lacja potomkow otrzymana z populacji rodzicow. W klasycznym algorytmie genetycznym stosuje
sie dwa podstawowe operatory genetyczne: operator krzyiowania (ang. crossover) oraz opera-
tor mutacji (ang. mutation). NaleZy jednak zaznaczyc, Ze operator mutacji odgrywa zdecydowanie
drugoplanowaq role w stosunku do operatora krzyZowania. Oznacza to, ze krzyZowanie w klasycz-
nym algorytmie genetycznym wystgpuje prawie zawsze, podczas gdy mutacja dos¢ rzadko (ana-
logicznie do swiata organizmoéw Zywych). W algorytmie genetycznym mutacja osobnika moZe by¢
dokonywana na populacji rodzicow przed operacjq krzyZowania lub na populacji potomkow utwo-

rzonych w wyniku krzyZowania” [284].

Utworzenie nowej populacji — ,,osobniki otrzymane w wyniku dziatania operatorow genetycznych
wchodzq w sktad nowej populacji. Populacja ta staje sig tzw. populacjq biezqcq dla danej generacji
algorytmu genetycznego. W kazdej kolejnej generacji oblicza sig¢ wartoS¢ funkcji przystosowania
kazdego z osobnikow tej populacji. Nastepnie sprawdza sig warunek zatrzymania algorytmu i albo
wyprowadza sig wynik w postaci osobnika o najwigkszej wartosci funkcji przystosowania, albo
przechodzi sie do kolejnego kroku algorytmu genetycznego — selekcji. W klasycznym algorytmie
genetycznym cata poprzednia populacja osobnikéw zastepowana jest przez tak samo liczng nowg

populacje osobnikow” [284].

Wyprowadzenie ,,najlepszego” osobnika — ,,jezeli spetniony jest warunek zatrzymania algorytmu ge-
netycznego, nalezy wyprowadzi¢ wynik dziatania algorytmu, czyli podac rozwiqzanie problemu.

Najlepszym rozwiqzaniem jest osobnik o najwigkszej wartosci funkcji przystosowania” [284].

Na rysunku nr 3.38 przedstawiono schemat blokowy funkcjonowania klasycznego algorytmu gene-
tycznego.

. Podczas selekcji, osobniki o lepszym przystosowaniu sq powielane do nowej populacji z wigkszym
prawdopodobieristwem niz osobniki gorzej przystosowane. Dzigki tej operacji algorytm ewolucyjny ma
tendencje podazania w kierunku lepszych rozwiqzan. Ta zdolnos¢ poprawiania sredniej wartosci przy-
stosowania populacji rodzicielskiej nazywa sig naciskiem selektywnym” [284].

,, Nacisk selektywny jest scisle powiqzany z zaleznoScia pomiegdzy eksploracjq, a eksploatacjq prze-
strzeni poszukiwan. Mowimy tu o dwoch skrajnych przypadkach, gdy z jednej strony algorytm ewolu-
cyjny dokonuje eksploracji, czyli przeszukiwania catej przestrzeni rozwiqzan w celu przyblizenia sie do
globalnego punktu bedqcego rozwiqzaniem problemu. Drugim skrajnym przypadkiem jest eksploatacja,

czyli poruszanie sig po fragmencie przestrzeni w poblizu globalnego rozwiqzania. Eksploracje osiqgamy
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Rysunek 3.38: Schemat blokowy funkcjonowania klasycznego algorytmu genetycznego [257]

poprzez zmniejszenie nacisku selektywnego. Wybierane sq osobniki nie najlepiej przystosowane, ale mo-
gace w przysztosci przyblizy¢ nas do optymalnego rozwiqzania. Eksploatacje natomiast uzyskujemy przez
zwigkszenie nacisku selektywnego, gdyz osobniki przechodzqce do nastepnej populacji majq wartosci
coraz blizsze oczekiwanego, cho¢ niekoniecznie globalnego rozwiqzania. Wptyw na eksploracje i eksplo-
atacje majq takze inne parametry algorytmu ewolucyjnego. Zwigkszenie prawdopodobieristwa mutacji i
krzyzowania powoduje wigkszq réznorodnosé osobnikow, co jak sie domyslamy, prowadzi do poszerze-
nia obszaru poszukiwar i zapobiega przedwczesnej zbieznosci. Zmniejszenie tych prawdopodobieristw w
konsekwencji przyczynia sig do tworzenia osobnikow coraz bardziej podobnych do siebie. PoniZej zostaty
przedstawione najwazniejsze parametry algorytmow ewolucyjnych” [284].

Najwazniejszymi parametrami wptywajacymi na skuteczno$¢ algorytmu genetycznego sa [284]:

e Metody selekcji

— Metoda kota ruletki

Selekcja rankingowa

Selekcja turniejowa

Selekcja progowa

Selekcja sttoczenia

e Skalowanie funkcji przystosowania
— Skalowanie liniowe
— Obcinanie typu sigma

— Skalowanie potggowe
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— Skalowanie rankingowe
e Szczegdlne procedury reprodukcji:

— Strategia elitarna

— Algorytm genetyczny z czg§ciowa wymiang populacji
e Metody kodowania

— Binarne

— Kod Graya

— Logarytmiczne
e Operatory genetyczne

— Krzyzowanie

* Jednopunktowe

* Dwupunktowe

*

Wielopunktowe
* RO6wnomierne
* PoSrednie
* Rozsiane
— Mutacja
* Dla kodowania binarnego
* Dla kodowania liczbami zmiennoprzecinkowymi
* Jednolita

— Inwersja

3.2.4. Walidacja krzyzowa

Metody doboru elementéw do zbioréw uczacych i testowych mozemy podzieli¢ na cztery nastgpu-

jace rodzaje [191]:

— metoda resubstytucji (ang. resubstitution) — wszystkie dane sa wykorzystane do stworzenia

zbioru uczacego oraz zbioru testowego, reasumujac klasyfikator jest uczony i testowany na tych
samych danych co skutkuje skrajnie optymistycznymi wynikami;

metoda wydzielania (ang. hold-out) — inaczej 2-krotna walidacja krzyzowa (ang. 2-fold cross-
validation) najprostszy wariant walidacji k-krotnej (ang. k-fold), w ktdrej wszystkie dane dzielone
sa (na po6t) na dwa zbiory o takiej samej liczebnoSci, jeden z tych zbioréw jest zbiorem uczacym,
a drugi testowym;

metoda k-krotnej walidacji krzyzowej (ang. k-fold cross-validation) — procedura polega na wy-
borze liczby catkowitej k, a nastgpnie na losowym podziale wszystkich danych (bez powtérzer) na
k-podzbioréw o réwnej liczbie elementéw. Nastepnie uzywamy jednego z podzbioréw jako zbidr
testowy, a resztg (k — 1) jako zbiory uczace. Cata procedurg powtarzamy k-razy za kazdym razem
wybierajac inny podzbidr jako zbidr testowy. Ostateczny wynik jest Srednia z k-kombinacji zbio-
row. Gdy k jest rowne liczbie wszystkich elementéw (danych) metoda ta nosi nazwe walidacji

minus jednego elementu (ang. leave-one-out);
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— metoda bootstrap — polega na wygenerowaniu ! kombinacji (zestawéw) zbioréw uczacych i te-
stowych poprzez losowy dobor elementéw z powtérzeniami z catego zbioru danych (elementéw).

Ostateczny wynik jest Srednia z [-kombinacji zbiorow.

Autor w niniejszej pracy zastosowal metoda k-krotnej walidacji krzyzowej do doboru elementéw do

zbioréw uczacych i testowych, opisang szczegétowo ponize;j.

Celem zastosowania metody walidacji krzyzowej byto wyeliminowanie efektu przeuczenia projekto-
wanych klasyfikatoréw, zwigkszenie efektu generalizowania wiedzy (uniwersalnosci) oraz zwigkszenie
miarodajnoSci uzyskanych wynikéw. W ramach eksperymentu, w celu stworzenia zbioréw uczacych i

testowych, zastosowano dwa rodzaje walidacji krzyzowe;j:

— 4-krotny sprawdzian krzyzowy: polegajacy na stworzeniu 4 kombinacji zbioréw uczacych i te-
stowych. Pierwsze 3 kombinacje zawieraly w zbiorze uczacym po 523 elementy, a w zbiorze
testowym po 221 elementéw, natomiast w 4 kombinacji zbiér uczacy skladat si¢ z 663 elemen-
tow, a zbidr testowy z 81 elementéw. Zbiory testowe dla pierwszych 3 grup stworzono poprzez
3-krotne dobieranie co trzeciego elementu z caltej bazy sygnaléw, natomiast zbiér testowy dla 4
grupy utworzyty pozostale elementy. Zbiory uczace sktadaty si¢ z elementéw bedacych dopetnie-
niem do zbioréw testowych dla calej bazy sygnatow.

— 10-krotny sprawdzian krzyzowy: polegajacy na stworzeniu 10 kombinacji zbioréw uczacych i te-
stowych. Pierwsze 9 kombinacji zawieraly w zbiorze uczacym po 675 elementéw, a w zbiorze
testowym po 69 elementéw, natomiast w 10 kombinacji zbior uczacy sktadat si¢ z 621 elementéw,
a zbidr testowy ze 123 elementy. Zbiory testowe dla pierwszych 9 grup stworzono poprzez 9-krotne
dobieranie co dziesiatego elementu z catej bazy sygnatéw, natomiast zbidr testowy dla 10 grupy
utworzyly pozostate elementy. Zbiory uczace sktadaty si¢ z elementéw bedacych dopetnieniem do

zbioréw testowych dla calej bazy sygnatow.

Macierze pomylek dla obydwu wariantéw walidacji krzyzowej dla zbioréw uczacych i testowych nie
zostaly przedstawione w rozprawie ze wzgledu na ich oczywistg formg¢. Macierze pomylek dla systemow
SVM i kNN sa wektorami liczb catkowitych z oczekiwana odpowiedzia na wyjSciach klasyfikatoréw
od 1 do 17 odpowiadajaca danej klasie/zaburzeniu. Natomiast dla sieci neuronowych PNN i RBFNN
macierze z oczekiwanymi odpowiedziami sa 17 wymiarowe, kolejne wymiary odpowiadaja wyjsciom
sieci. Jezeli na odpowiednim wyjsciu jest odpowiedZ réwna 1 (lub zblizona do tej warto$ci) oznacza to,
ze sygnat wejsciowy odpowiada danej klasie/zaburzeniu, natomiast na pozostatych wyjsciach odpowiedz

jest réwna 0 co oznacza, ze pozostate klasy/zaburzenia nie powinny by¢ rozpoznane).

W tabeli nr 3.3 przedstawiono baz¢ analizowanych sygnatéw EKG z uwzglednieniem pacjentéw
oraz zaburzen serca (Legenda: Pac. - liczba pacjentéw, FS - liczba Fragmentéw Sygnatu EKG, PRZ -
Prawidlowy Rytm Zatokowy, PPP - Pobudzenia Przedwczesne Przedsionkowe, TP - Trzepotanie Przed-
sionkéw, MP - Migotanie Przedsionkéw, CN - Czestoskurcz Komorowy, WPW - Zespét WPW, PPK -
Pobudzenia Przedwczesne Komorowe, B - Bigeminia, T - Trigeminia, CK - Czgstoskurcz Komorowy,
RI - Rytm Idiowentrykularny, TK - Trzepotanie Komér, F - Fuzja Przedwczesnych Pobudzen Komo-
rowych i Zatokowych, BIL - Blok I Stopnia Lewej Odnogi Pgczka Hisa, BIP - Blok I Stopnia Prawe;j
Odnogi Peczka Hisa, BII - Blok II Stopnia, RR - Rytm z Rozrusznika). Natomiast tabela nr 3.4 przedsta-
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wia doktadny przydzial fragmentéw sygnatu EKG (z uwzglednieniem zaburzen) do zbioréw uczacych i

testowych dla 4-krotnego i 10-krotnego sprawdzianu krzyzowego (dla wszystkich grup walidacyjnych).

Tablica 3.3: Baza analizowanych sygnatéw EKG z uwzglednieniem pacjentéw oraz klas.

Klasa

Numer pacjenta z bazy MIT-BIH Arrhyt]

ia / liczba fr

Sygl

h EKG

Suma

100 101 103 105 106 107 108 109 111 112 113 114 115 118 119 201 202 205 207 208

209 210 212 213 222 223 230 231 234 Pac. FS

PRZ
PPP
TP
MP
CN
WPW
PPK

CK
RI
TK

BIL
BIP
BII
RR

100 11 10 14 19 21 18 11 21 23
5 2 1 2 4
1 14 15 3 28
29
1
2
53 35
20

30

13
5

4

45

35

34

27

21

—
'

193
58
17
93
11
21
78
4
13
10
10
10
11
88
47
10
30

- N RN W e = W R RS =W W o

Tablica 3.4: Przydzial elementéw (fragmentéw sygnatu EKG) do zbioréw uczacych i testowych dla 4-

krotnego i 10-krotnego sprawdzianu krzyzowego.

4-krotna walidacja krzyzowa

10-krotna walidacja krzyzowa

Grupy 1-3 Grupa 4 Grupy 1-9 Grupa 10
Fragmenty Zbiér Zbior Zbiér Zbior Zbiér Zbioér Zbiér Zbior
Nr Klasa sygnaléw uczacy testowy uczacy testowy uczacy testowy uczacy testowy
1 Prawidlowy rytm zatokowy 193 135 58 174 19 174 19 171 22
2 Pobudzenia przedwczesne przedsionkowe 58 41 17 51 7 53 5 45 13
3 Trzepotanie przedsionkéw 17 12 5 15 2 16 1 9 8
4 Migotanie przedsionkéw 93 65 28 84 9 84 9 81 12
5 Czestoskurcz komorowy 11 8 3 9 2 10 1 9 2
6 Zespot WPW 21 15 6 18 3 19 2 18 3
7 Pobudzenia przedwczesne komorowe 78 55 23 69 9 71 7 63 15
8 Bigeminia 44 31 13 39 5 40 4 36 8
9 Trigeminia 13 9 4 12 1 12 1 9 4
10 Czestoskurcz komorowy 10 7 3 9 1 9 1 9 1
11 Rytm idiowentrykularny 10 7 3 9 1 9 1 9 1
12 Trzepotanie komér 10 7 3 9 1 9 1 9 1
13 Fuzja p. pobudzei komorowych i zatokowych 11 8 3 9 2 10 1 9 2
14 Blok I stopnia lewej odnogi peczka Hisa 88 62 26 78 10 80 8 72 16
15 Blok I stopnia prawej odnogi peczka Hisa 47 33 14 42 5 43 4 36 11
16 Blok II stopnia 10 7 3 9 1 9 1 9 1
17 Rytm z rozrusznika 30 21 9 27 3 27 3 27 3
Suma 744 523 221 663 81 675 69 621 123

Waznym aspektem na ktéry nalezy zwréci¢ uwage jest niezrownowazona liczba fragmentéw sygnatu

EKG w poszczegdlnych klasach, wahajaca si¢ od 193 do 10 fragmentéw. Z tego wzgledu nalezato od-

powiednio rozdzieli¢ elementy do zbioréw uczacych i testowych. Autor przyjat podziat procentowy po

okoto 25% elementéw w kazdym zbiorze testowym dla 4-krotnego sprawdzianu krzyzowego oraz po

okoto 10% elementéw w kazdym zbiorze testowym dla 10-krotnego sprawdzianu krzyzowego. Jednak
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nawet przy takim rozwigzaniu trening klasyfikatoréw byt utrudniony, a ryzyko przeuczenia podwyz-
szone.

Podsumowujac, autor zastosowal dwie metody walidacji krzyzowej (4-krotna i 10-krotna), jednak
lepsze efekty uzyskano dzigki metodzie 10-krotnej walidacji krzyzowej, ktéra miata na celu odwzo-
rowanie (na przygotowanej przez autora ,,matej” bazie danych) schematu zorientowanego na pacjenta.
Pozadany efekt uzyskano dla klas dla ktérych sygnaty EKG pochodzity od wigkszej liczby pacjentéw
dla ktérych trening i testowanie przebiegato na réznych pacjentach. Z kolei odpowiednio, proporcjo-
nalnie, dobrana liczba fragmentéw sygnalu EKG dla poszczegdlnych klas (wahajaca si¢ od 1.21% do
23.39%) zapobiegta wzmocnieniu efektu przeuczenia (w poréwnaniu z proponowanym schematem wa-
lidacji zorientowanym na pacjenta, tabela nr 2.7, gdzie liczba elementéw w klasach waha si¢ od 0.02%
do 89.90%)

3.2.5. Algorytmy uczenia maszynowego

[310, 309, 312]

Niezwykle waznym aspektem w problematyce klasyfikacji jest zastosowanie odpowiednich algo-
rytméw rozpoznawania wzorcOw (ang. Pattern Recognition). W niniejszej pracy zostaly wykorzystane
jedynie klasyfikatory z uczeniem nadzorowanym (ang. supervised learning). Jest to podejScie w ktérym
oprécz zbioru obiektéw ktére mamy rozpoznawaé (fragmentéw sygnatu EKG), dysponujemy réwniez
podzbiorem, w ktérym zdeterminowane jest przypisanie obiektéw (fragmentéw sygnatu EKG) do po-
szczegblnych klas (zaburzen serca).

., Dziedzina nauki zajmujqca si¢ automatyczng klasyfikacjq jest rozwijana od kilkudziesieciu lat. W
tym czasie opracowano niezliczone metody klasyfikacji rozniqce sie podejsciem do problemu, ztoZono-
Sciq obliczeniowq, szybkoscia, czy tez skutecznosciq” [88]. Jest ich zbyt wiele, zeby je wszystkie tutaj
omawiaé, z tego wzgledu w niniejszej pracy zostana przedstawione jedynie algorytmy klasyfikacji wy-
korzystane przez autora.

»Mozemy wyrozni¢ dwa podejscia do problemu klasyfikacji: podejscie generatywne i dyskrymina-
tywne. W pierwszym z nich podchodzimy do zadania klasyfikacji probujac zbudowac model obejmujqcy
catos¢ problemu. W drugim interesuje nas jedynie mozliwoS¢ separacji klas. Zatéimy, Ze nasze zadanie
polega na rozpoznaniu tekstu napisanego w nieznanym jezyku. Podejscie generatywne bedzie polegato na
nauczeniu sie wszystkich jezykoéw i na podstawie tej wiedzy odpowiednie zaklasyfikowanie tekstu. Podej-
Scie dyskryminatywne bedzie polegato na skupieniu sig jedynie na roznicach lingwistycznych pomiedzy
Jezykami” [88].

., W literaturze spotyka sie poglad, e w wielu dziedzinach klasyfikatory dyskryminatywne sq bardziej
efektywne niz klasyfikatory generatywne [256]. Niemniej jednak klasyfikatory generatywne majq wiele
zalet, ktore pozwalajq im konkurowaé z podejsciem dyskryminatywnym, zwtaszcza gdy zbior uczqcy jest
mato liczny. W pracy [236] pokazano na przyktad, Ze prosty klasyfikator generatywny (Naiwny Bayes)
przewyzsza swojego dyskryminatywnego odpowiednika (regresje logistyczng), gdy ilos¢ probek w zbiorze
uczqcym jest mata” [88].

Ponizej przedstawiono przyktady klasyfikatoréw [88, 23, 22]:
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o Klasyfikatory generatywne

naiwny klasyfikator Bayesa,

analiza dyskryminacyjna (QDA, LDA, RDA),
ukryte modele Markova (HMM),

sieci Bayesowskie (PNN, RBFNN),

restrykcyjna maszyna Boltzmana,

model mikstury Gaussa.

o Klasyfikatory dyskryminacyjne

maszyna wektoréw nosnych (SVM),
sieci neuronowe (FF, MLP, RNN),
metody najblizszych sasiadéw (kKNN),
warunkowe pola losowe (CRF, HCRF),

boosting,

regresja logistyczna i liniowa.

Autor w niniejszej dysertacji zastosowal algorytmy uczenia maszynowego w tym metody inteli-
gencji obliczeniowej. Uczenie maszynowe (ang. machine learning) jest dziedzina wchodzaca w sktad
nauk zajmujacych si¢ problematyka sztucznej inteligencji. Gléwnym jej celem jest praktyczne zastoso-
wanie dokonai w dziedzinie sztucznej inteligencji do stworzenia automatycznego systemu potrafiagcego
doskonali¢ sig¢ przy pomocy zgromadzonego doswiadczenia (danych) i nabywania na tej podstawie no-
wej wiedzy. Uczenie si¢ moze by¢ rozpatrywane jako konkretyzacja algorytmu czyli dobdr parametréw,
nazywanych wiedza lub umiejetnoscia. Stuzy do tego wiele typéw metod pozyskiwania wiedzy oraz
sposobow reprezentowania wiedzy. Jedna z galezi uczenia maszynowego jest inteligencja obliczeniowa
(ang. computational intelligence), ktérej gléwnymi heurestycznymi metodami sa: sztuczne sieci neuro-
nowe, systemy oparte na logice rozmytej oraz obliczenia ewolucyjne. Metody inteligencji obliczeniowej
powstaly na bazie inspiracji biologicznych.

Autor wykorzystat klasyczne metody oraz zaproponowat ich nowatorskie modyfikacje. Najwigkszy
nacisk zostal potozony na zespoty klasyfikatoréw oraz metody uczenia glgbokiego (ang. deep learning)
ktére autor modyfikowat. Ponizej zostaty przedstawione oraz teoretycznie oméwione klasyfikatory za-

stosowane w pracy autora.

POJEDYNCZE ALGORYTMY UCZENIA MASZYNOWEGO:

Maszyna wektoréw nosnych (ang Support Vector Machine (SVM)) [93, 82, 88] — jest to klasyfikator
opracowany przez Vapnika, stuzyt pierwotnie do klasyfikacji binarnej. ,,Jest on z sukcesem sto-
sowany w wielu dziedzinach. Dzigki swoim dobrym wtasnosciom generalizacji pokonuje on wiele
tradycyjnych podejs¢. Klasyfikator ten wykazuje lepsza, od innych klasyfikatorow, skutecznosé kla-

syfikacji danych, zwtaszcza w przypadku matej ilosci probek w zbiorze uczqcym” [45, 88].

Do wytlumaczenia zasady dziatania algorytmu SVM, rozwazmy najprostszy problem rozpozna-
wania dwoch klas. Problem ten polega na znalezieniu hiperplaszczyzny oddzielajacej elementy

nalezace do obydwu klas. Hiperptaszczyzn spetniajacych ten warunek jest nieskonczenie wiele
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(rysunku nr 3.39) jednak nam zalezy na znalezieniu optymalnej. W tym celu algorytm najpierw
znajduje wektory nos$ne znajdujace si¢ na obrzezach rozwazanych klas, a nastgpnie na ich pod-
stawie wyznacza optymalng hiperptaszczyzng, oddalong od elementéw obydwu klas (skrajnych

wektoréw) z maksymalnym (najszerszym) marginesem (rysunku nr 3.40).

o o ) ) L
~~___ o d
5 o ¢ T TTTessmmemaa -
o Tl
o 7o e
i O
o
o = )
o
o 0

Rysunek 3.40: Hiperptaszczyzny H; i Ho dzielace przestrzen z réznymi marginesami [88].

., Wektory nosne (wspierajace) to wektory cech, ktore lezq na marginesach hiperptaszczyzny. Jest
to jedna z najwigkszych zalet tego podejscia, poniewaz do wyliczenia funkcji dyskryminacyjnej
konieczne sq tylko te wektory. Stanowiq one zwykle tylko niewielkq czes¢ ze wszystkich wektoréw
cech” [88].

» W przypadku wielu problemow jest jednak mato prawdopodobne, aby udato si¢ znalez¢ hiper-
ptaszczyzne, ktora idealnie bedzie oddzielata od siebie probki dwoch klas. Aby poradzi¢ sobie z
takimi problemami wprowadza sig hiperptaszczyzne ze stabymi marginesami (ang. soft margins).

Rozwiqzanie takie pokazane jest na rysunku 3.41” [88].

., Te wszystkie dziatania nie przyniosq efektu jesli nasz problem nie jest liniowo separowalny. Mo-
Zemy jednak skorzystac z twierdzenia Covera, ktére mowi, ze ztozony problem klasyfikacyjny zrzu-
towany nieliniowo na przestrzen wielowymiarowq ma wigksze prawdopodobieristwo by¢ liniowo

separowalny” [88].

,» Rozwiqzaniem zatem, jest przejscie do przestrzeni o duzo wigkszej iloSci wymiarow, w ktérej nasz

problem bedzie juz liniowo separowalny 3.42” [88].
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(@)

Rysunek 3.41: Podzial przestrzeni cech z wykorzystaniem hiperptaszczyzny ze stabymi marginesami.
[88].
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Rysunek 3.42: Przejscie do przestrzeni cech o wyzszej wymiarowoSci [88]
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Skutecznos¢ algorytmu SVM zalezy do jego typu: C-SVC, nu-SVC, epsilon-SVR, nu-SVR oraz
od rodzaju zastosowanej funkcji jadra. W literaturze [94, 294] mozemy spotkaé wiele r6znych

funkcji jadra SVM. Do najczgsciej stosowanych naleza:

liniowa: K (x;,z) = X X;

wielomianowa: K (z;, z) = (yz’x 4 %)

radialna (RBF, ang. Radial Basis Function): K (z;,z) = —v||z — z;||?, v >0
Gaussowska RBF: K (z;, ) = exp(— ||z — z;]|)%/20?
sigmoidalna: K (z;, x) = tanh(yz’z; + c)

Warto tez wspomnie¢, ze klasyfikator SVM moze by¢ traktowany jako sieé¢ neuronowa (sie¢ SVM)
stosujaca roézne funkcje aktywacji i implementujaca specjalny sposéb uczenia sprowadzajacy sig¢
do programowania kwadratowego [241]. Sie¢ SVM nalezy do sieci jednokierunkowych i ma struk-

ture dwuwarstwowa sktadajaca si¢ z warstwy ukrytej i wyjsciowe;.

Nalezy rowniez zwrécié uwage na fakt, ze klasyfikator SVM zostat zaprojektowany do rozwia-
zywania probleméw dwu-klasowych. Istnieja jednak rozwiazania umozliwiajace za pomoca ma-
szyny wektorow no$nych (SVM) rozpoznawanie wigkszej liczby klas (rys. nr 3.43). Naleza do

nich techniki:

- jeden przeciw Wszystkim (ang. one versus all)

—1)

klasyfikatoréw, gdzie k jest liczba klas,

— oraz ich kombinacje.
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Rysunek 3.43: Rozpoznawanie wielu klas za pomoca SVM.

Probabilistyczna sie¢ neuronowa (PNN) [303, 34, 257] — stosowana do rozwigzywania probleméw
klasyfikacyjnych, wykorzystuje technike aproksymacji jadrowej do estymacji funkcji gestoSci

prawdopodobienstwa dla klas.

Wartosci wyjSciowe sieci, s traktowane jako prawdopodobienistwa przynaleznosci do klas. Sie¢ w
trakcie uczenia w rzeczywistosci, uczy si¢ aproksymowac funkcje gestosci prawdopodobieristwa
reprezentowang przez zgromadzone dane. W kontekscie zagadnien klasyfikacyjnych, jesli mozna

wyznaczy¢ estymatory funkcji gestoSci prawdopodobiefistwa parametrow (zmiennych wejscio-
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wych) dla mozliwych klas, to mozna poréwna¢ wynikajace z nich prawdopodobieristwa i wybraé

jako rozwiazanie problemu klas¢ najbardziej prawdopodobna.

»Zblizajac sig (w przestrzeni sygnatow wejsciowych) do miejsca lokalizacji jednego z przypad-
kow ciqgu uczqcego mozna mie¢ zaufanie do rosnqcej gestosci prawdopodobieristwa, natomiast
w wigkszej odlegtosci od jakiegokolwiek znanego przypadku poziom zaufania jest zdecydowanie
mniejszy i zmniejsza sig w miare oddalania. W estymacji jadrowej, proste funkcje (tak zwane ,,jq-
drowe”) sq lokowane w miejscu wystqpienia kazdego dostgpnego przypadku, a nastgpnie sq one
dodawane w celu uzyskania estymatora tqcznej funkcji gestosci prawdopodobieristwa. W typowych

przypadkach, kazda funkcja jadrowa jest funkcjq Gaussowskq (dzwonowq)” [34].

,» W sieci PNN wystepujq przynajmniej trzy warstwy: wejsSciowa, radialna i wyjsciowa. Neurony
radialne majq parametry kopiowane bezposrednio z danych uczqcych; kazdy z nich odpowiada
Jjednemu przypadkowi. Wyglada to w taki sposob, Ze kaidy z neuronow radialnych modeluje funk-
cje Gaussa wycentrowanq nad ,,swoim” przypadkiem uczqcym. Natomiast w warstwie wyjsciowej
kazdej klasie odpowiada jeden neuron. Do kazdego z tych neuronéw wyjsciowych docierajq po-
taczenia od tych neuronéw radialnych, ktére zostaty ustawione nad punktami (zestawami danych
wejsciowych) nalezqcymi do danej klasy. Nie wystgpujq natomiast potqczenia neuronow wyjscio-
wych z innymi neuronami radialnymi. Neurony wyjsciowe sumujq wiec po prostu wartoSci wyj-
Sciowe pojawiajqce si¢ na wyjsciach neuronow radialnych nalezqcych do klasy odpowiadajqcej
danemu neuronowi wyjsciowemu. WartoSci wyjsciowe neuronow wyjsciowych, sq wigc proporcjo-
nalne do estymatoréw jadrowych funkcji gestosci prawdopodobieristwa dla réznych klas, i po za-
stosowaniu normalizacji zapewniajqcej ich sumowanie do jednosci stanowiq wprost oszacowania

prawdopodobieristwa przynaleznosci do poszczegolnych klas” [34].

,,Jedynym parametrem wptywajqcym na proces uczenia sieci typu PNN, jest wspotczynnik wy-
gladzania. Wspotczynnik ten, reprezentujqcy odchylenie radialne odpowiednich funkcji Gaussow-
skich, jest miarq zasiggu oddziatywania ,,wiedzy” zawartej w przypadkach tworzqcych ciqg uczqcy
na otaczajqce obszary przestrzeni sygnatow wejsciowych. Wspotczynnik ten musi byc¢ okreslony w
taki sposob, aby funkcje Gaussowskie zachodzity na siebie w ,,rozsqdnym stopniu” - zbyt mate
odchylenie powoduje, Ze aproksymacja jest bardzo szpiczasta, co uniemozliwia generalizacje, zas
zbyt duza wartosc¢ tego wspotczynnika uniemozliwia prawidtowy opis szczegotow aproksymowanej

Sfunkcji rozktadu prawdopodobieristwa” [34].

., Zaletq omawianych sieci jest duza szybkos¢ ich uczenia. Na proces uczenia tych sieci sktada sig
bowiem w rzeczywistoSci wytqcznie kopiowanie przypadkow uczqcych do odpowiednich neuronéw

sieci, co zgodnie 7 oczekiwaniami trwa bardzo krotko” [34].

,» Najwiekszq wadq sieci typu PNN jest ich wielkos¢. Sie¢ tego typu musi bowiem zawieraé w swojej
strukturze neurony odpowiadajqce poszczegolnym rozwazanym przyktadom, co powoduje, e w

rzeczywistosci w strukturze sieci odwzorowany jest caty zbior uczqcy” [34].

Sieci PNN zaliczane sg do tak zwanych sieci Bayesowskich.
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Sie¢ neuronowa o radialnych funkcjach bazowych (RBFNN) [77, 34, 257] — dzieli przestrzen sygna-
6w wejsciowych przy uzyciu okregéw lub (bardziej ogdlnie) hipersfer (okreslanych przez ich
srodki i promienie). Jej neurony reaguja (nieliniowo) na odlegtos¢ punktéow od ,,centrum”, ktére
jest reprezentowane przez podlegajace uczeniu parametry neuronu radialnego. Powierzchnia od-
powiedzi pojedynczego neuronu radialnego ma charakter funkcji Gaussowskiej (dzwonowej), o
wierzchotku potozonym nad centrum i o malejacej wartoSci funkcji wraz z oddalaniem si¢ od
tego punktu. Mozna zmieniaé nachylenie funkcji Gaussowskiej. Neuron radialny jest zdefiniowany
przez swoje centrum oraz parametr okreslany jako ,,promiefi”. Punkt w przestrzeni N-wymiarowe;j
jest definiowany przy uzyciu N liczb, co doktadnie odpowiada liczbie wag neuronu. Promieri (lub

inaczej odchylenie radialne) jest przechowywany w neuronie jako tak zwana ,,warto$¢ progowa”.

»Sie¢ RBF posiada zwykle jednq warstwe ukrytq, zawierajqcq neurony radialne, 7 ktérych kazdy
modeluje Gaussowskq powierzchnie odpowiedzi. Z uwagi na silnie nieliniowy charakter tych funk-
cji, zazwyczaj wystarcza jedna warstwa ukryta do zamodelowania funkcji o dowolnym ksztatcie.
Warunkiem utworzenia przez sie¢ RBF skutecznego modelu dowolnej funkcji jest jednak zapew-
nienie w strukturze sieci dostatecznej liczby neuronow radialnych. Jesli jest ich wystarczajqco
duzo, mozna do kazdego istotnego szczegotu modelowanej funkcji przywiqzac odpowiedni neuron
radialny, co gwarantuje, ze uzyskane rozwiqzanie bedzie odwzorowywato zadanq funkcje z cat-
kowicie satysfakcjonujqcq wiernoSciq. Warstwe wyjsciowq sieci stanowi wazona suma wartosci
funkcji Gaussowskich czyli liniowa kombinacja, wartosci wyjsciowych, ukrytych neuronow radial-
nych. Sie¢ RBF posiada wigc warstwe wyjsciowq zawierajqcq neurony liniowe z liniowq funkcjq

aktywacji” [34].

»Sieci RBF posiadajq kilka zalet w porownaniu z sieciami typu MLP. Po pierwsze, jak juz wczeSniej
stwierdzono, mogq one modelowac dowolnq funkcje nieliniowa, za pomocq pojedynczej warstwy
ukrytej, przez co eliminuje sig koniecznos¢ podejmowania na etapie projektowania decyzji doty-
czqcej liczby warstw. Po drugie, prosta transformacja liniowa dokonywana w warstwie wyjsciowej
moze by¢ w catosci zoptymalizowana przy uzyciu tradycyjnych technik modelowania liniowego,
ktore sq szybkie co powoduje, ze sieci RBF mogq by¢ uczone w bardzo krotkim czasie (roznica w

szybkoSci uczenia dotyczy rzedow wielkoSci)” [34].

»Inng cechq roznicujacq dziatanie sieci RBF od sieci MLP jest inne podejscie do modelowa-
nia przestrzeni. Model uzyskiwany w przypadku sieci RBF mozna okresli¢ jako ,,skupieniowy”,
natomiast model uzyskiwany w przypadku sieci MLP mozna okresli¢ jako ,,ptaszczyznowy”. Ta

odmiennos¢ modeli ma swoje praktyczne konsekwencje” [34].

. Eksperymenty pokazuja, Ze bardziej wyrafinowane ksztatty modelowanych funkcji i wyzsze ocze-
kiwania odnosnie doktadnosci odpowiedzi wymagajq zastosowania w sieciach RBF wigkszej liczby

neuronow niz w sieciach MLP” [34].

., Podejscie ,,skupieniowe” powoduje réwniez, Ze sieci RBF nie majq sktonnosci do ekstrapolacji
modelowanych zaleznosci poza obszarem wyznaczonym znanymi danymi. Jesli wprowadzone dane

testowe sq istotnie oddalone od danych uczqcych to odpowied? sieci obniza sie¢ gwattownie do
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zera. W przeciwieristwie do tego, sie¢ MLP jest bardziej zdecydowana w swojej odpowiedzi nawet

w przypadku uzycia danych testowych daleko oddalonych od danych uczqcych” [34].

»Sieci RBF sq rowniez bardziej wrazliwe na ,,problem wymiarowoSci” i majq wigksze ktopoty jesli

liczba neuronow wejsciowych jest duza” [34].

,» Uczenie sieci RBF przebiega w kilku oddzielonych od siebie etapach. W pierwszej fazie wy-
znaczane sq centra i odchylenia neuronow radialnych, nastepnie optymalizowana jest warstwa

wyjsciowa” [34].

Algorytm k-najblizszych sasiadow (KNN) (ang. k-Nearest Neighbour) [57, 88] — najbardziej znany
klasyfikator minimalno-odlegto$ciowy. ,, Metoda ta polega na przydzieleniu klasyfikowanej probki
do klasy najczesciej wystepujqcej wsrod jej k-najblizszych sqsiadow, w sensie pewnej ustalonej
miary odlegtosci. NajczeSciej stosowanymi miarami odlegtosci sq: metryka Euklidesowa (ang.
Euclidean distance) lub metryka miejska (ang. Manhattan distance). Rzadziej stosowane, ze

wzgledu na wyzszy koszt obliczeniowy, sq metryki Czebyszewa czy M ahalonobis” [88].

Zasada dzialania tego klasyfikatora jest bardzo prosta. Zostata ona przedstawiona graficznie na
rysunku nr 3.44. Testowana probka czerwona gwiazda zostanie zakwalifikowana jako fioletowe
koto w przypadku k = 3, natomiast gdy k = 6 czerwona gwiazda zostanie zakwalifikowana jako
Zotte koto, poniewaz w jej najblizszym sasiedztwie (wyznaczonym za pomoca k) jest wigcej tego

typu obiektow.
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Rysunek 3.44: Zasada dziatania klasyfikatora kNN [40].

., Oczywiscie, w przypadku parzystej wartosci k moze sig zdarzyé, Ze liczba sqsiadow z dwoch réz-
nych klas bedzie identyczna. Dlatego tez najczesciej wybiera sig nieparzystq wartoS¢ tego parame-
tru. Rozwiqzuje to problem tej samej liczby sqsiadow wytqcznie w przypadku problemu binarnego.
Jesli mamy do czynienia z wigkszq ilosciq klas, to musimy inaczej rozwiqzac ten problem. Przy
rownej liczbie sqsiadow mozemy na przyktad zakwalifikowac obiekt do klasy, do ktérej nalezy jego
najblizszy sqsiad” [88].

. Proces uczenia klasyfikatora k-NN polega po prostu na doborze parametru k. W literaturze za-
proponowano wiele réznych metod doboru tego parametru. Jednak najprostsze i najczesSciej sto-

sowane jest uzycie metody walidacji krzyZowej” [88].
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»Mimo swojej prostoty, metoda k-najblizszych sqsiadow osiqga bardzo dobre rezultaty w wielu
zastosowaniach. Metoda ta daje szczegolnie dobre wyniki w sytuacji, gdy mamy do czynienia z
bardzo nieregularnymi granicami decyzyjnymi lub gdy probki reprezentujqce te samq klase sku-

piajq sig w roztqcznych obszarach przestrzeni cech” [88].

,» Do zalet metody k-NN mozna zaliczyé wyjatkowo prosty proces uczenia sig (polega on po prostu
na wyborze parametru k), prostote implementacji oraz asymptotyczng optymalnosé. Oznacza ona,
Ze gdy licznos¢ zbioru uczqcego n — oo i k/n — 0, to metoda ta jest zbiezna do btedu Bayesa.
Nie bez znaczenia jest takze prostota implementacji tej metody jak i jej podatnosé na modyfikacje”

[88].

,Metoda ta jednak ma tez pewne wady. Jednq z nich jest wolny proces klasyfikacji. W przypadku
kazdej klasyfikowanej probki przegladamy caly zbior uczqcy, aby obliczy¢ wszystkie odlegtosci.
Powoduje to, Ze klasyfikator dziata tym wolniej im wigkszy jest zbior uczqcy. Jak tatwo zauwazyé
sam proces uczenia, cho¢ bardzo prosty jest bardzo kosztowny obliczeniowo. Na przyktad, aby

wybraé optymalng wartos¢ k musimy obliczy¢é O(n?) odlegtosci” [88].

., Kolejnq wadaq jest rowniez dos¢ duza, w poréwnaniu z innymi podejsciami, wrazliwos¢é na zbedne
cechy. Powoduje to koniecznos¢ stosowania algorytmow selekcji cech, ktore dodatkowo mogq
wplywaé na koszt uczenia si¢ klasyfikatora. Nie bez znaczenia jest tez koniecznoS¢ pamigtania

catego zbioru uczqcego podczas procesu klasyfikacji” [88].

SYSTEMY HYBRYDOWE

Systemy hybrydowe wykorzystuja co najmniej dwie metody sztucznej inteligencji, ktére wspdipra-
cujac ze soba potrafia zapewni¢ wigksza efektywnos¢ rozwiazywanego problemu. W niektérych przy-
padkach pojedyncze techniki nie zapewniaja wystarczajacych mozliwosci analizy danych. Zastosowanie
systeméw hybrydowych umozliwia, wyeliminowanie najstabszych cech, przy zachowaniu najwigkszych
atutéw pojedynczych metod, a co za tym idzie zwigkszenie mozliwos$ci calego systemu [257].

NajczeSciej stosowanymi systemami hybrydowymi sa [284, 210, 257]:

System ewolucyjno-neuronowy — rdzeniem takiego systemu jest sie¢ neuronowa, przy ktérej projek-
towaniu nalezy dobra¢ odpowiednie parametry, takie jak: architektura sieci, liczba warstw oraz
neuronéw w nich si¢ znajdujacych, sposob potaczenia neuronéw i funkcje przejscia (aktywacji) im
odpowiadajace oraz metoda treningu sieci. W takim przypadku, algorytm ewolucyjny moze znacz-
nie utatwi¢ nam zadanie, optymalizujac jeden lub kilka z wyzej wymienionych parametréw albo
uczac sie¢ neuronowa. Algorytm ewolucyjny (najczesciej genetyczny), uczac siec, przejmuje rolg
nauczyciela optymalizujac zestaw wszystkich wag i progéw calej sieci neuronowej. Argumentami
przemawiajacymi za stosowaniem algorytmow ewolucyjnych sa: omijanie miniméw lokalnych na
ktére moze wpadac klasyczny algorytm podczas uczenia sieci neuronowej, globalne przeszukiwa-
nie przestrzeni wag i progéw oraz mozliwo$¢ wykorzystania w problemach, w ktérych trudna jest

do uzyskania informacja dotyczaca gradientéw [257].

Podsumowujac metody ewolucyjne mozemy zastosowaé do rozwiazywania nastgpujacych zadan
[257]:
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— uczenia sieci neuronowych przez wyznaczenie wartoSci wag i progéw,
— poszukiwania optymalnej architektury sieci,

— réwnoczesnego okreslania struktury oraz warto$ci wag i progéw sieci.

System neuronowo-rozmyty [305, 184] — jest systemem rozmytym, ktéry po odpowiednim doborze
operator6w rozmytych oraz ksztattu funkcji przynaleznosci w konkluzjach zostat przeksztatcony
w rOwnowazng matematycznie sie¢ neuronowg o radialnych funkcjach przejscia. Laczy zalety sieci
neuronowych oraz klasycznych systemow rozmytych. Charakteryzuje si¢ czytelna reprezentacja
wiedzy, reprezentowanej przez reguty rozmyte, w przeciwienstwie do klasycznych sieci neurono-
wych, w ktérych wiedza zawarta jest w warto$ciach wag i progéw. Ponadto, systemy neuronowo-
rozmyte mozna uczy¢, wykorzystujac ideg metody wstecznej propagacji btedow, ktora jest pod-
stawa uczenia wielowarstwowych sieci neuronowych. Uczeniu najczeéciej podlegaja parametry
funkcji przynaleznos$ci wystgpujacych w przestankach i konkluzjach regut wnioskowania (rozmy-
tych). Zalety systeméw neuronow-rozmytych sa powodem ich stosowania w zadaniach klasyfika-
cji, aproksymacji i predykcji. Wigkszo$¢ systemow neuronowo-rozmytych wykorzystuje wniosko-

wanie typu Mamadaniego lub schemat Sugeno [257].

System ewolucyjno-rozmyty — jest wiele sposoboéw laczenia algorytmu ewolucyjnego z systemem roz-

mytym, najpopularniejszymi sa [257]

— kontrola pracy algorytmu ewolucyjnego z wykorzystaniem rozmytej bazy wiedzy — takie
potaczenie pozwala sterowaé parametrami algorytmu oraz monitorowaé jego prace w celu
uniknigcia niepozadanych zachowan, takich jak przedwczesna zbieznos¢,

— wykorzystanie logiki rozmytej w samym algorytmie ewolucyjnym — istnieje mozliwos¢ zde-
finiowania rozmytych operacji genetycznych, a nawet rozmytych genéw,

— wykorzystanie algorytméw ewolucyjnych do optymalizacji systeméw rozmytych — odpo-
wiedni dobdr parametréw systemu rozmytego (najczeSciej zmiennych funkcji przynalezno-
Sci opisujacych wartoSci lingwistyczne wystepujace w przestankach i konkluzjach) w celu
zwigkszenia efektywnosci dziatania systemu. Istnieje réwniez mozliwo$¢ zastosowania al-

gorytmdéw ewolucyjnych do uczenia samych regul rozmytych.

ZESPOLY KLASYFIKATOROW

(ang. ensemble classifiers, ensemble learning, combining classifiers, ensembles of classifiers) [88,
191, 267, 279, 268, 239, 107, 337, 18, 19, 17, 134, 365]

, Kazdy 7 klasyfikatorow ma swoje zalety, ale ma tez pewne wady. Idealnym rozwiqzaniem bytoby
zatem stworzenie takiej hybrydy, ktéra wykorzystataby zalety wszystkich klasyfikatorow sktadowych jed-
noczesnie minimalizujqc ich wady” [88].

., Dodatkowym problemem, ktory pojawia sie w przypadku kazdego klasyfikatora jest niebezpieczen-
stwo przeuczenia. Polega ono na tym, ze wybrany model klasyfikacji (klasyfikator, jego parametry, wektor
cech) mimo, Ze osiqga bardzo dobre wyniki na zbiorze uczqcym, to ma jednak stabe zdolnosci generali-

zacji problemu. Osiqga stabe wyniki na zbiorze nieznanych probek (zbiorze testowym). Nie da sig tego
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uniknq¢ ze wzgledu na skoriczong wielkos¢ zbiorow danych. Co wigcej czesto dysponujemy bardzo ogra-
niczonq liczbq probek reprezentujgcych klasy, a to dodatkowo pogtebia problem” [88].

,» Rosngce mozliwosci komputerow réowniez zachecajq do tworzenia coraz bardziej ztoZonych syste-
mow. W literaturze mozemy znalez¢é wiele metodologii tworzenia i tqczenia zespotow klasyfikatoréw”

[88].

Metody tworzenia zespolow klasyfikatorow:
— Stosowanie r6znych podzbioréw z danymi treningowymi dla tego samego klasyfikatora.
— Stosowanie réznych parametréw do tworzenia modeli dla tego samego klasyfikatora.

— Stosowanie roznych klasyfikatoréw.

Metody laczenia zespolow Kklasyfikatorow:

— ,,Zespoty klasyfikatorow kombinowanych (rownolegtych z gtosowaniem) (ang. classifiers fusion,
mixture of experts)) — w ktorych klasyfikatory sktadowe podejmujq niezalezne decyzje. Decyzje te
sq na wyziszym poziomie scalane [192]. Najczestszq metodq podejmowania decyzji na wyziszym
poziomie jest glosowanie wigkszoSciowe (ang. majority voting)” [88].

— ,,Zespoty klasyfikatorow lokalnych (ang. classifier selection) — w tym wypadku kazda probka jest
klasyfikowana przez jeden wybrany (,, kompetentny”) klasyfikator. Przyktady zastosowania tej me-
todologii mozemy znaleZ¢ miedzy innymi w pracach Wozniaka [337] czy Kunchevej [190]” [88].

— ,,Zespoty klasyfikatoréw kaskadowych (ang. cascade classifiers, multistage classifiers)) — rozpo-
znawane probki podawane sq na wejscie pierwszego klasyfikatora. Jesli uzna on, Ze decyzja o
przydziale do danej klasy jest obciqzona zbyt duzq niepewnosciq, to probka wysytana jest na wej-
Scie kolejnego klasyfikatora. Zwykle kolejnosS¢ klasyfikatorow jest z gory ustalona. Jako pierwszy
stosujemy najszybszy z nich, ktory czesto odrzuca (przesylajac na wejscie kolejnego klasyfikatora)

duzo prébek. Przyktad takiego klasyfikatora mozemy znaleZ¢ w pracy Barama [67]” [88].

., Wszystkie opisane powyZzej metodologie zaktadajq, Ze grupa klasyfikatorow osiqgnie lepszy wynik
niz pojedynczy klasyfikator. Mozna przytoczyé wiele prac [182, 197, 191, 358], zaréwno praktycznych
jak i teoretycznych, ktore potwierdzajq, Ze tak jest w istocie. Wigcej, moZemy zauwazyé, e w wielu wy-
padkach pojedyncze klasyfikatory dajq wyniki co prawda deterministyczne, ale tez niestabilne. To znaczy,
ze przy modyfikacjach zbioru uczqcego generujq istotnie rozniqce sig modele. Dzigki tqczeniu roznych
modeli generowanych na podstawie roznych zbiorow uczqcych mozemy uzyska¢ znaczqcy przyrost po-
prawnych klasyfikacji [110]”. [88]

Zespoty to pakiety klasyfikatorow podejmujace decyzje za pomoca glosowania. Zespolty moga sig¢
sktadaé z takich samych klasyfikatoréw (np. metody Bagging i Boosting) lub zespoty moga taczy¢ wiele

réznych klasyfikatorow wykorzystujac mocne cechy kazdego z nich.

Reguly laczenia (fuzji) klasyfikatoréow:

— ,,Gtosowanie — w najprostszym przypadku ostateczna decyzja klasyfikatora jest podejmowana w
glosowaniu. Zwycigza ta klasa, ktora otrzyma najwigkszq liczbe glosow. Czasami stosuje sig takze
inne strategie. Na przyktad wigkszosci gtosow 50% + 1 lub jednomysinosci. Tego typu schematy

glosowania sq stosowane gtownie w medycynie, w zastosowaniach, w ktorych podjecie poprawnej
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decyzji jest niezwykle istotne. Taki klasyfikator, w przypadku nieuzyskania wigkszosci gtosow, lub
braku jednomysinosci daje odpowied? ,,nie wiem”, czyli odrzuca probke” [88].

— ,,Prawdopodobieristwo przynaleznosci — innym podejsciem stosowanym w przypadku zespotow
Jjest podawanie prawdopodobieristwa przynaleznosci do klasy na podstawie rozktadu gtosow kla-
syfikatorow sktadowych. Czesto tez takim klasyfikatorom przydziela si¢ wagi, na przyktad na pod-
stawie ich wiarygodnoSci. Przez wiarygodnosé klasyfikatora sktadowego rozumiemy wynik jaki
uzyskat on na zbiorze uczqcym” [88].

— ,,Kompetencje klasyfikatorow — jeszcze innym podejsciem do schematu gltosowania jest przypisy-
wanie kompetencji poszczegolnym klasyfikatorom w zakresie pewnych klas lub czeSci przestrzeni
cech. To podejscie moze by¢ szczegolnym przypadkiem przydziatu wag. Z tq tylko roznicq, Ze wagi
nie sq w tym wypadku zwiqzane 7 klasyfikatorem, ale 7 konkretnymi klasami. Mozemy tez pojs¢
Jeszcze dalej i stosowac rozne wagi przydzielajqc je do pewnych wektorow cech” [88].

— Metaklasyfikatory — metaklasyfikator wyjSciowy taczy zesp6t podrzednych klasyfikatorow po-
przez interpretacj¢ ich odpowiedzi oraz podjecie ostatecznej decyzji. Celem tego podejscia jest

stabilizacja i poprawa jakosci rozpoznawania klasyfikatorow stabych [337].

., Oczywiscie w przypadku tworzenia klasyfikatora ztoZonego opartego o metodologie zespotow bar-
dzo waznq kwestiq jest w jaki sposob dobierac klasyfikatory sktadowe (cztonkow zespotu). Czesto kieru-
jemy sig po prostu intuicjq jednak naleZy zwroci¢ uwage na trzy podstawowe zatoZenia przedstawione

ponizej” [88].

Podstawowe zalozenia doboru klasyfikatorow (czlonkow zespotu):

— ,,Niezaleinos¢ statystyczna (réznorodnosc) — jesli w zespole bedq wystepowac klasyfikatory doko-
nujqce identycznych klasyfikacji dla podzbiorow danych, to nie jest mozliwe, aby wynik zespotu
mogt by¢ lepszy od wyniku pojedynczego modelu. A zatem wazne jest, aby klasyfikatory popetniaty
mozliwie rozne bledy” [88].

— ,, Efektywnosé¢ — dziatanie cztonkow zespotu musi by¢ stosunkowo szybkie, poniewaz tylko to po-
zwoli na uruchomienie w sensownym czasie odpowiedniej liczby klasyfikatorow sktadowych” [88].

-, Jakos¢ — doktadnos¢ klasyfikatorow sktadowych musi by¢ znaczqco lepsza od klasyfikatorow lo-

sowych w przeciwnym przypadku nastqpi pogorszenie wyniku osiqgnigtego przez zespot” [88].

., Oczywiscie wszystkie te zatoZenia trudno jest spetni¢. W praktyce najwiekszq uwage nalezy zwroci¢

na niezaleznos¢ statystyczng, a w drugiej kolejnosci na jakosé [110]” [88].

Nalezy réwniez nadmieni¢, ze oprocz zalet ktére oferuja zespoty klasyfikator6w w postaci wigksze;j
stabilno$ci oraz wigkszej skuteczno$ci rozpoznawania ich stosowanie obarczone jest wada w postaci

duzo wigksza zlozonosci obliczeniowe;j.

Dziedzina taczenia klasyfikatorow rozwija si¢ bardzo dynamicznie. W zwiazku z tym faktem istnieje
ogromna ilo§¢ metod opisanych w literaturze. DoS¢ obszerny ich przeglad mozna znaleZzé w pozycjach:
[191, 267, 279, 268, 239, 107, 337, 134]. Ponizej zostaly przedstawione wybrane metody laczenia kla-

syfikatorow.
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Najpopularniejsze zespoly klasyfikatorow:

Bagging — ,,metoda opracowana przez Breimana w 1996 roku [76, 114]. Bagging (czyli ang. Bootstrap

aggregation) polega na wygenerowaniu wielu zbioréw uczqcych za pomocq losowania ze zwra-
caniem ze zbioru pierwotnego. W rezultacie niektore probki nie wystepujqa w zbiorze uczqacym w
ogole, natomiast inne mogq pojawiac sie w nim wielokrotnie. Wszystkie zbiory uczqce majq takq

samq liczebnos¢ jak zbior pierwotny.

Nastepnie generowane sq klasyfikatory dla kazdego zbioru uczqcego, a ostateczna decyzja podej-
mowana jest poprzez gltosowanie wigkszosciowe tak utworzonych klasyfikatorow. Quinlan poka-
zat, Ze ta technika jest bardzo uzyteczna w przypadku zadan klasyfikacji generujqcych niestabilne
klasyfikatory [272]. Schemat algorytmu klasyfikatora utworzonego metodq bagging zostat przed-

stawiony ponizej za pomocq pseudokodu 3.2” [88].

Algorytm 3.2: Schemat klasyfikatora utworzonego za pomoca metody Bagging

1

2

3

4

140

Wygeneruj zbidr uczacy U; ze zbioru U metoda bootstrap;

Skonstruuj regute decyzyjna d(U;);

Za pomoca d(U;) sklasyfikuj wszystkie probki z;;

11+ 1;

Jesli i < MaxlIterations przejdz do kroku nr 2;

Zlicz liczbe gtoséw, ktére padty na kazda klase N (x;);

Przyporzadkuj kazda prébke do klasy, na ktéra padta najwigksza liczba gltoséw;

Boosting/AdaBoost — ,, Boosting to ogélna metoda majqca na celu zwigkszenie skutecznosci dziatania

dowolnego algorytmu uczqcego. Zostata ona zaproponowana przy okazji prac nad modelem ucze-
nia PAC (ang. Probably Approximately Correct) [/72, 331]. Technika ta polega na stosowaniu
sekwencji prostych modeli, w taki sposéb, aby kazdy kolejny model przyktadat wigkszq wage do

tych obserwaciji, ktore zostatly btednie zaklasyfikowane przez poprzednie modele.

Pierwszy taki algorytm zostat zaprezentowany w 1990 roku przez Schapire’a [291]. Algorytm ten
miat jednak sporo praktycznych wad. W roku 1995 Freund i Schapire przedstawili algorytm Ada-
Boost (ang. Adaptive Boost) [128], ktéry byt pozbawiony wad swojego poprzednika.

Dziatanie tego algorytmu rozpoczyna sie od nadania kazdej probce ze zbioru uczqcego jednako-
wej wagi, tak aby suma wszystkich wag wynosita 1. Kazda waga reprezentuje stopien trudnosci
klasyfikacji danej probki przez klasyfikator, ktory jest tworzony w danej rundzie. Algorytm tworzy
pewnaq okreslong liczbe klasyfikatorow sktadowych (po jednym w kazdej rundzie) i dla kazdego z
tych klasyfikatorow okresla jego wage w koricowym gtosowaniu. Kazda runda rozpoczyna sie od
okreslenia zbioru uczqcego na podstawie wag poszczegolnych probek. Nastgpnie przy uZyciu tego

zbioru tworzony jest klasyfikator.

Kolejnym krokiem jest wyznaczenie bledu klasyfikatora na jego zbiorze uczqcym. OkreSlamy w

ten sposob pewien wspotczynnik ,,waznoSci” klasyfikatora. Wspotczynnik ten jest tym wigkszy im
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wigksza czesS¢ probek zostata poprawnie sklasyfikowana. Nastgpnie modyfikujemy wagi probek.
Wagi probek, ktore zostaty blednie sklasyfikowane zostajq zwigkszone, zas wagi probek, popraw-
nie zaklasyfikowanych zostajq zmniejszone. Dzigki takiemu postepowaniu kazdy nastepny klasy-
fikator koncentruje sig na ,,trudniejszych” probkach. Ostateczna decyzja klasyfikatora AdaBoost
Jjest podejmowana za pomocq gtosowania z wykorzystaniem wag utworzonych w ostatnim kroku

algorytmu. Pseudokod tego algorytmu jest zamieszczony ponizej 3.3” [88].

Algorytm 3.3: Schemat klasyfikatora utworzonego za pomoca metody AdaBoost

14+ 0;

2w+ 1/n;j=1,2,...,n;

3 Wygeneruj zbidr uczacy U; ze zbioru U z uwzglednieniem wag;

4 Skonstruuj regule decyzyjna d(Uj;);

5 Zapomoca d(U;) sklasyfikuj wszystkie prébki ;

6 Na podstawie bledéw popetnionych przez klasyfikator zmodyfikuj wagi w;;;

7 114+ 1;

8 Jeslii < K przejdz do kroku nr 3;

9 Zlicz liczbe gtoséw, ktére padty na kazda klase N (x;) uwzgledniajac wagi wi;;
10 Przyporzadkuj kazda probke do klasy, na ktéra padta najwigksza liczba gltoséw;

GLEBOKIE UCZENIE

(ang. deep learning, deep structured learning, hierarchical learning, deep machine learning) [106,
155, 70, 71, 293, 200, 60, 7, 8, 6]

Gtebokie uczenie jest jedna z technik uczenia maszynowego, charakteryzujaca si¢ hierarchiczng ar-
chitekturg sktadajaca si¢ z wielu warstw w ktérych nastepuja kolejne etapy przetwarzania informacji.
Warstwy wejSciowe stuza do nienadzorowanej ekstrakcji cech, na podstawie ktérych warstwy wyjsciowe
dokonuja analizy i klasyfikacji wzorcéw.

Istota glgbokiego uczenia jest wydobywanie (obliczanie) hierarchicznych cech lub reprezentacji z
danych wejsciowych. Jest to podejscie w ktéorym cechy wysoko-poziomowe sa zdefiniowane przez ich
nisko-poziomowe odpowiedniki (cechy).

W ostatnich latach, dzigki rozwojowi skuteczniejszych i szybszych algorytméw treningu, rodzina
metod glebokiego uczenia staje si¢ coraz liczniejsza. W jej sktad wchodza: sieci neuronowe, hierar-
chiczne modele probabilistyczne oraz rézne algorytmy nienadzorowanego i nadzorowanego wydobywa-

nia (uczenia) cech.

Cechy charakterystyczne glebokiego uczenia:
— zastosowanie kaskady wielu warstw sktadajacych si¢ z weziéw nieliniowego przetwarzania stuza-
cych do ekstrakcji i transformacji cech oraz analizy i klasyfikacji wzorcéw. Kazda kolejna warstwa

wykorzystuje wyjscia poprzedniej warstwy jako swoje wejscia. Zaprojektowane algorytmy moga
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by¢ uczone w sposéb nadzorowany w celu klasyfikacji wzorcéw lub nienadzorowany w celu ana-
lizy wzorcow.

— bazowanie na nienadzorowanym treningu (nawet algorytmy stuzace do klasyfikowania najpierw sa
wstepnie uczone w sposob nienadzorowany, a dopiero péZniej w sposéb nadzorowany) opieraja-
cym si¢ na wielu poziomach cech wydobytych z danych wejsciowych. Cechy wyzszego poziomu
sq otrzymywane na podstawie cech nizszego poziomu w ten sposéb tworzac hierarchiczng repre-
zentacje.

— bazowanie na uczeniu si¢ reprezentacji danych w ramach szerokiej dziedziny uczenia maszyno-
wego

— uczenie si¢ wielu poziomdéw reprezentacji danych ktére odpowiadaja r6znym poziomom abstrak-

cji; te poziomy tworza hierarchig¢ pojecé.

Algorytmy glebokiego uczenia sktadaja si¢ z wigkszej liczby warstw przetwarzajacych informacje
wejsSciowe niz algorytmu ptytkiego uczenia. W kazdej warstwie, sygnal jest przetwarzany przez nieli-
niowy wezel ktérym moze by¢ np. sztuczny neuron, ktérego parametry sa optymalizowane podczas tre-
ningu. Larncuch przetwarzania informacji od wej$¢ do wyjs¢ sieci jest nazywany zaufana $ciezkg przypo-
rzadkowania (ang. credit assignment path - CAP). Sciezki te opisuja potencjalnie przyczynowe powiaza-
nia pomigdzy wejsciami i wyjsciami i moga r6znic si¢ dlugoscia. Dla sieci neuronowej jednokierunkowej
(np. perceptronu wielowarstwowego - MLP), glebokos¢ Sciezek CAPs, a co za tym idzie gtgbokos¢ sieci
mozemy zdefiniowaé jako liczbg warstw ukrytych plus jeden (poniewaz neurony w warstwie wyjsciowej
podlegaja réwniez nauce). Natomiast dla rekurencyjnej sieci neuronowej (RNN), w ktérych sygnal moze
przeplywaé przez warstwy wigcej niz jeden raz ze wzgledu na sprzezenia zwrotne, dtugos¢ Sciezek CAP
jest nieograniczona. Nie ma powszechnie uzgodnionego progu od ktérego mozemy podzieli¢ algorytmy
uczenia na plytkie i glgbokie, jednak wigkszoS¢ uczonych zgadza si¢ ze stwierdzeniem, ze glgbokie
uczenie charakteryzuje si¢ wieloma nieliniowymi warstwami (liczba Sciezek C AP > 2), a Schmidhuber

zdefiniowal, ze z bardzo glebokim uczeniem mamy do czynienia przy liczbie Sciezek CAP > 10.

W zadaniach dotyczacych nadzorowanego uczenia, metody glebokiego uczenia zastgpuja przetwa-
rzanie wstgpne danych, ekstrakcje i selekcj¢ cech (inzynieri¢ cech), poprzez tlumaczenie danych do
skondensowanych posrednich reprezentacji podobnych do sktadowych giéwnych oraz ksztattuja struk-

ture warstwowa poprzez usunigcie nadmiarowych reprezentacji (informacji).

Zaleta glgbokiego uczenia jest fakt, ze wiele algorytméw z tej dziedziny moze by¢ stosowanych do
zadafi dotyczacych treningu nienadzorowanego. Jest to wazna zaleta, poniewaz w praktyce spotykamy

wigcej danych nieoznaczonych, wymagajacych treningu nienadzorowanego.

Metody glebokiego uczenia bazuja na wielowarstwowych sieciach neuronowych, dlatego mozemy
stwierdzic, ze jest to dziedzina rozwijana od wielu lat. Jednak ze wzgledu na bardzo trudny (rzadko kon-
czacy si¢ sukcesem - znalezieniem minimum globalnego btedu), dla klasycznych algorytméw uczenia,
i ztozony obliczeniowo trening oraz efekt przeuczenia metody glgbokiego uczenia byly rzadko wyko-
rzystywane w praktycznych problemach. Z tego wzgledu, waznym aspektem stal si¢ optymalizacja i
regularyzacja metod uczenia sieci neuronowych z wieloma warstwami ukrytymi. Dopiero w ostatnich

latach po odkryciu nowych, szybszych i skuteczniejszych algorytméw treningu dziedzina obejmujaca
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metody glebokiego uczenia przezywa swéj renesans.

Nowe podejscie do treningu glebokich sieci neuronowych przedstawit w 2006 roku Hinton [150,
149]. Nowa koncepcja polegata na zastosowaniu treningu wstgpnego. Taki trening byt efektywny ponie-
waz polegal na uczeniu, nie catej sieci, a poszczegdlnych warstw. Wyuczone cechy z danej warstwy sa
uzywane jako dane wejSciowe dla treningu nastgpnej warstwy na stosie. Polaczenie zestawu prostszych
modeli (warstw) uczonych sekwencyjnie pozwala w skuteczny sposéb stworzy¢ (nauczy¢) skompliko-

wany (zlozony) model.
Rodzaje technik glebokiego uczenia

Wedtug tradycji, naturalnym podziatlem wsréd metod uczenia maszynowego jest podziat na metody z
nadzorowanym i nienadzorowanym treningiem. Jednak w dziedzinie glebokiego uczenia nalezy zwrdcic
uwagge na fakt, ze wigkszo$¢ metod z nadzorowanym uczeniem korzysta z wstgpnego nienadzorowanego
uczenia w celu zoptymalizowania wstgpnej konfiguracji parametréw, dzigki ktéremu ich trening jest
duzo bardziej skuteczny i szybszy.

Podzial metod glebokiego uczenia ze wzgledu na sposob treningu:

o glebokie modele dyskryminacyjne:

— glebokie sieci neuronowe (ang. deep neural networks - DNNs)
— rekurencyjne sieci neuronowe (ang. recurrent neural networks - RNNs)
— splotowe sieci neuronowe (ang. convolutional neural networks - CNNs)

e modele nienadzorowane / generatywne

restrykcyjna maszyna Boltzmanna (ang. restricted Boltzmann machine - RBMs)

sieci glebokiego zaufania (ang. deep belief networks - DBNs) [150, 32]

gleboka maszyna Boltzmanna (ang. deep Boltzmann machines - DBMs)

uregulowane auto-enkodery (ang. regularized autoencoders)
Typy sieci o glebokim uczeniu

Jak byto juz wspomniane, gtgbokie uczenie odnosi si¢ do dos¢ szerokiej klasy technik i metod ucze-
nia maszynowego, ktérych znakiem rozpoznawczym jest stosowanie wielu warstw nieliniowo przetwa-
rzajacych informacje o hierarchicznej strukturze. Biorac pod uwage w jaki sposéb te techniki i metody sa
uzywane, np. synteza/generacja lub rozpoznawanie/klasyfikowanie, mozna ogélnie podzieli¢ algorytmy

glebokiego uczenia na trzy gtéwne klasy:

Glebokie sieci z uczeniem nienadzorowanym lub generatywnym (ang. deep networks for unsupervi-
sed or generative learning) — sa przeznaczone do wydobywania korelacji wysokiego-rzedu pod-
czas przetwarzanych danych w celu analizy lub syntezy wzorcéw, w przypadku kiedy nie sa do-
stepne informacje na temat etykiet klas docelowych. Gdy sa uzywane w trybie generatywnym,
moga by¢ réwniez przeznaczone do scharakteryzowania wspdlnych rozktadéw statystycznych ana-

lizowanych danych i zwigzanych z nimi klas.

Glebokie sieci z uczniem nadzorowanym (ang. deep networks for supervised learning) — rowniez na-
zywane glebokimi sieciami dyskryminatywnymi (ang. discriminative deep networks), maja bez-

posrednio dostarczy¢ moc dyskryminacyjna wzorca do celéw klasyfikacji, czgsto za pomoca scha-
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rakteryzowania rozktadéw klas zwigzanych z analizowanymi danymi. Etykiety z wzorcowymi od-

powiedziami sa zawsze dostgpne w bezposSredniej lub posredniej formie.

Hybrydowe glebokie sieci (ang. Hybrid deep networks) — celem tych sieci jest dyskryminacja, ktéra
jest wspierana, czgsto w istotny sposéb, przez wyniki uzyskane z glebokich sieci z uczeniem nie-

nadzorowanym lub generatywnym.

W literaturze okresleniem ,hybrydowe” okresla si¢ rowniez systemy sktadajace si¢ z sieci neurono-
wych ktérych wyjscia s potaczone z wejsciami ukrytego modelu Markova (HMM).
Zalety i wady algorytmow glebokiego uczenia:

e Zalety:

Automatycznie wykonuja wewnatrz swej struktury (warstwy wejSciowe) przetwarzanie

wstepne danych, ekstrakcje i selekcje cech sygnatu wejsciowego.

Potrafia rozwiazywaé bardzo ztozone problemy.

Uzyskaja bardzo dobre wyniki w zadaniach bazujacych na treningu nienadzorowanym.

Bardzo dobrze sprawdzaja si¢ w przetwarzaniu obrazow oraz rozpoznawaniu mowy.
e Wady:

— Bardzo duza ztozono$¢ obliczeniowa, a co za tym idzie dtugi czas treningu.

— Mata skuteczno$¢ treningu (trudnoSci ze znalezieniem minimum globalnego bledu, ze
wzgledu na losowa konfiguracje wag i progéw poczatkowych oraz ogromna liczbe para-
metréw do zoptymalizowania).

— Podatno$¢ na efekt przeuczenia.

3.2.6. Optymalizacja parametrow

Kolejnym waznym zagadnieniem w analizie sygnalu EKG, opisanym w tej sekcji, jest optymaliza-
cja parametrOw zastosowanych klasyfikatoréw. Jest to niezwykle wazny etap determinujacy ostateczng
skuteczno$¢ zaprojektowanego algorytmu. Autor w niniejszej pracy zastosowal i poréwnat trzy metody

optymalizacji parametréw omdéwione ponize;j:

Metoda przeszukiwania siatki (ang. Grid search) [30] — jest to tradycyjna metoda z grupy optyma-
lizacji hiperparametrycznych (ang. hyperparameter optimization), ktéra polega na kompletnym
przeszukiwaniu okreslonego recznie podzbioru przestrzeni optymalizowanego parametru klasyfi-
katora. Algorytm przeszukiwania siatki powinien by¢ stosowany razem z metryka wydajnosci -
zwykle mierzong za pomoca metody walidacji krzyzowej dla zbioréw treningowych i testowych.
Do wad algorytmu przeszukiwania siatki mozemy zaliczy¢ duza ztozono$¢ obliczeniowa oraz wy-
soka skuteczno$¢ tylko dla funkcji jednoargumentowych, natomiast jego zaletg jest prostota. Naj-
lepiej si¢ sprawdza do wyznaczania punktéw startowych dla innych algorytmdéw. Ponizej zostata
przedstawiona procedura nr 3.4 wykonania optymalizacji za pomoca algorytmu przeszukiwania

siatki.

P. Ptawiak Diagnozowanie zaburzen serca na podstawie EKG i systemu ewolucyjno-neuronowego



3.2. Zastosowane w rozprawie metody 84

Algorytm 3.4: Procedura wykonania optymalizacji za pomocg algorytmu przeszukiwania siatki

1 Wybieramy z dziedzin f(z) siatke punktéw;

2 Dla kazdego punktu siatki wyznaczamy warto$¢ funkcji;

3 Wyznaczamy przedzial w ktérym podejrzewamy, ze jest minimum btedu;

4 Ten przedziat ponownie dzielimy na siatkg z wigksza rozdzielczo$cia przeszukiwania i
powtarzamy kroki;

5 Procedurg powtarzamy az do momentu znalezienia rozwigzania dostatecznie bliskiego minimum;

Algorytm genetyczny (ang. Genetic Algorithm - GA) [2, 152, 284, 1] — rodzaj algorytmu przeszukuja-
cego przestrzen alternatywnych rozwiazan problemu w celu wyszukania rozwiazan najlepszych.
Sposéb dziatania algorytméw genetycznych nasladuje naturg przypominajac zjawisko ewolucji
biologicznej. Zaliczany si¢ go do grupy algorytméw ewolucyjnych. Doktadny opis podstaw teore-

tycznych algorytmu genetycznego zostat przedstawiony w sekcji 3.2.3.

Optymalizacja rojem czastek (ang. Particle Swarm Optimization - PSO) [112, 173, 126, 127, 28, 26,
27] — ,,jest metodq poszukiwania najlepszego rozwiqzania w n-wymiarowej przestrzeni rozwiqzan.
Zostata zaproponowana w 1995 roku przez Russella Eberharta i Jamesa Kennedy’ego inspiro-
wanych zachowaniem ptasich stad czy rybich tawic. Autorzy zastosowali optymalizacje rojem do
znajdowania wag podczas uczenia sieci neuronowej. W tej metodzie rozwiqzanie jest poszukiwane
przez zbior czasteczek lecqcych jak réj przez przestrzen rozwiqzania. Poprzez analogie do stada
ptakow podazajacego za przywddca, roj czgstek podaza za najlepszym, aktualnie, rozwiqzaniem.
Gdy lepsze rozwiqzanie zostanie znalezione, réj zmienia kierunek i przyspiesza w jego kierunku.
Liczne eksperymenty z optymalizacjq rojem czqstek pokazaty, Zze metoda ta jest bardzo odporna na

problemy zwiqzane z lokalnymi maksimami” [126].

Nalezy do kategorii Metod Inteligencji Stadnej [173] stosowanych do rozwigzywania probleméw
optymalizacji globalnej. PSO jest zwiazana za sztucznym zyciem, a szczegolnie z teorig roju/stada,

jak réwniez z technikami ewolucyjnymi (np. GA).

» W optymalizacji stadnej czqsteczek stosowanych jest pieé najwazniejszych zasad inteligencji

stadnej, ktore zdefiniowali Eberhart oraz Millanis [28]:

bliskos¢ — stado dziata na prostej strukturze przestrzeni,

Jjakosé — stado powinno mieé¢ mozliwos¢ reagowania na jakosciowe zmiany wspotczynnikow

Srodowiska,

roznorodnos¢ — stado nie powinno dokonywac pewnych ruchoéw wzdtuz szczegolnie waskich

kanatow,

stabilnos¢ — stado nie powinno zmieniac¢ swego zachowania w kazdej jednostce czasu, gdy
zmienia sig Srodowisko,

adaptacyjnos¢ — stado musi mie¢ mozliwos¢ zmian zachowania, gdy koszt obliczen tego nie

zabrania” .
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., Przez wielu naukowcow byt studiowany zadziwiajqcy uktad choreograficzny tworzony przez
cztonkow ptasich stad, czy tawic ryb, ktéry umozliwia im synchroniczny ruch bez kolizji. Zacho-
wania zbiorowe zwierzqt sq zarzqdzane przez pewne reguty. Istnieje wiele przyktadow z natury
potwierdzajacych poglad, Ze dzielenie sig¢ informacjq miedzy osobnikami w spotecznosci stanowi

wage ewolucyjnq, co stanowito podstawe powstania PSO” [28].
Glowne zalozenia PSO [26]:

— ,, Kaida czaqstka reprezentuje potencjalne rozwiqzanie.

— Czgstki poruszajq sie przez wielowymiarowq przestrzen poszukiwan.

— Pozycja jest aktualizowana wedtug wtasnego doswiadczenia oraz doswiadczenia sqsiadow,
poprzez dodanie wektora predkosci do ich aktualnego stanu przemieszczania sig.

— Aktualna predkos¢ zalezy od, poprzedniej predkosci, dazenia do swojego najlepszego po-
przedniego potozenia oraz dazenia do globalnego lub lokalnego najlepszego wyniku sqsiada.

— Kazda czqstka jest zbiezna do punktu pomigdzy wltasnym najlepszym rozwiqzaniem a najlep-

szym rozwiqzaniem globalnym.”

. ROj czastek porusza sie kierujqc sie doswiadczeniem wtasnym, najblizszych sqsiadow lub catego

stada. Dlatego opracowano trzy gtowne algorytmy optymalizacji rojem czqstek [26]:

— Najlepszy indywidualnie (ang. Individual best) - kazda czqstka zapamigtuje swoje dotychcza-
sowe najlepsze rozwiqzanie i nie uzywa informacji pochodzqcych od innych czgstek,

— Najlepszy globalnie (ang. Global Best) - kaZda czastka poréwnuje swojq pozycje do najlep-
szej pozycji wsréd wszystkich innych czqstek,

— Najlepszy lokalnie (ang. Local Best) - uogélnienie algorytmu najlepszy globalnie, rozpatru-

jemy tylko najblizsze sqsiedztwo (ale sasiedztwo moze zawierac tez wszystkie czqstki).”

Algorytm PSO funkcjonuje wedtug nastepujacego schematu 3.5:

Algorytm 3.5: Algorytm funkcjonowania PSO

1

2

3

4

5

Nadanie czastka roju losowych potozen i predkosci poczatkowych;

Dokonanie oceny potozenia czastek za pomoca funkcji dopasowania (ang. fitness);

Zmiana zapisu w pamigci czastek dotyczaca najlepszych wilasnych potozen oraz najlepszych
potozen lideréw sasiadow. Wylonienie lidera roju;

Aktualizacja wektora predkosci kazdej czastki;

Aktualizacja potozenia kazdej czastki;

3.2.7. Kryteria oceny wynikow

Do oceny zaprojektowanych klasyfikatoréw zostalo uzyte kryterium krzywej ROC (ang. receiver

operating characteristic) [122, 298, 31, 39, 38, 21] za pomoca ktérego zostaly policzone nastgpujace

wspoétczynniki: skutecznosé¢ ACC, czutos¢ SEN, specyficznos¢ SPE, pozytywna przewidywalnosé

PPV, odsetek wynikéw fatszywie dodatnich F'P R, wspéiczynnik x, suma btedéw ERRg,,, oraz btad

procentowy dla danego zbioru testowego ERR,(Z). Wspomniane wspétczynniki zostaty policzone na
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podstawie wygenerowanych macierzy pomytek (ang. confusion matrix) dla poszczeg6lnych eksperymen-
tow, metod i klasyfikatoréw. Zestawienie wszystkich wynikéw znajduje si¢ w rozdziale nr 5.
Definicje obliczanych wspétczynnikow:

e Skuteczno$¢ (ang. Accuracy - ACC)

N
TP +TN
ACC = (; TP+FP+TN+FN) .100%/1\7 (3.11)

Czulo$¢ (Wrazliwose, ang. Sensitivity - SEN)

N
TP

=1

Specyficznos¢ (ang. Specificity - SPE)

N
TN
SPE = <Z FP+TN> -100%/ N (3.13)

1=1

Pozytywna przewidywalnos¢ (ang. Positive Predictive Value - PPV)

N
TP
PPV = (Z TP+FP> -100%/ N (3.14)

=1

Odsetek wynikow falszywie dodatnich (ang. False Positive Rate - FPR)

N
FP
FPR = <Z FP+TN) .100%/ N (3.15)

i=1
gdzie:
N —liczba zbioréw uzytych w wariancie metody walidacji krzyzowej (4 lub 10);
TP (ang. True Positive) — klasyfikacja prawdziwie pozytywna; odpowiedzZ klasyfikatora po-
zytywna dla danej klasy, wzorcowa klasa pozytywna;
TN (ang. True Negative) — klasyfikacja prawdziwie negatywna; odpowiedZ klasyfikatora
negatywna dla danej klasy, wzorcowa klasa negatywna;
F'P (ang. False Positive) — klasyfikacja falszywie pozytywna; odpowiedZ klasyfikatora po-
zytywna dla danej klasy, wzorcowa klasa negatywna;
EF'N (ang. False Negative) - klasyfikacja falszywie negatywna; odpowiedZ klasyfikatora ne-

gatywna dla danej klasy, wzorcowa klasa pozytywna.
e Wspélczynnik x (ang. Fleiss’ kappa) — wspotczynnik stuzacy do oceny efektywnosci zaprojek-
towanego klasyfikatora/algorytmu, stosowany w problemach dotyczacych rozpoznawania wielu

(powyzej dwoch) klas (ang. multi-class problem). Wyzsza jego warto$¢ oznacza lepszy wynik.

N MY my = Y0 (GC)
— =1 o= .100% / N 3.16
) (Z; M? — Zj:l(GjCj) ( )

gdzie:
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N —liczba zbioréw uzytych w wariancie metody walidacji krzyzowej (4 lub 10);

J — numer klasy,

n —liczba klas = 17,

M — catkowita liczba sklasyfikowanych prébek,

m,; ; — wzorcowa liczba probek nalezacy do klasy j, ktére réwniez zostaty sklasyfikowane
jako klasa j (wartosci znajdujace si¢ na wzdtuz przekatnej macierzy pomytek),

C; — catkowita liczba sklasyfikowanych prébek nalezacych do klasy 7,

G; — wzorcowa liczba probek nalezacych do klasy j.

e Suma bledow (ang. Sum of errors - ERR,,) — obliczana na podstawie macierzy pomylek, w
oparciu o liczbe btednych klasyfikacji, ktéra jest réwna sumie klasyfikacji pozadiagonalnych w

macierzy pomytek, na 744 klasyfikacje.

¢ Blad procentowy dla danego zbioru testowego Z — obliczany na podstawie czastkowych ma-
cierzy pomylek dla poszczegdlnych zbioréw testowych (w oparciu o liczbe btednych klasyfikacji,

ktéra jest rtéwna sumie klasyfikacji pozadiagonalnych w macierzy pomylek), ze wzoru:

E(Z)

Z

ERR,(Z) = -100% (3.17)

gdzie:
E(Z) - liczba niepoprawnie rozpoznanych prébek (fragmentéw sygnatu EKG) w danym
zbiorze testowym Z;

Kz — suma wszystkich probek (fragmentéw sygnatu EKG) w danym zbiorze testowym Z;

e Wspélezynnik pozostawionych cech (W) — stosunek liczby pozostawionych cech C, do liczby
wszystkich cech C' wyrazony w procentach; zdeterminowany w wyniku zastosowania genetycznej

selekcji cech; wyrazony wzorem:

We = % -100% (3.18)

gdzie:
C, — liczba pozostawionych cech;

C - liczba wszystkich cech;

e (Czas optymalizowania (C,) — obliczany dla danego klasyfikatora jako suma wszystkich cza-
sow treningéw i klasyfikowan dla wszystkich zbioréw uczacych i testowych dla danego wariantu
walidacji krzyzowej (4 lub 10 zbioréw). Czas potrzebny do znalezienia optymalnej konfiguracji
parametrow danego klasyfikatora albo rowniez optymalnego wektora cech wejSciowych w ramach

selekcji cech. Dla sygnaléw EKG po przetwarzaniu wstepnym i ekstrakcji cech.

e Czas treningu (C}) — obliczany dla danego klasyfikatora jako suma czaséw treningéw dla wszyst-
kich zbioréw uczacych danego wariantu walidacji krzyzowej (4 lub 10 zbioréw). Dla sygnatéw

EKG po przetwarzaniu wstepnym, ekstrakcji i selekcji cech.
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e Czas klasyfikowania (C';) — obliczany dla danego klasyfikatora jako czas $redni pojedynczej kla-
syfikacji 10-sekundowego fragmentu sygnatu EKG, po przetwarzaniu wstepnym, ekstrakcji i se-

lekcji cech.

Wyzej wymienione wspétczynniki zastosowano w celu oszacowania ogdlnej skutecznosci metod i
algorytméw uczenia maszynowego w problemie rozpoznawaniu dysfunkcji mig$nia sercowego. W celu
sprawdzenia skuteczno$ci rozpoznawania poszczegolnych klas policzono te same wspéiczynniki ale w
odniesieniu do danej klasy S. W tym celu policzono dla kazdej klasy wartosci klasyfikacji: T'P(S),
TN(S), FP(S), FN(S). Wartosci te zostaty policzone na podstawie macierzy pomytek w trady-
cyjny sposéb, a nastgpnie na ich podstawie obliczono wartosci wspétczynnikéw: ACC(S), SEN(S),
SPE(S), PPV (S), FPR(S) zdefiniowane jako:

al TP(S)+TN(S)
ACC(S) = <; TPS) + FP(S) TN(S) T FN(S) ) 100% /) N (319
a TP(S)

SEN(S) = <; TPS) +FN(S)) -100%/ N (3.20)
spEE) = (3~ INO) ) g0y / (321)

~ \ & TN(S)+ FP(S) ’ ‘
PPv(s) = (3 PPE ) yny, / (3.22)

~ \ & TP(S) + FP(S) ’ '
FPR(S) = ZN: FP(5) -100% / N (3.23)

~ \ & FP(S)+ TN(S) ’ '

gdzie:
N —liczba zbioréw uzytych w wariancie metody walidacji krzyzowej (4 lub 10);
TP (ang. True Positive) — klasyfikacja prawdziwie pozytywna; odpowiedZ klasyfikatora pozy-
tywna dla klasy S, wzorcowa klasa S pozytywna;
TN (ang. True Negative) — klasyfikacja prawdziwie negatywna; odpowiedZ klasyfikatora nega-
tywna dla klasy .S, wzorcowa klasa S negatywna;
F' P (ang. False Positive) — Kklasyfikacja falszywie pozytywna; odpowiedz klasyfikatora pozytywna
dla klasy S, wzorcowa klasa .S negatywna;
F'N (ang. False Negative) - klasyfikacja fatszywie negatywna; odpowiedzZ klasyfikatora negatywna

dla klasy S, wzorcowa klasa S pozytywna.
Obliczany byt réwniez:

¢ Blad procentowy dla danej klasy .S, na podstawie wzoru:

N
ERR,(S) = <Z FP(S) +FN(S)> : 12?% (3.24)
i=1 s

gdzie:
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N —liczba zbioréw uzytych w wariancie metody walidacji krzyzowej (4 lub 10);

F' P (ang. False Positive) — klasyfikacja fatszywie pozytywna; odpowiedzZ klasyfikatora po-
zytywna dla klasy S, wzorcowa klasa .S negatywna;

F'N (ang. False Negative) - klasyfikacja falszywie negatywna; odpowiedz klasyfikatora ne-
gatywna dla klasy S, wzorcowa klasa S pozytywna;

K — suma wszystkich prébek (fragmentéw sygnalu EKG) we wszystkich zbiorach testo-
wych = 744;

Przy projektowaniu algorytméw uczenia maszynowego zostata zastosowana regula - zwycigzca bie-
rze wszystko (ang. Winners Takes All), dzigki czemu klasyfikator zawsze wskazywat tylko jedna pozy-
tywna klasg natomiast pozostate klasy byty klasyfikowane jako negatywne [308].

Warto zaznaczy¢, ze w niniejszej pracy, ze wzgledu na zastosowanie metody WTA, czulo$¢ (SEN)

jest réwna ogdlnej doktadnosci (Acc) obliczanej ze wzoru 2.1 i przedstawionej w sekcji 2.7.2.
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4. Eksperymenty

W niniejszym rozdziale zostaly opisane przeprowadzone eksperymenty. W pierwszej czesci w po-
szczegblnych sekcjach zostaty szczegétowo zaprezentowane najbardziej wartoSciowe eksperymenty. W
ostatniej sekcji, zostaty pobieznie przedstawione pozostate eksperymenty, z ktérych uzyskane wyniki sg
mniej wartoSciowe ale ktére takze warto przedstawié - migdzy innymi w celu wskazania innym bada-

czom, 7Ze ,,nie tedy droga”. Inaczej daremne wysitki moga by¢ powielane wielokrotnie.

Opis wykorzystanych materiatéw oraz podstawy teoretyczne zastosowanych metod zostaty przedsta-

wione w rozdziale nr 3.

4.1. Eksperyment nr 1 — Podstawowa analiza sygnalu EKG

HIPOTEZA

Zastosowanie zaprojektowanej metodologii badarn sktadajacej sig z nastepujacych metod: algorytmu
przetwarzania wstepnego sygnatu EKG, algorytmu ekstrakcji cech (polegajqcego na estymacji widmo-
wej gestosci mocy sygnatu EKG) oraz klasyfikowania zaburzen serca bazujqcego na zoptymalizowanych

algorytmach uczenia maszynowego, umozliwi skuteczne diagnozowanie dysfunkcji miesnia sercowego.

OPIS EKSPERYMENTU

Pierwszy eksperyment polegal na analizie sygnalu EKG wedlug zatozen przedstawionych w sek-
cji metodologia badan (3.1.1) i sekcji dotyczacej zatozen rozprawy (1.2). Przygotowanie sygnatu do
klasyfikacji sktadalo si¢ z przetwarzania wstgpnego sygnatu (3 rodzajéw) oraz ekstrakcji cech pole-
gajaca na estymacji widmowej gestosci mocy sygnatu EKG, przy wykorzystaniu metody Walsh’a oraz
dyskretnej transformacji Fouriera dla 3 szerokoSci okna Hamminga. Nastgpnie za pomoca metody 4-
krotnego sprawdzianu krzyZowego przeprowadzono uczenie i testowanie algorytmow uczenia maszy-
nowego (SVM, kNN, PNN i RBFNN) w celu rozpoznawania patologii serca. Parametry klasyfikatoréw

zoptymalizowano za pomoca metody przeszukiwania siatki (ang. grid search).

SZCZEGOLOWE INFORMACJE

W tej sekcji zostaty zaprezentowane szczegdtowe informacje na temat przeprowadzonego do§wiad-

czenianr 1.

W ramach pierwszego eksperymentu zostaty do§wiadczalnie dobrane niektére parametry klasyfika-

toréw, przedstawione ponize;j.

90
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Dobrane wartosSci parametréw klasyfikatorow:

e szerokos$¢ okna Hamminga — wstepnie przetestowano 6 szeroko$ci okna Hamminga (128, 256, 512,
768, 1024, 1536 prébek) z czego do szczegbtowej analizy wybrano 3 szerokosci (eksperyment nr
1: 128, 256, 512 prébek) lub 4 szerokoSci (eksperymenty nr 2-6: 128, 256, 512, 1024 prébek)
3.2.2;

e typ SVM - przetestowano nastgpujace typy SVM: C-SVC i nu-SVC, z ktérych do dalszej analizy
wybrano nu-SVC;

o typ funkcji jadra SVM — przetestowano nastgpujace funkcje: liniowq, wielomianowaq, radialng 1
sigmoidalnq, z ktérych do dalszej analizy wybrano funkcj¢ radialng (RBF);

e liczba najblizszych sasiadéw kNN — przetestowano nastgpujaca liczbg najblizszych sasiadow:
1,2,3.4,5, z ktérych do dalszej analizy wybrano warto$¢ = 1;

e metryka obliczania dystansu kNN — przetestowano nastgpujace metryki dystansu: hamming, eucli-
dean, chebychev, cityblock, minkowski, z ktérych do dalszej analizy wybrano metryke: minkowski;

e metoda obliczania funkcji celu PNN dla zbioru uczacego — przetestowano nastgpujace algorytmy:
sse, mse, mae, z ktérych do dalszej analizy wybrano algorytm: sse (ang. square sum error - suma
btedéw kwadratowych);

e metoda obliczania funkcji celu RBFNN dla zbioru uczacego — przetestowano nastgpujace algo-

rytmy: sse, mse, mae, z ktérych do dalszej analizy wybrano algorytm: sse;

Wartosci przytoczonych parametréw przedstawiono w tabeli nr 4.1 i wykorzystano w kolejnych eks-
perymentach. Kryterium doboru parametréw byta sumaryczna liczba bledéw w zbiorach uczacych i te-
stowych. Do dalszej analizy zostaty dobrane wartosci parametrow dla ktérych osiagnigto najmniejsza

liczbe btedow.

Szczegdtowe informacje na temat kolejnych krokéw przeprowadzonego eksperymentu nr 1 zostaty
przedstawione w tabelach nr 4.1 i 4.2. Informacje w nich zawarte obejmuja m.in. podstawowe i optyma-
lizowane parametry zaprojektowanych klasyfikatoréw wraz z metoda ich optymalizacji oraz informacje

na temat walidacji krzyzowe;j.

SCHEMAT DOSWIADCZENIA
W tej sekcji na rysunku nr 4.1 zostal przedstawiony schemat eksperymentu nr 1. Schemat przedstawia

przeplyw danych pomigdzy kolejnymi krokami eksperymentu.
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Tablica 4.1: Szczegétowe informacje na temat kolejnych etapéw: Eksperymentu nr 1 — Podstawowa
analiza sygnatu EKG (4.1).

Nazwa Teoria Opis

Surowe dane

BAZA DANYCH: Sekcja: e 744, 10-sekundowe (3600 prébek), fragmenty sygnatu EKG od 29 pacjentéw;
MIT-BIH ARRHYTHMIA 3.1.3 o 17 klas: prawidtowy rytm zatokowy + 16 dysfunkcji serca;

Przetwarzanie wstepne sygnatu

e Brak;
Sekcja: ’
NORMALIZACJA 3.2.']1 e Przeskalowanie amplitudy sygnatu do przedziatu: [—1, 1];
e Standaryzacja: wartoS¢ Srednia = 0 i odchylenie standardowe = 1;
Ekstrakcja cech
e Estymacja widmowej gestosci mocy sygnatu EKG przy wykorzystaniu: me-
WIDMOWA Sekcja: tody Welsh’a oraz dyskretnej transformacji Fouriera;
GESTOSC MOCY 322 e 4 rodzaje szerokosci okna Hamming: 128, 256 i 512 prébek;
e Normalizacja przetransformowanego sygnatu: logarytmowanie;
o Diugos¢ wektora cech (liczba wejs¢): 4001 sktadowych czestotliwosciowych;
Selekcja cech
Brak
Walidacja krzyzowa
e 4 modele klasyfikatoréw;
4-KROTNY Sekcja: e Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 75%
SPRAWDZIAN 304 sygnatéw w zbiorach uczacych i 25% w zbiorach testowych;
KRZYZOWY

e 4 zbiory uczace (grupy 1-3: 523 elementy, grupa 4: 663 elementy);

4 zbiory testowe (grupy 1-3: 221 elementy, grupa 4: 81 elementéw);

Klasyfikatory
36 trenowanych, testowanych i optymalizowanych klasyfikatoréw:
4 typy klasyfikatoréw - 3 szerokos$ci okna Hamminga - 3 rodzaje przetwarzania wstepnego sygnatu - 1 rodzaj walidacji krzyzowej

Podstawowe parametry
Warto$ci zmiennych parametréw zostaty dobrane eksperymentalnie w eksperymencie nr 1, sekcja: 4.1

Sekcja: * Typ: ““'SYQ .
SVM 325 o Typ funkcji jadra: RBF (radialna, typu Gaussa);
e Liczba wyjsé = 1, ze zbioru {1, ..., 17};
Sekeja: e Liczba najblizszych sasiadéw = 1;
KNN 325 e Metryka obliczania dystansu: Minkowsk;
e Liczba wyjs¢ = 1, ze zbioru {1, ..., 17};
o Funkcja aktywacji: radialna (typu Gaussa) - wspétzawodnictwa;
Sekcja: e Algorytm treningu: odwzorowanie zbioru uczacego na podstawie dystansu;
PNN 325 e Metoda obliczania funkcji celu: sse;
e Topologia (neurony): 4001 — 523 V 663 — 17; Progi: 1 — 0;
e Liczba wyjsé = 17, ze zbioru {0, 1};
e Funkcja aktywacji: radialna (typu Gaussa) - liniowa;
. e Algorytm treningu: odwzorowanie zbioru uczacego na podstawie dystansu;
RBENN Sggjsa: e Metoda obliczania funkcji celu: sse;

Topologia (neurony): 4001 — 523 V 663 — 17; Progi: 1 — 1;
Liczba wyj$é = 17, ze zbioru {0, 1}, warto$¢ 1 przypisana do wyjscia (klasy)
z najwigkszym pobudzeniem;
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Tablica 4.2: Kontynuacja szczegétowych informacji na temat kolejnych etapéw: Eksperymentu nr I —

Podstawowa analiza sygnatu EKG (4.1).

Nazwa

Teoria

Opis

Klasyfikatory

Optymalizowane parametry

Ostateczne zakresy parametréw zostaly dobrane eksperymentalnie na podstawie szerszych zakreséw

Parametr v (—g) determinujacy rozpigtos¢ funkcji radialnej (RBF) jadra, z

SVM Sekcja: zakresu: [0.000031; 0.000080], z krokiem: 0.000001, 50 wartosci;
3.2.5 e Parametr nu (—n) determinujacy szeroko§¢ margineséw, z zakresu:
[0.00061; 0.00110], z krokiem: 0.00001, 50 wartosci;
NN Sekcja: e Parametr exponent wplywajacy na obliczana odlegtos¢ Minkowskiego, z za-
K 325 kresu: [1.01; 1.50], z krokiem: 0.01, 50 wartosci;
PNN Sekcja: e Parametr spread determinujacy rozpigto$¢ funkcji radialnej (RBF) jadra
3.2.5 sieci, z zakresu: [1;50], z krokiem: 1, 50 wartosci;
RBENN Sekcja: e Parametr spread determinujacy rozpietos¢ funkcji radialnej (RBF) jadra
3.2.5 sieci, z zakresu: [81; 130], z krokiem: 1, 50 wartosci;
Optymalizacja parametrow klasyfikatorow
e Ocena parametréw z zadanego zakresu byta wyznaczana na podstawie wzoru:
ERR = Wy * €TTYsum + Wt * €TTTsum (41)
METODA . .
Sekcja: gdzie:
PRZESZUKIWANIA . L
STATKI 3.2.6 w, = 1 —waga dla bledéw ze zbioréw uczacych;
wy = 1 — waga dla bledéw ze zbioréw testowych;
erry sym — sumaryczna liczba btedéw w 4 zbiorach uczacych;
errrsum — sumaryczna liczba bledéw w 4 zbiorach testowych;
Ocena uzyskanych wynikow
e Macierz pomytek (C'F);
KRYTERIA S§k20j731 o Skutecznosé¢ (ACC); Czutosé (SEN); Specyficznosé (SPE);
- o Suma bledéw (ERRsym);
e Czas treningu (C}); Czas klasyfikowania (C},); Czas optymalizacji (C,);
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Y Y Y Y

Zbior uczacy: 523 Zbior uczacy: 523 Zbior uczacy: 523 Zbior uczacy: 663
Zbior testowy: 221 Zbior testowy: 221 Zbior testowy: 221 Zbior testowy: 81
\ 4 \ 4 Y Y
SVM kNN PNN RBFNN

Rysunek 4.1: Schemat Eksperymentu nr 1 — Podstawowa analiza sygnatu EKG.
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PROCEDURY ALGORYTMU

W tej sekcji zostaty przedstawione rowniez dwie procedury wykorzystane w rozpoznawaniu sygna-
16w EKG w eksperymencie nr 1 dla klasyfikatora SVM.

Pierwsza procedura nr 4.1 obejmuje algorytm optymalizacji parametréw klasyfikatora SVM (dwa
optymalizowane parametry) za pomoca metody przeszukiwania siatki dla eksperymentu nr 1. Procedury
algorytméw dla pozostatych klasyfikatoréw: kNN, PNN i RBFNN réznia si¢ jedynie mniejszg liczba
optymalizowanych parametréw (jeden zamiast dwéch), co oznacza redukcje jednej z dwoch pierwszych
petli for w procedurze algorytmu.

Druga przedstawiona procedura nr 4.2 obejmuje obliczanie macierzy pomytek CF oraz wspdtczynni-
kéw oceny klasyfikatorow zawartych w sekcji: 3.2.7 na podstawie modeléw klasyfikatoréw stworzonych

dla optymalnych wartosci parametréw znalezionych za pomocg procedury nr 4.1.

WYNIKI

Uzyskane na podstawie eksperymentu nr 1 wyniki zostaty przedstawione w sekcji 5.6.1.
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Algorytm 4.1: Procedura optymalizacji parametrow klasyfikatora SVM (dwa optymalizowane pa-

rametry) za pomoca metody przeszukiwania siatki dla Eksperymentu nr 1.

Dane:
X — macierz z surowymi danymi;
W — macierz z wzorcowymi odpowiedziami;
5UMyype < 1 — zdefiniowanie typu SVM nav — SV C;
kerneliype < 2 — zdefiniowanie typu funkcji jadra na RBF';
[76; Ve] — zakres pierwszego optymalizowanego parametru: v klasyfikatora SV M z krokiem s;
[p; Ve| — zakres drugiego optymalizowanego parametru: v klasyfikatora SV M z krokiem v;
n <— 4 — liczba kombinacji zbioréw uczacych i testowych dla 4-krotnej walidacji krzyzowej;
W, < 1 —waga dla btedéw ze zbioréw uczacych;
wy < 1 — waga dla btgdéw ze zbioréw testowych;
Wyniki:
B — wektor z wyznaczonymi, optymalnymi parametrami klasyfikatora SV M: viv;
1 Wykona¢ jeden z rodzajow przetwarzania wstgpnego sygnatu wedtug sekcji: 3.2.1 na podstawie:
X w wyniku czego otrzymamy: X p;
2 Wykonad jeden z rodzajéw ekstrakcji cech wedtug sekcji: 3.2.2 na podstawie: X p w wyniku
czego otrzymamy: X ;
3 Utworzy¢ na podstawie X g zbiory uczace: Uy, ..., Uy i testowe: 17, ..., T oraz na podstawie W
macierze wzorcowe: Wy, ..., Wya; W1, ..., Wy za pomoca metody n-krotnej walidacji
krzyzowej opisanej w sekcji: 3.2.4;

4 for i < y, to v, z krokiem: s do

5 for j < vy to v, z krokiem: vs do
6 for k < 1 to n (liczba kombinacji zbiorow) do
7 Utworzy¢ model klasyfikatora SV M w wyniku treningu na podstawie: svmyype,

kerneliype, 1, j, U 1 Wyg;

8 Wyznaczy¢ odpowiedzi klasyfikatora SV M na podstawie stworzonego modelu dla
zbioru uczacego Uy, i testowego T};

9 Wyznaczy¢ liczbe bledéw w zbiorze uczacym Uy, i testowym T}, na podstawie
wzorcowych odpowiedzi: Wy, 1 Wy, oraz zapisa¢ ich wartoSci do wektoréw

erry (k) i errp(k);

10 end

11 Obliczy¢ sumy bledow errysym 1 €rrrsum dla zbioréw uczacych Uy, ..., Uy i testowych
11, ..., Ty na podstawie czastkowych wartoSci bledéw: erry i errp

12 Zapisa¢ wyniki errysym 1 €rrrsym Wraz z wartociami optymalizowanych parametréw

1, 7 do macierzy R;

13 end

14 end
15 Wyznaczy¢ na podstawie R warto$ci parametréw dla ktérych osiagnigto najmniejszy btad,

wedlug wzoru: ERR = wy, - errysum + W - €rTrsum 1 zapisaé ich wartoSci do wektora B;
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Algorytm 4.2: Procedura obliczania macierzy pomylek CF oraz wspétczynnikéw oceny klasy-
fikatoréw zawartych w sekcji: 3.2.7 na podstawie modelu klasyfikatora SV M stworzonego dla
optymalnych wartoSci parametréw znalezionych za pomoca procedury 4.1, dla Eksperymentu nr 1

— Podstawowa analiza sygnatu EKG.
Dane:

SUMyype < 1 — zdefiniowanie typu SVM nav — SV C;
kerneliype < 2 — zdefiniowanie typu funkcji jadra na RBF';
n < 4 — liczba kombinacji zbioréw uczacych i testowych dla 4-krotnej walidacji krzyzowej;
Ui, ...,U4; 11, ..., Ty — zbiory uczace i testowe utworzone za pomocg n-krotnej metody walidacji
krzyzowej, wedlug procedury: 4.1;
Wui, ..., Wouas W, ..., Wy — macierze wzorcowe utworzone za pomoca n-krotnej metody
walidacji krzyzowej, wedtug procedury: 4.1;
B — wektor z wyznaczonymi, optymalnymi parametrami klasyfikatora SV M: viv,
wyznaczonymi wedtug procedury: 4.1;

Wyniki:
CF — macierz pomytek z odpowiedziami klasyfikatora SV M ;

o

for k < 1 to n (liczba kombinacji zbioréw) do

2 Utworzy¢ model klasyfikatora SV M w wyniku treningu na podstawie: svmiype, kerneliype,
B, Uy i Wyy;

3 Wyznaczy¢ wektory odpowiedzi Oy (k) i O (k) klasyfikatora SV M na podstawie
stworzonego modelu dla zbioru uczacego Uy, i testowego T}, oraz zapisaé je do macierzy Oy
i0r;

4 Wyznaczy¢ liczbg btedéw w zbiorze uczacym Uy, i testowym T}, na podstawie odpowiedzi:

Oy (k) i Op(k) oraz wzorcowych odpowiedzi: Wy, i Wiy, oraz zapisaé ich wartosci do

wektorow erry (k) i errp(k);

5 end

6 Utworzy¢ czastkowe macierze pomytek C'F1, ..., C'Fy oraz catkowita macierz pomytek C'F' na
podstawie macierzy wzorcowych: Wy, ..., W1 oraz macierzy z odpowiedziami klasyfikatora

SV M: Or (tylko dla zbioréw testowych poniewaz dla zbioréw uczacych btad erry byt zawsze

réwny zero);

2

Obliczy¢ wspdtczynniki oceny klasyfikatoréw wedtug sekcji: 3.2.7, na podstawie: C F1, ..., C'Fy,

CF oraz erry i erry;
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4.2. Eksperyment nr 2 — Genetyczna optymalizacja parametrow

HIPOTEZA

Zastosowanie genetycznej optymalizacji parametrow klasyfikatorow bazujacych na 4 typach algoryt-
mach uczenia maszynowego, 10-krotnej walidacji krzyzowej oraz ekstrakcji cech obliczanej dla 4 sze-
rokosci okna Hamminga, przy wykorzystaniu 3 rodzajow normalizacji, spowoduje zwigkszenie czutosci

diagnozowania dysfunkcji migsnia sercowego.

OPIS EKSPERYMENTU

Drugi eksperyment polegal na zastosowaniu algorytmu genetycznego (zamiast metody przeszuki-
wania siatki) sprz¢zonego z treningiem, testowaniem i metoda walidacji krzyzowej do optymalizacji
parametréw klasyfikatoréw bazujacych na algorytmach uczenia maszynowego. W tym eksperymencie,
w ramach ekstrakcji cech, zastosowano 4 szerokosci okna Hamminga oraz poréwnano dwie metody

walidacji krzyzowej: 4-krotnq, 10-krotng i 3 rodzaje normalizacji.

SZCZEGOLOWE INFORMACJE

W tej sekcji zostaty zaprezentowane szczegétowe informacje na temat przeprowadzonego do§wiad-

czenia nr 2.

W ramach drugiego eksperymentu zostaty doSwiadczalnie przebadane i poréwnane dwie metody
optymalizacji parametrow klasyfikatorow:
e algorytm genetyczny;

e optymalizacja rojem czqstek;

Kryterium doboru metody optymalizacji byta sumaryczna liczba bledéw w zbiorach uczacych i te-
stowych. Do dalszej analizy zostata wybrana optymalizacja parametréw klasyfikatoréw za pomoca al-
gorytmu genetycznego dzigki ktérej osiagnigto mniejsza liczbg btedéw. Na tej podstawie w kolejnych
eksperymentach stosowano algorytm genetyczny do optymalizowania parametréw klasyfikatoréw. Me-
toda optymalizacji rojem czqstek uzyskata podobne wyniki do metody algorytmu genetycznego jednak

niewiele gorsze od niego.

W ramach drugiego eksperymentu zostaty rowniez przebadane i poréwnane trzy rodzaje walidacji
krzyzowej:

o 4-krotna walidacja krzyzowa,

o [0-krotna walidacja krzyZowa;

e walidacja minus jednego elementu;

Do dalszej analizy wybrano [10-krotng walidacje krzyZowq (ktéra stosowano w kolejnych ekspe-
rymentach) wykazujaca kompromis pomigdzy skuteczno$cia konstruowanych modeli klasyfikatoréw i
miarodajnoscia uzyskanych wynikéw, a ztozonoscia obliczeniowa.

W eksperymencie nr 2, w ramach estymowania widmowej gestosci mocy sygnatu EKG, zastosowano
i poréwnano 4 szeroko$ci okna Hamminga, w poréwnaniu z poprzednim eksperymentem nr 1 dodano

jedna szeroko$¢ okna Hamminga = 1024 prébki.
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W ramach badan dotyczacych eksperymentu nr 2 przebadano wiele konfiguracji parametréw algo-
rytmu genetycznego i na tej podstawie wybrano optymalne wartosci wykorzystywane w tym i kolejnych
eksperymentach, ktére zostaty przedstawione w tabelach nr 4.4, 4.5, 4.7, 4.10, 4.13 w tym rozdziale.
Zoptymalizowany w ten spos6b algorytm genetyczny byt stosowany do optymalizacji parametréw kla-
syfikatoréw i selekcji cech w systemach jedno warstwowych lub w pierwszej warstwie systemoéw wielo-
warstwowych.

Lokalne zakresy wartosci gendw dla poszczegdlnych klasyfikatoréw (dla eksperymentéw 2-6) zo-

staty dobrane do§wiadczalnie na podstawie globalnych (szerszych) zakreséw.

Szczegoétowe informacje na temat kolejnych krokéw przeprowadzonego eksperymentu nr 2 zostaty
przedstawione w tabelach nr 4.3 i 4.4. Informacje w nich zawarte obejmuja m.in. podstawowe i optyma-
lizowane parametry zaprojektowanych klasyfikatoréw W tabelach zostaly réwniez przedstawione infor-
macje na temat parametréw algorytmu genetycznego wykorzystanego do optymalizacji klasyfikatoréw

oraz informacje na temat zastosowanych rodzajow walidacji krzyzowe;j.

SCHEMAT DOSWIADCZENIA

W tej sekcji na rysunku nr 4.2 zostat przedstawiony schemat eksperymentu nr 2. Schemat przedstawia
przeplyw danych pomigdzy kolejnymi krokami eksperymentu. Na rysunku nr 4.2 zostal przedstawiony
tylko jeden wariant walidacji krzyzowej: 10-krotny sprawdzian krzyzowy. Drugi wariant walidacji krzy-
zowej nie zostal przedstawiony poniewaz jest analogiczny do schematu 4-krotnej walidacji krzyzowej z

rysunku nr 4.1.

PROCEDURY ALGORYTMU

W tej sekcji zostaly przedstawione réwniez dwie procedury wykorzystane w rozpoznawania sygna-
16w EKG w eksperymencie nr 2 dla klasyfikatora SVM.

Procedura nr 4.3 obejmuje algorytm optymalizacji parametréw klasyfikatora SVM (dwa optymalizo-
wane parametry) za pomoca algorytmu genetycznego dla eksperymentu nr 2. Procedury algorytméw dla
pozostatych klasyfikatoréw: kNN, PNN i RBFNN r6znig si¢ jedynie mniejsza liczba optymalizowanych
parametréw (jeden zamiast dwdch), co oznacza redukcje gendw w chromosomie (jeden gen zamiast
dwdch) w procedurze algorytmu.

Natomiast procedura nr 4.4 obejmuje wyznaczanie funkcji przystosowania osobnikéw, obliczanej w
ramach algorytmu genetycznego, przedstawionego w procedurze nr 4.3. Procedura nr 4.3 zostata przed-
stawiona dla wariantu 10-krotnej walidacji krzyzowej. Natomiast dla drugiego typu walidacji: 4-krotnego
sprawdzianu krzyzowego, nalezy jedynie zmieni¢ warto$¢ zmiennej n z 10 na 4.

Procedura obliczania odpowiedzi klasyfikatoréw, macierzy pomytek CF oraz wspdtczynnikdw oceny
klasyfikatoréw zawartych w sekcji: 3.2.7 na podstawie modeléw klasyfikatoréw (stworzonych dla opty-
malnych warto$ci parametrow znalezionych za pomoca procedury nr 4.3) jest analogiczna do procedury
przedstawionej w eksperymencie nr 1: nr 4.2, z tego wzgledu nie zostata, w tej sekcji, przedstawiona.

Jedyna réznica polega na zastapieniu 4-krotnej, 10-krotng walidacja krzyzowa (n = 10 zamiast 4).

WYNIKI

Uzyskane na podstawie eksperymentu nr 2 wyniki zostaty przedstawione w sekcji 5.6.2.
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Tablica 4.3: Szczegétowe informacje na temat kolejnych etapéw: Eksperymentu nr 2 (4.2).

Nazwa Teoria Opis

Surowe dane

BAZA DANYCH: Sekcja: e 744, 10-sekundowe (3600 préobek), fragmenty sygnatu EKG od 29 pacjentéw;
MIT-BIH ARRHYTHMIA 3.1.3 e 17 klas: prawidtowy rytm zatokowy + 16 dysfunkcji serca;

Przetwarzanie wstepne sygnalu

e Brak;
Sekcja: ’
NORMALIZACJA 3~2.J1 e Przeskalowanie amplitudy sygnatu do przedziatu: [—1, 1];
e Standaryzacja: wartos$¢ Srednia = 0 i odchylenie standardowe = 1;
Ekstrakcja cech
e Estymacja widmowej gestosci mocy sygnatu EKG przy wykorzystaniu: me-
WIDMOWA Sekeja: tody Welsh’a oraz dyskretnej transformacji Fouriera;
GESTOSC MOCY 322 o Cztery rodzaje szerokosci okna Hamming: 128, 256, 512 i 1024 prébek;
e Normalizacja przetransformowanego sygnatu: logarytmowanie;
e Dlugos¢ wektora cech (liczba wejs¢): 4001 sktadowych czestotliwosciowych;
Selekcja cech
Brak
Walidacja krzyzowa
e 4 modele klasyfikatorow;
4-KROTNY Sekcja: e Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 75%
SPRAWDZIAN 304 sygnaléw w zbiorach uczacych i 25% w zbiorach testowych;
KRzYZOWY e 4 zbiory uczace (grupy 1-3: 523 elementy, grupa 4: 663 elementy);
e 4 zbiory testowe (grupy 1-3: 221 elementy, grupa 4: 81 elementow);
o 10 modeli klasyfikatoréw;
10-KROTNY Sekcja: e Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
SPRAWDZIAN 304 sygnaléw w zbiorach uczacych i 10% w zbiorach testowych;
KRZYZOWY

e 10 zbioréw uczacych (grupy 1-9: 675 elementéw, grupa 4: 621 elementéw);
o 10 zbioréw testowych (grupy 1-9: 69 elementéw, grupa 4: 123 elementy);

Klasyfikatory
96 trenowanych, testowanych i optymalizowanych klasyfikatoréw:
4 typy klasyfikatoréw - 4 szerokosci okna Hamminga - 3 rodzaje przetwarzania wstgpnego sygnatu - 2 rodzaje walidacji krzyzowej

Podstawowe parametry
Wartosci zmiennych parametréw zostaty dobrane eksperymentalnie w eksperymencie nr 1, sekcja: 4.1

Sekcja: * T nu—S\“/g .
SVM 325 o Typ funkcji jadra: RBF (radialna, typu Gaussa);
e Liczba wyjs¢ = 1, ze zbioru {1, ..., 17};
Sekcja: e Liczba najblizszych sasiadow = 1;
KNN 325 e Metryka obliczania dystansu: Minkowski;
e Liczba wyjs¢ = 1, ze zbioru {1, ...,17};
e Funkcja aktywacji: radialna (typu Gaussa) - wsp6izawodnictwa;
Sekcja: e Algorytm treningu: odwzorowanie zbioru uczacego na podstawie dystansu;
PNN 325 e Metoda obliczania funkcji celu: sse;
e Topologia (neurony): 4001 — 523 V 663 V 675 V 621 — 17; Progi: 1 - 0;
e Liczba wyjs¢ = 17, ze zbioru {0,1};
e Funkcja aktywacji: radialna (typu Gaussa) - liniowa;
) e Algorytm treningu: odwzorowanie zbioru uczacego na podstawie dystansu;
RBFNN S;EC.J;: e Metoda obliczania funkcji celu: sse;

e Topologia (neurony): 4001 — 523 V 663 V 675 V 621 — 17; Progi: 1 — 1;
e Liczba wyjsé = 17, ze zbioru {0, 1}, warto$¢ 1 przypisana do wyjscia (klasy)
z najwigkszym pobudzeniem;
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Tablica 4.4: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 2 (4.2).

Nazwa Teoria Opis

Klasyfikatory

Optymalizowane parametry
Ostateczne zakresy parametréw zostaty dobrane eksperymentalnie na podstawie szerszych zakresow

o Parametr vy (—g) determinujacy rozpieto$¢ funkcji radialnej (RBF) jadra, z

Sekcja: zakresu: [5-1077; 5-1074], z rozdzielczoscia: 10714, 50-20 = 1000 wartosci;

325 e Parametr nu (—n) determinujacy szeroko§¢ margineséw, z zakresu:
[0.0001;0.05], z rozdzielczoscia: 10™14, 50 - 20 = 1000 wartosci;

SVM

Sekcja: e Parametr exponent wpltywajacy na obliczang odlegto$¢ Minkowskiego, z za-

KNN 325 kresu: [0.01; 10], z rozdzielezoscia: 1014, 50 - 20 = 1000 wartosci;

Sekcja: e Parametr spread determinujacy rozpigtos¢ funkcji radialnej (RBF) jadra

PNN 3.2.5 sieci, z zakresu: [1; 85], z rozdzielczoscia: 10~14, 50 - 20 = 1000 wartosci;

Sekcja: e Parametr spread determinujacy rozpigtos¢ funkcji radialnej (RBF) jadra

RBENN 3.2.5 sieci, z zakresu: [10; 320], z rozdzielczoscia: 10~14, 50 - 20 = 1000 wartosci;

Optymalizacja parametréow klasyfikatorow

e Liczba osobnikéw w populacji: 50;

e Typ reprezentacji gendw: liczby zmiennoprzecinkowe;

e Budowa chromosomu: wektory zmiennoprzecinkowe typu: [g1,g2], dla
SV M, gdzie: g; — pierwszy gen determinujacy wartos$¢ pierwszego parame-
tru: v, a g2 —drugi gen determinujacy warto$¢ drugiego parametru: v; w przy-
padku pozostatych klasyfikatoréw (kNN,PNN,RBFNN) chromosom sklada
si¢ z jednego genu: g determinujacego warto$¢ jednego optymalizowanego
parametru;

e Poczatkowa populacja: losowa, jednolita;

e Zakres wartoSci genéw: lokalny zakres wartosci genéw, dla poszczegdlnych
parametréw klasyfikatoréw, zgodny z informacjami podanymi w poprzednim

ALGORYTM Sekeja: wierszu tabeli: Optymalizowane parametry, dobrany do§wiadczalnie na pod-
GENETYCZNY 326 stawie globalnego zakresu (szerszego);

e Docelowa warto$¢ funkcji przystosowania: 0;

e Maksymalna liczba pokolen: 20;

e Rodzaj krzyzowania: arytmetyczne; Prawdopodobienstwo krzyzowania: 0.6;

e Rodzaj mutacji: jednolita; Prawdopodobieristwo mutacji: 0.3;

e Liczba najlepiej przystosowanych osobnikéw ktére przejda niezmienione do
nastgpnego pokolenia: 3;

e Metoda skalowania wartosci funkcji przystosowania: rankingowa;

e Metoda selekcji rodzicéw: turniejowa;

o Funkcja przystosowania osobnikéw obliczana na podstawie wzoru:

ERR = wy - errysum + W * €rTTsum 4.2)
gdzie:
w, = 1 — waga dla bledéw ze zbioréw uczacych;
wy = 1 — waga dla btedéw ze zbioréw testowych;
errysum — sumaryczna liczba bledéw w 4 V 10 zbiorach uczacych;
errTsum — sumaryczna liczba btedéw w 4 V 10 zbiorach testowych;

Ocena uzyskanych wynikow

e Macierz pomytek (C'F);
Sekcja: e Skutecznosé¢ (AC'C); Czutosé (SEN); Specyficznosé (SPE);
3.2.7 e Suma btedéw (ERRsum);
o Wspdtczynnik x;

KRYTERIA

e Czas treningu (C}); Czas klasyfikowania (C}); Czas optymalizacji (C,);
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Rysunek 4.2: Schemat Eksperymentu nr 2 — Genetyczna optymalizacja parametrow, schemat przedstawia

tylko jeden wariant walidacji krzyzowej: 10-krotny sprawdzian krzyzowy.
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Algorytm 4.3: Procedura optymalizacji parametréow klasyfikatora SVM (dwa optymalizowane pa-

rametry) za pomoca ALGORYTMU GENETYCZNEGO dla Eksperymentu nr 2.
Dane:

X — macierz z surowymi danymi;

W — macierz z wzorcowymi odpowiedziami;

n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Wyniki:

B — wektor z wyznaczonymi, optymalnymi parametrami klasyfikatora SV M: i v oraz

warto$ciag FUNKCIT PRZYSTOSOWANIA: f;

1 Wykona¢ jeden z rodzajéw przetwarzania wstepnego sygnatu wedtug sekcji: 3.2.1 na podstawie:
X w wyniku czego otrzymamy: X p;

2 Wykona¢ jeden z rodzajéw ekstrakcji cech wedtug sekcji: 3.2.2 na podstawie: X p w wyniku
czego otrzymamy: Xg;

3 Utworzy¢ na podstawie X g zbiory uczace: Uy, ..., Ujg i testowe: 17, ..., T oraz na podstawie W
macierze wzorcowe: Wy, ..., Wyi0; W1, ..., W19 za pomocg metody n-krotnej walidacji
krzyzowej opisanej w sekcji: 3.2.4;

4 Ustawi¢ parametry ALGORYTMU GENETYCZNEGO zgodnie z tabela nr: 4.4, m.in.:

e liczba osobnikéw w populacji < o0 = 50
e zakoficzenie algorytmu <— warto$¢ funkcji dopasowania: f,, = 0 lub pokolenia: p = 20
ALGORYTM GENETYCZNY (sekcja: 3.2.6):

5 Stworzy¢ poczatkowa populacje P, w ktérej chromosomy osobnikéw sg wektorem postaci:

x = [g1, 92|, gdzie g1 — pierwszy gen determinujacy warto$¢ pierwszego optymalizowanego
parametru SV M: ~, a go — drugi gen determinujacy warto$¢ drugiego parametru: v;

6 for i < 1 to p (liczba pokoleri) do

7 for j < 1 to o (liczba osobnikow) do
8 Wyznaczy¢ wektor r dla osobnika j z populacji P sktadajacy sig¢ z: wartoSci FUNKCIJI
PRZYSTOSOWANIA f;, wraz z odpowiadajacym jej wektorem z warto$ciami
optymalizowanych parametréw: x; dla osobnika, wedtug procedury: 4.4 i zapisa¢ wyniki
w macierzy R(j);
9 end
10 if f, == 0w R then /+ Zakonczenie algorytmu =/
11 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R;
12 break
13 else
14 Wykona¢ selekcje osobnikéw;
15 Zastosowaé operatory genetyczne: krzyzowanie i mutacje;
16 Utworzy¢ nowa populacje P;
17 end
18 end

19 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R;
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Algorytm 4.4: Procedura wyznaczania FUNKCJT PRZYSTOSOWANIA f, osobnikéw, obliczana w
ramach ALGORYTMU GENETYCZNEGO, przedstawionego w procedurze: 4.3, dla wariantu 10-

krotnej walidacji krzyzowej , dla Eksperymentu nr 2 — Genetyczna optymalizacja parametrow.

Dane:
5UMyype <— 1 — zdefiniowanie typu SVM nav — SV C;
kerneliype < 2 — zdefiniowanie typu funkcji jadra na RBF';
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Uy, ...,Uyp; 11, ..., Thp — zbiory uczace i testowe utworzone za pomocg n-krotnej metody
walidacji krzyzowej, wedtug procedury: 4.3;
Wui, ..., Wuio; Wra, ..., Wr1g — macierze wzorcowe utworzone za pomoca n-krotnej metody
walidacji krzyzowej, wedtug procedury: 4.3;
x — chromosom danego osobnika w postaci wektora: [g1, g2] sktadajacy si¢ z dwdch genéw z
warto$ciami optymalizowanych parametréw klasyfikatora SV M;
w,, < 1 —waga dla bledéw ze zbioréw uczacych;
wy < 1 —waga dla btgdéw ze zbioréw testowych;

Wyniki:
r — wektor sktadajacy si¢ z: wartoSci FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej
wektorem 1z, z warto§ciami optymalizowanych parametréw klasyfikatora SV M dla danego

osobnika;

1 Zapisa¢ wartoSci parametrow klasyfikatora SVM: svmyype, kernelyy,e 1 x do wektora: opcje;

2 for k < 1 to n (liczba kombinacji zbiorow) do

3 Utworzy¢ model klasyfikatora SV M w wyniku treningu na podstawie: opcje, Uy 1 Wy;

4 Wyznaczy¢ odpowiedzi klasyfikatora SV M na podstawie stworzonego modelu dla zbioru
uczacego Uy, i testowego T}, oraz zapisaé ich wartosci do wektoréw Oy (k) i Or(k);

5 Wyznaczy¢ liczbe bledéw w zbiorze uczacym Uy, i testowym T}, na podstawie odpowiedzi

klasyfikatora: Oy (k) i Or (k) oraz wzorcowych odpowiedzi: Wy, i Wy, oraz zapisac ich

wartosci do wektorow erry (k) i errp(k);

6 end

7 Obliczy¢ sumy bledéw errysym i errrsum dla zbioréw uczacych Uy, ..., Ujg i testowych
11, ..., Thp na podstawie czastkowych wartosci btgdéw: erry i errr;

8 Wyznaczy¢ na podstawie errysym 1 €rrrsym wartoS¢ FUNKCIT PRZYSTOSOWANIA f,, wedlug
wzoru: ERR = wy, - errysym + Wt - €rrTsums

9 Zapisa¢ warto$§¢ FUNKCJI PRZYSTOSOWANIA f, wraz z wartoSciami odpowiadajacych jej

parametréw = do wektora 7;
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4.3. Eksperyment nr 3 — Genetyczna selekcja cech

HIPOTEZA

Zastosowanie genetycznej selekcji cech (sktadowych czestotliwosciowych widmowej gestosci mocy sy-
gnatu EKG) sprzezonej 7 genetyczng optymalizacjq parametrow 4 typow klasyfikatorow, przy wykorzy-
staniu: 3 rodzajow normalizacji, 10-krotnej walidacji krzyzowej oraz ekstrakcji cech obliczanej dla 4

szerokoSci okna Hamminga, spowoduje zwigkszenie czutosci diagnozowania dysfunkcji miesnia serco-

wego.

OPIS EKSPERYMENTU

Trzeci eksperyment polegat na zastosowaniu, dodatkowo, genetycznej selekcji cech polegajacej na
eliminowaniu sktadowych czgstotliwosciowych widmowej gestosci mocy sygnatu EKG, przenoszacych
nadmiarowe lub bigdne informacje, sprz¢zonej z genetyczng optymalizacjq parametrow 4 typoéw kla-
syfikatoréw. W eksperymencie zastosowano i poréwnano: 3 rodzaje normalizacji, 4 szerokosci okna

Hamminga (w ramach ekstrakcji cech) oraz 10-krotng walidacje krzyzowaq.

SZCZEGOLOWE INFORMACJE

W tej sekcji zostaty zaprezentowane szczegdtowe informacje na temat przeprowadzonego do§wiad-
czenia nr 3.

W ramach tego eksperymentu przebadano skutek zastosowania genetycznej selekcji cech sktado-
wych czgstotliwosciowych widmowej gestosci mocy sygnalu EKG. Zastosowanie selekcji cech powinno
zwigkszy¢ czuto$¢ diagnozowania patologii serca ze wzgledu na usunigcie nadmiarowych lub btednych
informacji. Kolejnym pozytywnym skutkiem jest zredukowanie dtugosci wejsciowego wektora cech,
dzigki czemu zwigkszamy efekt generalizacji wiedzy przez klasyfikatory, obnizamy efekt przeuczenia
oraz skracamy czas treningu, optymalizacji i klasyfikowania. Autor w niniejszej pracy do selekcji cech
zastosowal algorytm genetyczny realizujacy réwniez optymalizacj¢ parametréw klasyfikatoréw. Algo-
rytm genetyczny zostal sprzgzony z 10-krotna metoda walidacji krzyzowej podczas trenowania i testo-
wania klasyfikatoréw. Celem genetycznej selekcji cech byto wyeliminowanie sktadowych czestotliwosci
odpowiadajacych: szumom, blgdom pomiarowym, sktadowym zasilania sieciowego, ptywajacej izolinii
oraz nadmiarowym informacjom.

Szczegotowe informacje na temat kolejnych krokéw przeprowadzonego eksperymentu nr 3 zostaty
przedstawione w tabelach nr 4.5 i 4.6. Informacje w nich zawarte obejmuja m.in. podstawowe i opty-
malizowane parametry zaprojektowanych klasyfikatoréw wraz z parametrami algorytmu genetycznego

wykorzystanego do selekcji cech i optymalizacji parametréw klasyfikatoréw.

SCHEMAT DOSWIADCZENIA
W tej sekcji na rysunku nr 4.3 zostat przedstawiony schemat eksperymentu nr 3. Schemat przedstawia

przeptyw danych pomigdzy kolejnymi krokami eksperymentu.
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Tablica 4.5: Szczegétowe informacje na temat kolejnych etapdw: Eksperymentu nr 3 (4.3).

Nazwa Teoria Opis

Surowe dane

BAZA DANYCH: Sekcja: o 744, 10-sekundowe (3600 probek), fragmenty sygnatu EKG od 29 pacjentéw;
MIT-BIH ARRHYTHMIA 3.1.3 e 17 Klas: prawidtowy rytm zatokowy + 16 dysfunkcji serca;

Przetwarzanie wstepne sygnatlu

. e Brak;
NORMALIZACJA ngsjla. e Przeskalowanie amplitudy sygnatu do przedziatu: [—1,1];
e Standaryzacja: warto$¢ Srednia = 0 i odchylenie standardowe = 1;
Ekstrakcja cech
e Estymacja widmowej gestosci mocy sygnatu EKG przy wykorzystaniu: me-
WIDMOWA Sekeja: tody Welsh’a oraz dyskretnej transformacji Fouriera;
GESTOSC MOCY 322 o 4 rodzaje szerokosci okna Hamming: 128, 256, 512 i 1024 prébek;
e Normalizacja przetransformowanego sygnatu: logarytmowanie;
e Dtugosé wektora cech (liczba wejsé): 4001 sktadowych czestotliwosciowych;
Selekcja cech

o Algorytm genetyczny zostal wykorzystany do selekcji cech sprzezonej z opty-
malizacja parametrow klasyfikatorow;

e Liczba osobnikéw w populacji: 50;

o Typ reprezentacji genéw: liczby zmiennoprzecinkowe;

e Budowa chromosomu: wektory zmiennoprzecinkowe typu:
[91,92,¢1, .., caoo1], dla SV M, gdzie: g1 — pierwszy gen determinujacy
warto$¢ pierwszego parametru: vy, go — drugi gen determinujacy warto$¢ dru-
giego parametru: v, a cy, ..., c4001 — 4001 genéw, o wartosciach z przedziatu:
[0, 1] zaokraglanych do wartosci 1 — pozostawienie cechy lub 0 — odrzuce-
nie cechy; w przypadku pozostatych klasyfikatorow (kNN,PNN,RBFNN)
chromosom sktada si¢ z jednego genu g, determinujacego wartos¢ jednego
optymalizowanego parametru;

e Poczatkowa populacja: losowa, jednolita;

e Zakres wartoSci gendw: lokalny zakres wartosci genéw, dla poszczegdlnych
parametrow klasyfikatoréw, zgodny z informacjami podanymi w tabeli nr 4.6,

ALGORYTM Sekcja: w wierszu: Optymalizowane parametry, dobrany dos§wiadczalnie na podsta-
GENETYCZNY 323 wie globalnego (szerszego) zakresu; dla selekcji cech zakres: [0, 1];

Docelowa wartos$¢ funkcji przystosowania: 0;
e Maksymalna liczba pokolefi: 20 V 30;

Rodzaj krzyzowania: posrednie; Prawdopodobieristwo krzyzowania: 0.7;

Rodzaj mutacji: jednolita; Prawdopodobienistwo mutacji: 0.3;

Liczba najlepiej przystosowanych osobnikéw ktdre przejda niezmienione do
nastgpnego pokolenia: 3;

Metoda skalowania wartosci funkcji przystosowania: rankingowa;

Metoda selekcji rodzicéw: turniejowa;

Funkcja przystosowania osobnikéw obliczana na podstawie wzoru:

C
ERR = wy - errysum + Wt * €rrrsym + We - 6’2 4.3)

gdzie:
w,, = 1 —waga dla bledéw ze zbioréw uczacych;
wy = 1 — waga dla bledéw ze zbioréw testowych;
w, = 1 — waga dla wspdtczynnika pozostawionych cech;
errysum — sumaryczna liczba btgdéw w 10 zbiorach uczacych;
errpsym — sumaryczna liczba btedéw w 10 zbiorach testowych;
% — wspotczynnik pozostawionych cech: stosunek liczby pozosta-
wionych cech C, do wszystkich cech C;
e W wyniku selekcji cech zostata zredukowana, §rednio dwukrotnie, dlugosé
wektora cech (liczba wejs¢) do wartosci okoto 2000 cech (prébek sygnatu
EKG), szczegbétowe informacje na ten temat mozna znalezé w tabeli nr 5.4;
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Tablica 4.6: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 3 (4.3).

Nazwa Teoria Opis

Walidacja krzyzowa

o 10 modeli klasyfikatoréw;

10-KROTNY Sekcja: e Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
SPRAWDZIAN 304 sygnaléw w zbiorach uczacych i 10% w zbiorach testowych;
KRZYZOWY

10 zbioréw uczacych (grupy 1-9: 675 elementéw, grupa 4: 621 elementéw);
o 10 zbioréw testowych (grupy 1-9: 69 elementéw, grupa 4: 123 elementy);
Klasyfikatory

48 trenowanych, testowanych i optymalizowanych klasyfikatoréw:
4 typy klasyfikatoréw - 4 szerokosci okna Hamminga - 3 rodzaje przetwarzania wstgpnego sygnatu - 1 rodzaj walidacji krzyzowej

Podstawowe parametry
Wartosci zmiennych parametréw zostaty dobrane eksperymentalnie w eksperymencie nr 1, sekcja: 4.1

Sekcja: o Typ: nu-SVC;
SVM 325 ’ o Typ funkcji jadra: RBF (radialna, typu Gaussa);
e Liczba wyjsé = 1, ze zbioru {1, ..., 17};
Sekcia: e Liczba najblizszych sasiadéw = 1;
KNN 32’2 ' e Metryka obliczania dystansu: Minkowski;
e Liczba wyjs¢ = 1, ze zbioru {1, ..., 17};
e Funkcja aktywacji: radialna (typu Gaussa) - wspétzawodnictwa;
Sekcja: e Algorytm treningu: odwzorowanie zbioru uczacego na podstawie dystansu;
PNN 325 e Metoda obliczania funkcji celu: sse;
o Topologia (neurony): dlugos¢ wektora cech — 675 V 621 — 17; Progi: 1 - 0;
e Liczba wyjs¢ = 17, ze zbioru {0, 1};
e Funkcja aktywacji: radialna (typu Gaussa) - liniowa;
Sekeia e Algorytm treningu: odwzorowanie zbioru uczacego na podstawie dystansu;
RBENN : ZCJ;L e Metoda obliczania funkcji celu: sse;
T o Topologia (neurony): dtugos¢ wektora cech — 675 V 621 — 17; Progi: 1 — 1;
e Liczba wyjsé = 17, ze zbioru {0, 1}, wartos¢ 1 przypisana do wyjscia (klasy)
z najwigkszym pobudzeniem;
Optymalizowane parametry
Ostateczne zakresy parametrow zostaly dobrane eksperymentalnie na podstawie szerszych zakresow
e Parametr 7 (—¢g) determinujacy rozpigto$¢ funkcji radialnej (RBF) jadra, z
SVM Sekcja: zakresu: [2-1076;2.1074], z rozdzielczoscia: 10714, 50-30 = 1500 wartosci;
325 e Parametr nu (—n) determinujacy szeroko$¢ margineséw, z zakresu:
[0.001;0.05], z rozdzielczoscia: 10~14, 50 - 30 = 1500 wartosci;
NN Sekcja: e Parametr exponent wptywajacy na obliczang odlegtos¢ Minkowskiego, z za-
K 325 kresu: [0.01; 100], z rozdzielczoscia: 10—, 50 - 20 = 1000 wartosci;
PNN Sekcja: e Parametr spread determinujacy rozpigto$¢ funkcji radialnej (RBF) jadra
3.2.5 sieci, z zakresu: [1; 100], z rozdzielczo$cia: 10714, 50 - 20 = 1000 warto.;
RBENN Sekcja: e Parametr spread determinujacy rozpigto$¢ funkcji radialnej (RBF) jadra
3.2.5 sieci, z zakresu: [1; 300], z rozdzielczoscia: 10714, 50 - 20 = 1000 warto.;
Optymalizacja parametréw klasyfikatorow
. o Algorytm genetyczny zastosowany do optymalizacji parametrow klasyfikato-
Gé;gggggf\{ Sgl;c%a. réw zostal sprzezony z selekcjq cech. Doktadny opis jego parametréw znaj-
o duje si¢ w tabeli nr 4.5 w sekeji: Selekcja cech;
Ocena uzyskanych wynikéw
e Macierz pomylek (C'F);
Sekcja: e Skutecznos¢ (ACC); Czutos¢ (SEN); Specyficznos¢ (SPE);
KRYTERIA 327 o Suma bledow (ERRuum);

o Wspdtczynnik x; Wspétczynnik pozostawionych cech W
e Czas treningu (C}); Czas klasyfikowania (C}); Czas optymalizacji (C,);
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Rysunek 4.3: Schemat Eksperymentu nr 3 — Genetyczna selekcja cech.
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PROCEDURY ALGORYTMU

W tej sekcji zostaly przedstawione réwniez trzy procedury wykorzystane w rozpoznawania sygnaléw
EKG w eksperymencie nr 3 dla klasyfikatora SVM.

Procedura nr 4.5 obejmuje algorytm optymalizacji parametréw klasyfikatora SVM (dwa optymalizo-
wane parametry) sprzgzony z algorytmem selekcji cech za pomoca algorytmu genetycznego dla ekspery-
mentu nr 3. Procedury algorytméw dla pozostatych klasyfikatoréw: kNN, PNN i RBFNN sg analogiczne
i r6znig si¢ jedynie mniejsza liczba optymalizowanych parametréw (jeden zamiast dwéch), co ozna-
cza redukcje genéw w chromosomie odpowiadajacych parametrom klasyfikatoréw (jeden gen zamiast
dwéch pierwszych) w procedurze algorytmu.

Natomiast procedura nr 4.6 obejmuje wyznaczanie funkcji przystosowania osobnikéw, obliczanej w
ramach algorytmu genetycznego, przedstawionego w procedurze nr 4.5. Procedura nr 4.6 zostata przed-
stawiona dla 10-krotnej walidacji krzyzowej zgodnie z metodologia eksperymentu nr 3.

Procedura nr 4.7 obejmuje obliczanie odpowiedzi klasyfikatoréw, macierzy pomytek CF oraz wspét-
czynnikéw oceny klasyfikatoréw zawartych w sekcji: 3.2.7 na podstawie modeléw klasyfikatoréw (stwo-
rzonych dla optymalnych wartosci parametréw znalezionych za pomoca procedury nr 4.5) oraz optymal-

nego wektora cech wejsciowych (wyznaczonego za pomocg procedury nr 4.5).

WYNIKI

Uzyskane na podstawie eksperymentu nr 3 wyniki zostaty przedstawione w sekcji 5.6.3.
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Algorytm 4.5: Procedura optymalizacji parametrow klasyfikatora SVM (dwa optymalizowane pa-

rametry) i selekcji cech za pomoca ALGORYTMU GENETYCZNEGO dla Eksperymentu nr 3.

Dane:
X — macierz z surowymi danymi;
W — macierz z wzorcowymi odpowiedziami;
n <+ 10 — liczba kombinacji zbioré6w uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Wyniki:
B — wektor z warto$ciag FUNKCIT PRZYSTOSOWANIA: f,, wraz z wektorem x z wyznaczonymi,
optymalnymi parametrami klasyfikatora SV M: v i v oraz wyselekcjonowanymi cechami;

Oy i Op — macierze z odpowiedziami klasyfikatora SV M;

1 Wykona¢ jeden z rodzajow przetwarzania wstgpnego sygnatu wedtug sekcji: 3.2.1 na podstawie: X w
wyniku czego otrzymamy: X p;

2 Wykona¢ jeden z rodzajéw ekstrakcji cech wedtug sekcji: 3.2.2 na podstawie: X p w wyniku czego
otrzymamy: Xg;

3 Utworzy¢ na podstawie X g zbiory uczace: Uy, ..., Uyg i testowe: 11, ..., T1( oraz na podstawie W
macierze wzorcowe: Wy, ..., Wyio; Wra, ..., Wrig za pomoca metody n-krotnej walidacji krzyzowe;j
opisanej w sekcji: 3.2.4;

4 Ustawié parametry ALGORYTMU GENETYCZNEGO zgodnie z tabela nr: 4.5, m.in.:

e liczba osobnikéw w populacji < o = 50
e zakoriczenie algorytmu <— warto§¢ funkcji dopasowania: f, = 0 lub pokolenia: p = 20
ALGORYTM GENETYCZNY (sekcja: 3.2.6):

5 Stworzy¢ poczatkowa populacje P, w ktérej chromosomy osobnikéw sa wektorem postaci:

x = [g1, g2, 1, -.., Ca001), gdzie g1 — pierwszy gen determinujacy warto$¢ pierwszego optymalizowanego
parametru SV M: v, a go — drugi gen determinujacy warto$¢ drugiego parametru: v, ¢q, ..., C4001 geny
odpowiedzialne za selekcje cech;

6 for ¢ < 1 to p (liczba pokoleri) do

7 for j < 1 to o (liczba osobnikow) do

8 Wyznaczy¢ wektor 7 dla osobnika j z populacji P sktadajacy si¢ z: warto$ci FUNKCIJT

PRZYSTOSOWANIA f,, wraz z odpowiadajacym jej wektorem x; z wartoSciami

optymalizowanych parametrow i wyselekcjonowanymi cechami oraz wyznaczy¢ macierze z

odpowiedziami klasyfikatora: Oy i Or, wedlug procedury: 4.6 i zapisa¢ wyniki w macierzy R(j)

oraz w macierzach Oy ; i Orj;

9 end
10 if f, == 0w R then /* Zakonczenie algorytmu =/
11 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R wraz z
odpowiadajacymi mu macierzami odpowiedzi: Oy i Or;
12 break
13 else
14 Wykona¢ selekcje osobnikéw;
15 Zastosowaé operatory genetyczne: krzyzowanie i mutacje;
16 Utworzy¢ nowa populacje P;
17 end
18 end

19 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R wraz z

odpowiadajacymi mu macierzami odpowiedzi: Oy i Or;
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Algorytm 4.6: Procedura wyznaczania FUNKCJI PRZYSTOSOWANIA f;, osobnikéw, obliczana w
ramach ALGORYTMU GENETYCZNEGO, przedstawionego w procedurze: 4.5, dla wariantu 10-

krotnej walidacji krzyzowej, dla Eksperymentu nr 3 — Genetyczna optymalizacja parametrow.
Dane:

S$VMygype < 1 —zdefiniowanie typu SV M nav — SV C;
kerneliype < 2 — zdefiniowanie typu funkcji jadra na RBF';
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Uy, ...,Uyp; 11, ..., Tho — zbiory uczace i testowe utworzone za pomoca n-krotnej metody walidacji
krzyzowej, wedtug procedury: 4.5;
Wuis ooy Woios Wra, ..., W19 — macierze wzorcowe utworzone za pomoca n-krotnej metody walidacji
krzyzowej, wedlug procedury: 4.5;
x — chromosom danego osobnika w postaci wektora: [g1, g2, ¢1, ..., c4001] sktadajacego si¢ z dwéch genéw
z warto$ciami optymalizowanych parametréow klasyfikatora SV M oraz genami odpowiedzialnymi za
selekcje cech;
w,, < 1 —waga dla bledéw ze zbioréw uczacych;
wy < 1 — waga dla bledéw ze zbioréw testowych;
w, < 1 —waga dla wspétczynnika pozostawionych cech;

Wyniki:
r — wektor sktadajacy si¢ z: wartoSci FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej
wektorem x, z warto$ciami optymalizowanych parametréw klasyfikatora SV M oraz wyselekcjonowanymi
cechami dla danego osobnika;

Oy i O — macierze z odpowiedziami klasyfikatora;

1 Zaokragli¢ warto$ci wektora x3.4003 do wartosci 0 V 1;

2 Wykona¢ selekcje cech na zbiorach uczacych: Uy, ..., Uy i testowych: 17, ..., T na podstawie wektora
T3.4003 poprzez usunigcie cech (sktadowych czestotliwosciowych) odpowiadajacych wartoSciom 0 oraz
zapisa¢ ich wartosci do macierzy: Uy, ..., Uc19 1 Te1, -0y Te10;

3 ZapisaC wartoSci parametréw klasyfikatora SVM: sumyype, kerneliype 1 1.2 do wektora: opcje;

4 for k < 1 to n (liczba kombinacji zbioréw) do

5 Utworzy¢ model klasyfikatora SV M w wyniku treningu na podstawie: opcje, Ucr 1 Wy

6 Wyznaczy¢ odpowiedzi klasyfikatora SV M na podstawie stworzonego modelu dla zbioru uczacego

UL i testowego T, oraz zapisaé ich wartosci do wektoréw Oy (k) i Or(k);

7 Wyznaczy¢ liczbe btedéw w zbiorze uczacym U,y i testowym T na podstawie odpowiedzi

klasyfikatora Oy (k) i Or (k) oraz wzorcowych odpowiedzi: Wy, i Wy, oraz zapisaé ich wartosci do

wektoréw erry (k) i errp(k);

8 end

9 Obliczy¢ sumy btedow errysum 1 errrsym dla zbioréw uczacych Uy, ..., Ucig 1 testowych Teq, ..., Teqo
na podstawie czastkowych wartosci btedéw: erry i errp;

10 Wyznaczy¢ na podstawie erry sym i €rrrsym wartoS§¢ FUNKCIT PRZYSTOSOWANIA f,, wedlug wzoru:

ERR = wy - errysum + Wt - €rrrgym + We - %, gdzie: C, jest liczba pozostawionych cech, a C jest

liczba wszystkich cech;;

-

1 Zapisa¢ warto§¢ FUNKCJI PRZYSTOSOWANIA f;, wraz z odpowiadajacym jej wektorem x z wartoSciami
parametréw klasyfikatora i zaokraglonymi wartoSciami wyselekcjonowanych cech do wektora r oraz

zapisa¢ macierze z odpowiedziami klasyfikatora: Oy i Or;
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Algorytm 4.7: Procedura obliczania macierzy pomylek CF oraz wspdtczynnikéw oceny klasy-
fikatorow zawartych w sekcji: 3.2.7 na podstawie wyselekcjonowanych cech sygnatu EKG oraz
modelu klasyfikatora SV M stworzonego dla optymalnych warto$ci parametréw znalezionych za

pomoca procedury 4.5, dla Eksperymentu nr 3 — Genetyczna selekcja cech.
Dane:

5UMyype <— 1 — zdefiniowanie typu SV M nav — SV C;
kerneliype < 2 — zdefiniowanie typu funkcji jadra na RBF';
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Uy, ...,Uyp; 11, ..., Tho — zbiory uczace i testowe utworzone za pomocg n-krotnej metody
walidacji krzyzowej, wedtug procedury: 4.5;
Wui, ..., Wuio; Wra, ..., W19 — macierze wzorcowe utworzone za pomoca n-krotnej metody
walidacji krzyzowej, wedtug procedury: 4.5;
B — wektor postaci: [fp, g1, g2, €1, ..., C4001], Z Warto§ciag FUNKCJI PRZYSTOSOWANIA: f, wraz z
wektorem x z wyznaczonymi, optymalnymi parametrami klasyfikatora SV M: ~ i v oraz
wyselekcjonowanymi cechami, wyznaczony wedtug procedury: 4.5;

Wyniki:
CF — macierz pomytek z odpowiedziami klasyfikatora SV M ;

1 Wykona¢ selekcje cech na zbiorach uczacych: Uy, ..., Uyg i testowych: T1, ..., T7g na podstawie
wektora By.4004 poprzez usunigcie cech (sktadowych czegstotliwo$ciowych) odpowiadajacych
warto$ciom 0 oraz zapisa¢ ich wartosci do macierzy: U, ..., Uc10 1 Te1, ..o, Te103

2 Zapisa¢ wartoSci parametrow klasyfikatora SVM: svmyype, kernelyy,e 1 Ba.3 do wektora: opcje;

3 for k < 1 to n (liczba kombinacji zbioréw) do

4 Utworzy¢ model klasyfikatora SV M w wyniku treningu na podstawie: opcje, Uk 1 Wyg;

5 Wyznaczy¢ wektory odpowiedzi O (k) i Or(k) klasyfikatora SV M na podstawie

stworzonego modelu dla zbioru uczacego U,y i testowego T oraz zapisa¢ je do macierzy

Oy iOr;

6 Wyznaczy¢ liczbg btedéw w zbiorze uczacym U, i testowym T,; na podstawie odpowiedzi:

Oy (k) i Op(k) oraz wzorcowych odpowiedzi: Wy, i Wy, oraz zapisaé ich wartosci do

wektoréw erry (k) i errr(k);

7 end

8 Utworzy¢ czastkowe macierze pomylek C'F1, ..., C Fg oraz catkowita macierz pomylek C'F' na
podstawie macierzy wzorcowych: Wy, ..., W1 oraz macierzy z odpowiedziami klasyfikatora
SV M: Or (tylko dla zbioréw testowych poniewaz dla zbioréw uczacych btad erry byt zawsze
réwny zero);

9 Obliczy¢ wspétczynniki oceny klasyfikator6w wedhug sekcji: 3.2.7, na podstawie:

CFy,...,CFy, CF oraz erry i erryp;
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4.4. Eksperyment nr 4 — Genetyczny zespol klasyfikatorow optymalizo-

wanych po klasach

HIPOTEZA

Zastosowanie genetycznego dwu-warstwowego zespotu 17+1 klasyfikatorow SVM, uczonego w celu
zmaksymalizowania czutosci rozpoznawania poszczegolnych zaburzen serca oraz bazujqcego na ge-
netycznej selekcji cech i genetycznej optymalizacji parametrow klasyfikatorow, spowoduje zwigkszenie

czutosci diagnozowania dysfunkcji migsSnia sercowego.

OPIS EKSPERYMENTU

Czwarty eksperyment polegat na zaprojektowaniu dwu-warstwowego zespotu, sktadajacy si¢ z: 17
klasyfikatorow SVM (nu-SVC, RBF odpowiadajacych 17 klasom) + 1 klasyfikatora SVM (C-SVC, li-
niowy). W zespole kazdy klasyfikator warstwy wejsciowej optymalizowany jest w celu zmaksymalizo-
wania czutosci rozpoznawania poszczegolnych zaburzen serca. Klasyfikator warstwy wyjsciowej na
podstawie odpowiedzi klasyfikatoréw wejSciowych oraz genetycznej selekcji cech podejmuje ostateczng
decyzje. Zesp6t uczony warstwowo z genetyczng selekcjq cech i genetyczng optymalizacja parametrow
klasyfikatoréw. W eksperymencie wykorzystano 1 rodzaj normalizacji: przeskalowanie, 1 rodzaj walida-
cji: 10-krotny sprawdzian, 1 typ ekstrakcji cech: okno o szerokoSci 512 probek oraz 1 typ klasyfikatora:
SVM.

SZCZEGOLOWE INFORMACJE

W tej sekcji zostaly zaprezentowane szczegdtowe informacje na temat przeprowadzonego do§wiad-
czenia nr 4. Celem eksperymentu nr 4 bylo stworzenie genetycznego zespotu klasyfikatoréw optymali-
zowanych po klasach (zaburzeniach).

Nazwa genetyczny, poniewaz w niniejszym eksperymencie wazna role odegrat algorytm genetyczny
zastosowany w pierwszej warstwie do selekcji cech (sktadowych czestotliwoSciowych sygnatéw EKG)
oraz optymalizacji parametrow 17 klasyfikatoréw. Natomiast w drugiej warstwie algorytm genetyczny
zostal wykorzystany do nowatorskiego genetycznego treningu bazujacego na selekcji cech polegajace;j
na eliminowaniu niepoprawnych odpowiedzi klasyfikatoréw pierwszej warstwy.

Zespot, poniewaz zaprojektowany system sktadat si¢ z 18 klasyfikatoréw utozonych w dwie-warstwy.
Zesp6t byt uczony warstwowo, tzn., Ze na poczatku zastosowano trening nadzorowany dla 17 klasyfikato-
réw z warstwy wejsciowej. Nastgpnie na podstawie uzyskanych odpowiedzi z 17 modeli klasyfikatoréw

stworzonych w pierwszej warstwie przeprowadzono trening jednego klasyfikatora z drugiej warstwy.

Pierwsza warstwa systemu sktadata si¢ z zespotu 17 ekspertow (klasyfikatorow SVM typu nu-
SVC z radialng funkcja jadra) specjalizujacych si¢ w rozpoznawaniu poszczegdlnych 17 klas (zaburzei
serca). Nalezy nadmienic, ze prawie wszystkie klasyfikatory bezblgednie rozpoznawaty fragmenty sygna-
16w EKG ze zbioréw uczacych. Celem optymalizacji dla pierwszej warstwy byta odpowiednia selekcja
cech w wektorze wejsciowym (selekcja sktadowych czgstotliwosciowych sygnatu EKG) oraz dobranie
takich wartosci parametréw v i v dla 17 klasyfikatoréw SVM aby zminimalizowaé liczb¢ btedéw dla
poszczegdlnych (priorytetowych) klas/zaburzen (dla pierwszego klasyfikatora z pierwszej klasy itd.).

Optymalizacja dla pierwszej warstwy byla wykonana za pomocg algorytmu genetycznego ktéry jedno-
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cze$nie selekcjonowatl cechy wejsciowe oraz optymalizowat parametry klasyfikatora. Kazdy klasyfikator
(ekspert) posiadal 17 wyjs$¢ na ktérych pojawiata si¢ tylko jedna wartos$¢ ,,1” (zgodnie z zasada WTA)
oznaczajaca rozpoznang przez klasyfikator (eksperta) klasg, a na pozostatych 16 wyjsciach pojawialy si¢
wartosci ,,0” oznaczajace, ze w podanym na wejscia fragmencie sygnatu EKG nie rozpoznano pozosta-
tych 16 klas. Na wejscia kazdego z 17 klasyfikatoréw z pierwszej warstwy wchodzity wyselekcjonowane
fragmenty sygnatéw EKG zawierajace najbardziej charakterystyczne cechy dla danego (priorytetowego)
zaburzenia - wyselekcjonowane przez algorytm genetyczny. Dla kazdego z 17 klasyfikatorow warstwy
wejsSciowej dobrano optymalny, inny, zestaw parametréw -y i v. 17 klasyfikatorow pierwszej warstwy
bylo optymalizowanych (uczonych) w celu zminimalizowania liczby bledéw dla priorytetowych klasach
(po 1 klasie dla kazdego z 17 klasyfikatoréw) i dla tej priorytetowej klasy kazdy btad (FP i FN) byt

liczony z waga réwna 100.

Druga warstwa systemu sktada si¢ z jednego sedziego - klasyfikatora SVM (typu C-SVC z liniowa
funkcja jadra). Ten jeden klasyfikator mial za zadanie oceniac glosy ekspertow z pierwszej warstwy i
wybraé tylko te najbardziej wiarygodne. Poniewaz wszyscy eksperci prawie bezblednie rozpoznawali
fragmenty sygnatow EKG ze zbioréw uczacych, w wyniku klasycznego treningu, nie zwigkszata sig¢
skuteczno$¢ dziatania calego systemu. W zwiazku z faktem, ze poszczegdlni eksperci byli dopasowani
do swoich klas, popetniali wigcej bledéw dla pozostatych 16 klas, a co za tym idzie ogdlna skutecz-
nos¢ catego dwu-warstwowego zespotu nie zwigkszata si¢ (w poréwnaniu z najlepszym z ekspertow).
Natomiast przy zastosowaniu w drugiej warstwie klasycznego rozwiazania polegajacego na glosowaniu
wigkszoSciowym ostateczny wynik réwniez odpowiadat wynikowi uzyskanemu przez najskuteczniej-
szego eksperta. Z tego wzgledu zastosowano trening genetyczny polegajacy na selekcji cech, ktéra w
tym przypadku obejmowata selekcj¢ gtosow ekspertow z pierwszej warstwy. Kazdy z 17 klasyfikatoréw
warstwy wejsciowej posiadat 17 wyjs¢ wigc wektor cech wejSciowych do drugiej warstwy liczyt 289 gfo-
sow. Zadaniem algorytmu genetycznego byto odrzucenie blednych gfosow (odpowiedzi) klasyfikatoréw
z pierwszej warstwy na podstawie btedéw w zbiorach testowych i pozostawienie jedynie wiarygodnych
gtosow (odpowiedzi), jednak przy zatozeniu, ze blad w zbiorach uczacych pozostanie zerowy. Algorytm
genetyczny byt sprz¢zony z 10-krotng walidacja krzyzowa co oznaczato, ze kazdy osobnik w populacji
(wektor cech) byt testowany na wszystkich 10 zbiorach uczacych i testowych. Dzigki takiemu podejsciu

zminimalizowano efekt przeuczenia.

W niniejszym eksperymencie, w 1 warstwie zespolu, wykorzystano jeden typ klasyfikatora: SVM,
jeden rodzaj przetwarzania wstgpnego sygnalu: przeskalowanie, jeden rodzaj ekstrakcji cech bazujacy na
oknie Hamminga o szerokosci 512 prébek oraz jeden wariant walidacji krzyzowej: sprawdzian 10-krotny.
Wymienione metody zostaty dobrane na podstawie badan przeprowadzonych w ramach eksperymentéw
nr 1, 2 i 3. Kryterium doboru metod byta sumaryczna liczba btedéw w zbiorach uczacych i testowych.

Do analizy zostaly dobrane metody dla ktérych osiagnigto najmniejsza liczbg biedow.

W ramach badan przetestowano réwniez rozwiazanie w ktérym klasyfikatory z pierwszej warstwy
posiadaty 2 wyjscia (priorytetowa klasa lub pozostate klasy) zamiast 17. Jednak takie rozwigzanie nie

przyniosto poprawy uzyskanych wynikéw.
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W ramach badan dotyczacych eksperymentu nr 4 przebadano wiele konfiguracji parametréw algo-
rytmu genetycznego stosowanego do selekcji cech w zespotach wielowarstwowych (od drugiej warstwy
wtlacznie). Przetestowano wiele warto$ci parametréw i na tej podstawie wybrano optymalne wartos$ci
wykorzystywane w tym i kolejnych eksperymentach (nr 4, 5 i 6), ktére zostaty przedstawione w tabelach
nr 4.8, 4.9, 4.11, 4.12, 4.15, 4.16 w tym rozdziale. Analogiczne postgpowanie zastosowana w celu do-
brania odpowiedniego typu klasyfikatoréw (neuronéw) wraz z ich parametrami, wykorzystywanych od
drugiej warstwy wlacznie, w zespotach wielowarstwowych (eksperymenty nr 4, 5 i 6). W wyniku analizy

wybrano klasyfikator C-SVC z liniowq funkcjaq jadra.

Na rysunku nr 4.4 przedstawiono schemat treningu genetycznego (dla przyktadowego chromosomu
osobnika i pojedynczego fragmentu sygnalu EKG) polegajacy na selekcji cech (gtoséw ekspertow) na

podstawie wzorcowych odpowiedzi dla zbioréw uczacych i testowych.

s1_ct >

[l
s1_c2 ‘EI
=
[

> s1_C1

> S1_C17

s2_ct >

> s2_C1

s2_C2 >

s1_c17

s17_C1 >

[

(o]
.
L]

s2_C17 {II
L]

(o]

—

§17_C2 » 1 »1S17_C12
d =

*« o o

[
2
Y e e e
(2]
2
=

o o

e
o

> 1 >S17_C17

Rysunek 4.4: Schemat treningu genetycznego (selekcji cech za pomoca algorytmu genetycznego) dla

przyktadowego chromosomu osobnika i pojedynczego fragmentu sygnatu EKG.
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Szczegdtowe informacje na temat kolejnych krokéw przeprowadzonego eksperymentu nr 4 zostaty
przedstawione w tabelach nr 4.7, 4.8 1 4.9. Informacje w nich zawarte obejmuja m.in. podstawowe i opty-
malizowane parametry zaprojektowanych klasyfikatoréw wraz z parametrami algorytmu genetycznego
wykorzystanego do selekcji cech i optymalizacji parametrow dla klasyfikatoréw z warstwy pierwszej i

drugie;j.

SCHEMAT DOSWIADCZENIA
W tej sekcji na rysunkach nr 4.5 i 4.6 zostal przedstawiony schemat eksperymentu nr 4. Schemat

przedstawia przeptyw danych pomig¢dzy kolejnymi krokami eksperymentu.

PROCEDURY ALGORYTMU

W tej sekcji zostalo przedstawione réwniez pig¢ procedur wykorzystanych w rozpoznawania sygna-
16w EKG w eksperymencie nr 4 dla genetycznego zespotu klasyfikatoréw.

Procedura nr 4.8 obejmuje algorytm optymalizacji parametréw 17 klasyfikatoréw SVM (dwa opty-
malizowane parametry) sprzezony z algorytmem selekcji cech wykonany za pomoca algorytmu gene-
tycznego z pierwszej warstwy genetycznego zespotu klasyfikatoréw dla eksperymentu nr 4. Procedura
4.10 obejmuje algorytm selekcji cech wykonany za pomoca algorytmu genetycznego dla 1 klasyfikatora
SVM z drugiej warstwy genetycznego zespotu klasyfikatoréw dla eksperymentu nr 4.

Natomiast procedura nr 4.9 obejmuje wyznaczanie funkcji przystosowania osobnikéw, obliczanej w
ramach algorytmu genetycznego, przedstawionego w procedurze nr 4.8, dla 1 warstwy zespotu klasyfi-
katoréw. Z kolei procedura nr 4.11 obejmuje wyznaczanie funkcji przystosowania osobnikow, obliczanej
w ramach algorytmu genetycznego, przedstawionego w procedurze nr 4.10, dla 2 warstwy zespotu kla-
syfikatoréw. Procedury nr 4.9 i 4.10 zostaty przedstawione dla 10-krotnej walidacji krzyzowej zgodnie z
metodologia eksperymentu nr 4.

Procedura nr 4.12 obejmuje obliczanie odpowiedzi genetycznego zespotu klasyfikatoréw, macierzy
pomyltek CF oraz wspotczynnikow oceny klasyfikatorow zawartych w sekcji: 3.2.7 na podstawie mode-
16w klasyfikatoréw (stworzonych dla optymalnych warto$ci parametréw znalezionych za pomoca pro-
cedur nr: 4.8 1 4.10, odpowiednio dla 1 i 2 warstwy zespotu klasyfikatoréw) oraz optymalnego wektora
cech wejsciowych (wyznaczonego za pomoca procedur nr: 4.8 i 4.10, odpowiednio dla 1 i 2 warstwy

zespotu klasyfikatoréw).

WYNIKI

Uzyskane na podstawie eksperymentu nr 4 wyniki zostaty przedstawione w sekcji 5.6.4.
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Tablica 4.7: Szczegbtowe informacje na temat kolejnych etapdw: Eksperymentu nr 4 (4.4).

Nazwa Teoria

Opis

Surowe dane

BAZA DANYCH: Sekcja:
MIT-BIH ARRHYTHMIA 3.1.3

744, 10-sekundowe (3600 prébek), fragmenty sygnatu EKG od 29 pacjentéw;
17 klas: prawidlowy rytm zatokowy + 16 dysfunkcji serca;

Przetwarzanie wstepne sygnatu

NORMALIZACJA S;gjla: e Przeskalowanie amplitudy sygnatu do przedziatu: [—1, 1];
Ekstrakcja cech
e Estymacja widmowej gestosci mocy sygnatu EKG przy wykorzystaniu: me-
WIDMOWA Sekeja: tody Welsh’a oraz dyskretnej transformacji Fouriera;
GESTOSC MOCY 327 o 1 rodzaj szerokoSci okna Hamming: 512 prébek;

Normalizacja przetransformowanego sygnatu: logarytmowanie;
Dtugos¢ wektora cech (liczba wejs¢): 4001 sktadowych czestotliwosciowych;

KLASYFIKOWANIE

Dwu-warstwowy zesp6t klasyfikatorow

PIERWSZA WARSTWA

17 klasyfikatoréw SVM wyspecjalizowanych w rozpoznawaniu poszczegdlnych (priorytetowych) zaburzen serca

Selekcja cech

ALGORYTM Sekcja:
GENETYCZNY 3.2.3

Algorytm genetyczny zostal wykorzystany do selekcji cech sprzgzonej z opty-
malizacja parametréow klasyfikatorow;

Liczba osobnikéw w populacji: 50;

Typ reprezentacji genéw: liczby zmiennoprzecinkowe;

Budowa chromosomu: wektory zmiennoprzecinkowe typu:
[91,92, €1, oy Ca001), gdzie: g1 — pierwszy gen determinujacy warto$é
pierwszego parametru SVM: v, go — drugi gen determinujacy wartos$¢
drugiego parametru SVM: v, a ¢y, ..., c4001 — 4001 genéw, o wartosciach z
przedziatu: [0, 1] zaokraglanych do wartosci 1 — pozostawienie cechy lub 0 —
odrzucenie cechy;

Poczatkowa populacja: losowa, jednolita;

Zakres warto$ci gendw: lokalny zakres wartosci genéw, dla poszczegdlnych
parametréw klasyfikatoréw, zgodny z informacjami podanymi w tabeli nr 4.8,
w wierszu: Optymalizowane parametry, dobrany dos§wiadczalnie na podsta-
wie globalnego (szerszego) zakresu; dla selekeji cech zakres: [0, 1];
Docelowa wartos$¢ funkcji przystosowania: 0;

Maksymalna liczba pokolen: 30;

Rodzaj krzyzowania: posrednie; Prawdopodobiefistwo krzyzowania: 0.7;
Rodzaj mutacji: jednolita; Prawdopodobienstwo mutacji: 0.3;

Liczba najlepiej przystosowanych osobnikéw ktére przejda niezmienione do
nastgpnego pokolenia: 3;

Metoda skalowania wartosci funkcji przystosowania: rankingowa;

Metoda selekcji rodzicow: turniejowa;

Funkcja przystosowania osobnikéw obliczana na podstawie wzoru:
C.

ERR = Way (wz 'errUZs71,m+errUsum)+wt . (wz 'errTZs1l,m+eTTTs1Lm)+wc' -~

gdzie: “@4)

w, = 1 — waga dla btedéw ze zbioréw uczacych;

wy = 1 — waga dla bledéw ze zbioréw testowych;

w, = 1 — waga dla wspdtczynnika pozostawionych cech;

w, = 100 — waga dla priorytetowej klasy dla danego klasyfikatora;
erry zsum — liczba btednych klasyfikacji dotyczacych tylko priory-
tetowej klasy Z dla danego klasyfikatora, w 10 zbiorach uczacych;
errysum — sumaryczna liczba bledow dotyczacych wszystkich klas
oproécz klasy Z, w 10 zbiorach uczacych;
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Tablica 4.8: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 4 (4.4).

Nazwa Teoria Opis

Selekcja cech — kontynuacja

e Kontynuacja opisu wzoru 4.4 z tabeli nr 4.7:
gdzie:
errrzsum — liczba btednych klasyfikacji dotyczacych tylko priory-
tetowej klasy Z dla danego klasyfikatora, w 10 zbiorach testowych;

ALGORYTM Sekcja: €rTTsum — sumaryczna liczba btedéw dotyczacych wszystkich klas
GENETYCZNY 323 oproécz klasy Z, w 10 zbiorach testowych;
% — wspdtczynnik pozostawionych cech: stosunek liczby pozosta-
wionych cech C, do wszystkich cech C;
o W wyniku selekcji cech zostata zredukowana, Srednio dwukrotnie, dtugosé
wektora cech (liczba wejs¢) do warto$¢ okoto 2000 cech (prébek sygnatu
EKG), szczegdtowe informacje na ten temat mozna znalez¢ w tabeli nr 5.5;
Walidacja krzyzowa
o 10 modeli klasyfikatorow;
10-KROTNY Sekcja: e Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
SPRAWDZIAN 324 sygnatéw w zbiorach uczacych i 10% w zbiorach testowych;
KRZYZOWY

e 10 zbioréw uczacych (grupy 1-9: 675 elementéw, grupa 4: 621 elementéw);
o 10 zbioréw testowych (grupy 1-9: 69 element6éw, grupa 4: 123 elementy);
Klasyfikatory

17 trenowanych, testowanych i optymalizowanych klasyfikatorow:
1 typ klasyfikatora - 1 szeroko$¢ okna Hamminga - 1 rodzaj przetwarzania wstgpnego sygnatu - 1 rodzaj walidacji krzyzowe;j

Podstawowe parametry
Wartosci zmiennych parametrow zostaty dobrane eksperymentalnie w eksperymencie nr 1, sekcja: 4.1

Sekei e Typ: nu-SVC;

ekcja:

SVM 32_]5 e Typ funkcji jadra: RBF (radialna, typu Gaussa);
e Liczba wyjsé = 17, ze zbioru {0, 1};

Optymalizowane parametry
Ostateczne zakresy parametr6w zostaly dobrane eksperymentalnie na podstawie szerszych zakreséw

e Parametr v (—g) determinujacy rozpigto$¢ funkcji radialnej (RBF) jadra, z

SVM Sekcja: zaKkresu: [2~10_6; 2-10_4], zrozdzielczo$cia: 10714, 50-30 = 1500 wartosci;
325 e Parametr nu (—n) determinujacy szeroko$¢ marginesow, z zakresu:
[0.001; 0.05], z rozdzielczoscia: 10™4, , 50 - 30 = 1500 wartosci;
Optymalizacja parametrow klasyfikatoréow
ALGORYTM Sekeja: . Iréx,lgo;yt? igcjnrezty;zrltly ZZast(;szw.any dz (;;)t}l/(rlne(lilrilzacjiiPa}rametr(;’)wmkltarls/};:il;t(?:
GENETYCZNY 396 6w zostat sprzezony z selekcjq cech. Dokladny opis jego parametrd aj

duje si¢ w tabeli nr 4.7 w sekcji: Selekcja cech;

DRUGA WARSTWA
1 klasyfikator SVM (sedzia) oceniajacy odpowiedzi klasyfikatoréw (glosy ekspertow) z pierwszej warstwy

Selekcja cech

e Liczba osobnikéw w populacji: 200;

o Typ reprezentacji gendw: ciag bitow;

e Budowa chromosomu: wektor bitéw postaci: [c1, ..., cagg], sktadajacy sie z
289 genéw, o warto$ciach ze zbioru: {0, 1}, gdzie: 1 — oznacza pozostawienie
cechy lub 0 — odrzucenie cechy;

ALGORYTM Sekcja:
GENETYCZNY 323

e Poczatkowa populacja: losowa, jednolita;
o Zakres wartosci genéw: ze zbioru: {0, 1} (dla selekcji cech);
e Docelowa warto$¢ funkcji przystosowania: 0;
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Tablica 4.9: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 4 (4.4).

Nazwa

Teoria

Opis

Selekcja cech — kontynuacja

ALGORYTM
GENETYCZNY

Sekcja:
323

Maksymalna liczba pokoleri: 100;

Rodzaj krzyzowania: rozsiane; Prawdopodobienstwo krzyzowania: 0.9;
Rodzaj mutacji: jednolita; Prawdopodobieristwo mutacji: 0.1;

Liczba najlepiej przystosowanych osobnikéw ktére przejda niezmienione do
nastgpnego pokolenia: 10;

Metoda skalowania warto$ci funkcji przystosowania: rankingowa;
Metoda selekcji rodzicow: turniejowa;

Kierunek migracji: obustronny;

Warto$¢ wspétczynnika migracji: 0.2;

Zakres migracji: 20;

Funkcja przystosowania osobnikéw obliczana na podstawie wzoru:

ERR = wy - errysum + Wy + €rrrsym + We 62 4.5)

gdzie:

w, = 1 —waga dla btgdéw ze zbioréw uczacych;

wy = 1 — waga dla bledéw ze zbioréw testowych;

w, = 1 —waga dla wspdtczynnika pozostawionych cech;

errysum — sumaryczna liczba btedéw w 10 zbiorach uczacych;

errrsym — sumaryczna liczba btgdéw w 10 zbiorach testowych;

% — wspotczynnik pozostawionych cech: stosunek liczby pozosta-

wionych cech C', do wszystkich cech C;
W wyniku selekcji cech zostata zredukowana, ponad 13-krotnie, dtugos¢
wektora cech (liczba wejs¢) do warto$¢ 22 z 289 cech, szczegétowe infor-
macje na ten temat mozna znalez¢ w tabeli nr 5.5;

Walidacja krzyzowa

10-KROTNY
SPRAWDZIAN
KRZYZOWY

Sekcja:
324

10 modeli klasyfikatoréw;

Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
sygnaléw w zbiorach uczacych i 10% w zbiorach testowych;

10 zbioréw uczacych (grupy 1-9: 675 elementéw, grupa 4: 621 elementow);
10 zbioréw testowych (grupy 1-9: 69 elementéw, grupa 4: 123 elementy);

Klasyfikatory

1 trenowany, testowany i optymalizowany klasyfikator:
1 typ klasyfikatora - 1 rodzaj walidacji krzyzowej

Podstawowe parametry

Warto$ci zmiennych parametréw zostaty dobrane eksperymentalnie

SVM

Sekcja:
325

Typ: C-SVC;
Typ funkc;ji jadra: liniowa;
Liczba wyjsé = 1, ze zbioru {1, ...,17};

Optymalizowane parametry

Brak

Optymalizacja parametréw klasyfikatorow

Brak
Ocena uzyskanych wynikow

KRYTERIA

Sekcja:
3.2.7

Macierz pomytek (CF);

Skutecznos$é (AC'C'); Czutos¢ (SEN); Specyficznos¢ (SPE);

Suma biedéw (ERRgyum);

Wspétczynnik «; Wspdtczynnik pozostawionych cech W

Czas treningu (Cy); Czas klasyfikowania (C); Czas optymalizacji (C,);
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Rysunek 4.5: Schemat Eksperymentu nr 4 — Genetyczny zespot klasyfikatorow optymalizowanych po

klasach.
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A

=

Rysunek 4.6: Kontynuacja schematu Eksperymentu nr 4 — Genetyczny zespot klasyfikatorow optymali-

zowanych po klasach.
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Algorytm 4.8: Procedura selekcji cech i optymalizacji parametréw 17 klasyfikatoréw SVM pierw-

szej warstwy, wykonana za pomoca ALGORYTMU GENETYCZNEGO dla Eksperymentu nr 4.
Dane:

X — macierz z surowymi danymi;
W — macierz z wzorcowymi odpowiedziami;
n <— 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
m < 17 —liczba klas 1 odpowiadajaca jej liczba klasyfikatoréw;
Wyniki:
Bi.w — macierz z warto$ciami FUNKCJI PRZYSTOSOWANIA: f,, wraz z wektorami « z wyznaczonymi, optymalnymi
parametrami: vy i v oraz wyselekcjonowanymi cechami dla 17 klasyfikatoréw SV M z pierwszej warstwy;

Ouvi,...,Ov171O71, ..., Or17 — macierze z odpowiedziami 17 klasyfikatoréw;

1 Wykonac przeskalowanie surowych danych wedtug sekcji: 3.2.1 na podstawie: X w wyniku czego otrzymamy: X p;

2 Wykona¢ ekstrakcje cech dla okna Hamminga = 512 prébek, wedtug sekcji: 3.2.2 na podstawie: X p w wyniku czego
otrzymamy: X g;

3 Utworzy¢ na podstawie X g zbiory uczace: Uy, ..., Uig i testowe: 11, ..., Thp oraz na podstawie W macierze
wzorcowe: Wy, ..., Wuio; Wra, ..., Wri10 za pomoca metody n-krotnej walidacji krzyzowej opisanej w sekcji:
324,

4 Ustawi¢ parametry ALGORYTMU GENETYCZNEGO zgodnie z tabela nr: 4.7, m.in.:

e liczba osobnikéw w populacji <— o = 50

e zakonczenie algorytmu <— wartos$¢ funkcji dopasowania: f, = 0 lub pokolenia: p = 30

s for z <— 1 to m (liczba klas/klasyfikatorow) do /* ALGORYTM GENETYCZNY x/
6 Stworzy¢ poczatkowa populacje P, w ktérej chromosomy osobnikéw sa wektorem postaci:
z = [g1, 92, C1, ..., Cao01], gdzie g1 — pierwszy gen determinujacy warto$¢ pierwszego optymalizowanego

parametru SV M: ~, a g2 — drugi gen determinujacy warto$¢ drugiego parametru: v, ci, ..., C4001 geny

odpowiedzialne za selekcj¢ cech;

7 for i < 1 to p (liczba pokoleri) do
8 for j < 1 to o (liczba osobnikéw) do
9 Wyznaczy¢ wektor r dla osobnika j z populacji P sktadajacy si¢ z: warto$ci FUNKCII
PRZYSTOSOWANIA f, wraz z odpowiadajacym jej wektorem z; z warto$ciami optymalizowanych
parametréw i wyselekcjonowanymi cechami oraz wyznaczy¢ macierze z odpowiedziami klasyfikatora:
Oy i Or, wedtug procedury: 4.9 i zapisa¢ wyniki w macierzy R(j) oraz w macierzach: Oy; i Or;j;
10 end
11 if f, == 0w R then /* Zakonczenie algorytmu =/
12 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R wraz z
odpowiadajacymi mu macierzami odpowiedzi Oy i O dla klasyfikatora z oraz zapisa¢ wartosci
wektora B do macierzy: B1.,(z), a warto$ci macierzy odpowiedzi do macierzy Oy i Or;
13 break
14 else
15 Wykona¢ selekcje osobnikéw;
16 Zastosowac operatory genetyczne: krzyzowanie i mutacje;
17 Utworzy¢ nowa populacje P;
18 end
19 end
20 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R wraz z odpowiadajacymi

mu macierzami odpowiedzi Oy i Or dla klasyfikatora z oraz zapisa¢ wartosci wektora B do macierzy: Bi.w(z),

a warto$ci odpowiedzi do macierzy Oy, i Or;

21 end
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Algorytm 4.9: Procedura wyznaczania FUNKCJI PRZYSTOSOWANIA f;, osobnikéw, obliczana w

ramach ALGORYTMU GENETYCZNEGO, przedstawionego w pro.: 4.8, dla Eksperymentu nr 4.

o

Dane:
5UMyype < 1 — zdefiniowanie typu SV M nav — SV
kerneliyy. < 2 — zdefiniowanie typu funkcji jadra na RBF';
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Ui, ...,Uio; 11, ..., Tho — zbiory uczace i testowe utworzone za pomoca metody n-krotnej walidacji

krzyzowej, wedlug procedury: 4.8;

Wui, ..., Wouio; Wra, ..., W10 — macierze wzorcowe utworzone za pomoca metody n-krotnej walidacji

krzyzowej, wedtug procedury: 4.8;

@ — chromosom danego osobnika w postaci wektora: [g1, g2, 1, ..., ca001] sktadajacego si¢ z dwéch gendw

z wartoSciami optymalizowanych parametréw klasyfikatora SV M oraz genami odpowiedzialnymi za
selekcje cech;
w,, < 1 —waga dla btedéw ze zbioréw uczacych;
wg <— 1 — waga dla bledéw ze zbioréw testowych;
w, < 1 — waga dla wspélczynnika pozostawionych cech;
z —zmienna determinujaca priorytetowa klase dla danego klasyfikatora, przekazana z proce.: 4.8;
w, < 100 — waga dla priorytetowej klasy z dla danego klasyfikatora z;
Wyniki:
r — wektor sktadajacy si¢ z: warto§ci FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej

wektorem z, z wartoSciami optymalizowanych parametréw klasyfikatora SV M oraz wyselekcjonowanymi

cechami dla danego osobnika;

Oy i Or — macierze z odpowiedziami klasyfikatora;

Zaokragli¢ warto$ci wektora x3.4903 do wartosci: 0 V 1;

Wykona¢ selekcje cech na zbiorach uczacych: Uy, ..., Uyg i testowych: 77, ..., T1¢ na podstawie wektora
Z3.4003 poprzez usunigcie cech (sktadowych czestotliwo$ciowych) odpowiadajacych wartosciom 0 oraz
zapisaé ich wartosci do macierzy: U,y ..., Uc101 Te1,y vy Te103

Zapisa¢ warto. parametréow klasyfikatora SV M, : sumyype, kernelyype 1 1.2 do wektora: opcje;

for k < 1 to n (liczba kombinacji zbioréw) do
Utworzy¢ model klasyfikatora SV M, w wyniku treningu na podstawie: opcje, Uk, i Wiyg;
Wyznaczy¢ odpowiedzi klasyfikatora SV M, na podstawie stworzonego modelu dla zbioru uczacego

Uer 1 testowego T, oraz zapisaé ich wartosci do wektoréw: Oy (k) 1 Or(k);

Wyznaczy¢ liczbe btedéw w zbiorze uczacym U,y i testowym Ty, na podstawie odpowiedzi
klasyfikatora: Oy (k) i Or (k) oraz wzorcowych odpowiedzi: Wy i Wy, oraz zapisaé ich wartosci
dla priorytetowej klasy z do wektoréw: erry z (k) i errrz(k) oraz dla pozostatych klas do wektoréw:

erry (k) i errr(k);

end

Obliczy¢ sumy bledow: erry zsum» 7T Zsums €TTUsum 1 €77 Tsum dla zbioréw uczacych U, ..., Ug10 1
testowych T¢1, ..., T,19 na podstawie czastkowych wartosci bledoéw: erryz, errrz, erry i erry;
WyznaczyC na podstawie: erry zsum» €T Zsums EVTU sum 1 €777 sym Warto§€ FUNKCIT
PRZYSTOSOWANIA f,, wedtug wzoru: ERR = wy, - (W, - €rry zsum + €rrusum)+
+w;s - (W, - €rrTZsum + €T Tsum) + We - %, gdzie: C, jest liczba pozostawionych cech, a C jest liczba
wszystkich cech;

Zapisa¢ warto§¢ FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej wektorem x z warto$ciami
parametrow klasyfikatora i zaokraglonymi wartoSciami wyselekcjonowanych cech do wektora r oraz

zapisa¢ macierze z odpowiedziami klasyfikatora: Oy i O ;
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Algorytm 4.10: Procedura selekcji cech 1 klasyfikatora SV M drugiej warstwy, wykonana za po-

mocg ALGORYTMU GENETYCZNEGO dla Eksperymentu nr 4.
Dane:

Oui, ..., Oy17 1 Or1, ..., Or17 — macierze z odpowiedziami 17 klasyfikatoréw z pierwszej

warstwy wyznaczone na podstawie procedury 4.8;

Wui, oo, Worio; Wi, ..., Wr1g — macierze wzorcowe utworzone za pomoca 10-krotnej metody

walidacji krzyzowej, wedtug procedury: 4.8;

n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Wyniki:

Ba,,, — wektor z warto$ciag FUNKCJI PRZYSTOSOWANIA: f, wraz z wektorem c z wyznaczonymi,

optymalnie wyselekcjonowanymi, cechami dla 1 klasyfikatora SV M z drugiej warstwy;

1 Przetransformowaé 1-wyjsciowe odpowiedzi 17 klasyfikatoréw Oy, ..., Oy17 1 Oy, ..., O17 na

odpowiedzi 17-Wyj§Ci0W6 OU117, ceey OU1717 i OT117, ceny OT1717;

[ %]

Ulozy¢ odpowiedzi 17 klasyfikatoréw Oy1,,, ..., Ovi7,, 1 O1145, -, OT17,, 2g0dnie z metoda
n-krotnej walidacji krzyzowej, w wyniku czego otrzymamy zbiory uczace: Upy, ..., Uo1p 1
testowe: Tp1, ..., T010;

3 UstawiC parametry ALGORYTMU GENETYCZNEGO zgodnie z tabelami nr: 4.8 1 4.9, m.in.:

e liczba osobnikéw w populacji <— o = 200

o zakonczenie algorytmu <— warto$¢ funkcji dopasowania: f, = 0 lub pokolenia: p = 100

ALGORYTM GENETYCZNY (sekcja: 3.2.6):

£ N

Stworzy¢ poczatkowa populacje P, w ktérej chromosomy osobnikéw sa wektorem postaci:
¢ = [e1, ..., cago], sktadajacym sig z 289 genéw, odpowiedzialnych za selekcje cech,
odpowiadajacych odpowiedziom 17 klasyfikatoréw z pierwszej warstwy;

5 for i < 1 to p (liczba pokoleri) do

6 for j < 1 to o (liczba osobnikéw) do
7 Wyznaczy¢ wektor r dla osobnika j z populacji P sktadajacy si¢ z: warto§ci FUNKCJT
PRZYSTOSOWANIA f, wraz z odpowiadajacym jej wektorem c; z wyselekcjonowanymi
cechami, wedtug procedury: 4.11 i zapisa¢ wyniki w macierzy R(j);
8 end
9 if f, == 0w R then /+ Zakonczenie algorytmu =*/
10 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora Bs,,, na podstawie macierzy R;
11 break
12 else
13 Wykona¢ selekcjg osobnikow;
14 Zastosowac operatory genetyczne: krzyzowanie i mutacjeg;
15 Utworzy¢ nowa populacje P;
16 end
17 end

18 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora By,,, na podstawie macierzy R?;
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Algorytm 4.11: Procedura wyznaczania FUNKCJT PRZYSTOSOWANIA f;, osobnikéw, obliczana w

ramach ALGORYTMU GENETYCZNEGO, przedstawionego w pro.: 4.10, dla Eksperymentu nr 4.
Dane:

5UMyype < 0 — zdefiniowanie typu SV M na C' — SV C;
kerneliype < 0 — zdefiniowanie typu funkcji jadra na liniow;
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Uoi,....UoiwiTo1, ..., To10 — zZbiory uczace i testowe utworzone za pomocg n-krotnej walidacji
krzyzowej, na podstawie odpowiedzi 17 klasyfikator6w z pierwszej warstwy, wyznaczone na
podstawie procedury 4.8;
Wui, ..., Wy 1 Wra, ..., W19 — macierze wzorcowe utworzone za pomocg n-krotnej metody
walidacji krzyzowej, wedtug procedury: 4.8;
¢ — chromosom danego osobnika w postaci wektora: ¢ = [cy, ..., cagg] sktadajacego si¢ z 289
genéw z wartosciami ze zbioru: {0, 1}, odpowiedzialnych za selekcje cech, odpowiadajacych
odpowiedziom 17 klasyfikatoréw z pierwszej warstwy;
w,, +— 1 —waga dla bledéw ze zbioréw uczacych;
wy < 1 — waga dla btgdéw ze zbioréw testowych;
w, <— 1 — waga dla wspélczynnika pozostawionych cech;

Wyniki:
r — wektor sktadajacy si¢ z: wartoSci FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej

wektorem z, z wyselekcjonowanymi cechami dla danego osobnika;

1 Wykona¢ selekcje cech na zbiorach uczacych: Upy, ..., Upig 1 testowych: Tp1, ..., Tpo1p na
podstawie wektora cj.089 poprzez usunigcie cech (sktadowych czestotliwo$ciowych)
odpowiadajacych warto$ciom 0 oraz zapisa¢ ich wartosci do macierzy: Upe, .., Uoe10 1
Toct, - Toc10:

2 Zapisa¢ wartoSci parametrow klasyfikatora SV M: sumyype 1 kernelyy,. do wektora: opcje;

3 for k < 1 to n (liczba kombinacji zbioréw) do

4 Utworzy¢ model klasyfikatora SV M w wyniku treningu na podstawie: opcje, Uper 1 Wyg;

5 Wyznaczy¢ odpowiedzi klasyfikatora SV M na podstawie stworzonego modelw dla zbioru

uczacego Up.y, 1 testowego T, oraz zapisac ich wartosci do wektoréw: Oy (k) i O (k);

6 Wyznaczy¢ liczbg btedéw w zbiorze uczacym Up,y, 1 testowym T na podstawie

odpowiedzi klasyfikatora: Oy (k) i Or (k) oraz wzorcowych odpowiedzi: Wiy, i Wy, oraz

zapisa¢ ich warto$ci do wektoréw: erry (k) i errr(k);

7 end

8 Obliczy¢ sumy bledoéw errysym 1 errrsym dla zbioréw uczacych Upey, ..., Uoc1o 1 testowych
Toc1, ---, Toc10 na podstawie czastkowych wartosci btedéw: erry i erry;

9 Wyznaczy¢ na podstawie errysym 1 €rrrsym wartoS¢ FUNKCIT PRZYSTOSOWANIA f,, wedlug
wzoru: FERR = wy - errysum + W - €7 Tsum + We - % gdzie: C', jest liczba pozostawionych
cech, a C' jest liczba wszystkich cech;;

10 Zapisa¢ warto§¢ FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej wektorem c z

warto$ciami wyselekcjonowanych cech do wektora r;
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Algorytm 4.12: Procedura obliczania macierzy pomytek CF oraz wspéiczynnikéw oceny klasyfi-
katoréw na podstawie procedur: 4.8 i 4.10, dla dwu-warstwowego genetycznego zespotu klasyfi-

katoréw z Eksperymentu nr 4.

Dane:
X — macierz z surowymi danymi;
W — macierz z wzorcowymi odpowiedziami;
SUMyype,,, < 1 —zdefiniowanie typu SV M nav — SV,
kerneliype,, < 2 — zdefiniowanie typu funkcji jadra na RBF;
SUMyypes,, < 0— zdefiniowanie typu SV M na C' — SV C,
kerneliype,,, < 0—zdefiniowanie typu funkcji jadra na liniow;
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowe;j;
m < 17 — liczba klas 1 odpowiadajaca jej liczba klasyfikatoréw;
By, — macierz z wynikami procedury 4.8;
By, — macierz z wynikami procedury 4.10;

Wyniki:

C'F — macierz pomytek z odpowiedziami dwu-warstwowego genetycznego zespotu klasyfikatorow;

[

Wykonaé przeskalowanie surowych danych: X — Xp;
2 Wykona¢ ekstrakcje cech dla okna Hamminga = 512 prébek: Xp — Xg;
3 Utworzy¢ na podstawie metody n-krotnej walidacji krzyzowej zbiory uczace i testowe:

XE — U1, ceey U10 /\Tl, ~~~7T10 oraz macie. wzorcowe: W — WUla ~~~7WU10 A WT17 ...,WTlo;

4 for z < 1 to m (liczba klas/klasyfikatoréw) do /% PIERWSZA WARSTWA */
5 Wykona¢ selekcje cech na podstawie wektora Bi,.,00, (#) na zbiorach uczacych i testowych:

(U1, ..., Uig VT, ..., T10) + Brwgoea(2) = Uct, .o, Ucro V Tt .., Tero;
6 Zapisa¢ wartosci parametrow klasyfi. SV M. : sumyype + kerneliype + Biuw,.(2) = opcje;
7 for k < 1 to n (liczba kombinacji zbioréw) do
8 Utworzy¢ model klasyfikatora SV M. : opcje + Uy, + Wy, — model;
9 Wyznaczy¢ wektory odpowiedzi klasyfikatora SV M, dla zbioru uczacego i testowego:

model + (Uek, V Ter) — Ou(k) V Or(k);

10 end
11 Zapisaé macierze z odpowiedziami klasyfikatora SV M,: Oy V Or — Oy, V Or;

12 end /* DRUGA WARSTWA x/

13 Przetransformowac 1-wyjsciowe odpowiedzi 17 klasyfikatoréw na odpowiedzi 17-wyjsSciowe:
Ou1,...,Ou17 V Or1, ... Or17 = Outyyy oo, Ovtzy, V O1147y oo, O117,45

14 Utworzy¢ zbiory uczace i testowe poprzez utozenie odpowiedzi 17 klasyfikatoréw zgodnie z metoda
walidacji: Oy1,,, ..., Ovi7,, V O11445 .o Or17,, = Uo1, ..., Uo10 V To1, ..., To1o;

15 Wykonac selekcje cech na podstawie wektora: By, ,,, Na zbiorach uczacych i testowych:
(Uo1, -, U010V To1, -, T010) + Bawsiseo — Uocts s Uocio V Toct, -+, Toc10;

16 Zapisa¢ warto$ci parametréw klasyfikatora SV M: sumyype + kernelyype — opcje;

17 for k < 1 to n (liczba kombinacji zbioréw) do

18 Utworzy¢ model klasyfikatora SV M: opcje + Uper, + Wy, — model,

19 Wyznaczy¢ wektory odpowiedzi klasyfikatora SV M dla zbioru uczacego i testowego:
model + (Uoek V Tock) — Ou(k) + Or(k);
20 Wyznaczy¢ liczbe bledéw w zbiorze uczacym i testowym:

(Ou (k) ANWyg) V (Or(k) AWry) — erry (k) V errp(k);
21 end
22 Utworzy¢ czastkowe macierze pomytek oraz catkowita macierz pomytek:
Or ANWr1, ..o W0 = CFy,...,CFig ANCF
Obliczy¢ wspotczynniki oceny klasyfikatoréw wedtug sekcji: 3.2.7, na podstawie: C'Fy, ..., CFyg, CF

(]
w

oraz erry i errr;
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4.5. Eksperyment nr 5 — Genetyczny zesp6l klasyfikatoré6w optymalizo-

wanych po zestawach zbiorow

HIPOTEZA

Zastosowanie genetycznego dwu-warstwowego zespotu 10+ 1 klasyfikatorow SVM (zmodyfikowana me-
toda bagging), uczonego w celu zmaksymalizowania czutosci rozpoznawania zaburzen serca dla poszcze-
golnych zbiorow testowych oraz bazujqcego na genetycznej selekcji cech i genetycznej optymalizacji pa-

rametrow klasyfikatorow, spowoduje zwigkszenie czutosci diagnozowania dysfunkcji migsnia sercowego.

OPIS EKSPERYMENTU

Piaty eksperyment polegal na zaprojektowaniu dwu-warstwowego zespotu, sktadajacy si¢ z: 10
klasyfikatorow SVM (nu-SVC, RBF, odpowiadajacych 10 zbiorom testowym) + 1 klasyfikatora SVM
(C-SVC, liniowy), zmodyfikowana metoda bagging. W zespole kazdy klasyfikator warstwy wejSciowe;j
optymalizowany jest w celu zmaksymalizowania czuloSci rozpoznawania zaburzen serca dla poszcze-
golnych zestawow zbioréw. Klasyfikator warstwy wyjsciowej na podstawie odpowiedzi klasyfikatorow
wejsciowych oraz genetycznej selekcji cech podejmuje ostateczng decyzje. Zespot uczony warstwowo
z genetycznq selekcjq cech 1 genetyczna optymalizacja parametrow klasyfikatorow. W eksperymencie
wykorzystano 1 rodzaj normalizacji: przeskalowanie, 1 rodzaj walidacji: 10-krotny sprawdzian, 1 typ

ekstrakcji cech: okno o szerokosci 512 probek oraz 1 typ klasyfikatora: SVM.

SZCZEGOLOWE INFORMACJE

W tej sekcji zostaly zaprezentowane szczegdtowe informacje na temat przeprowadzonego dos§wiad-
czenia nr 5. Celem eksperymentu nr 5 bylo stworzenie genetycznego zespotu klasyfikatoréw optymali-
zowanych po zestawach zbioréw.

Nazwa genetyczny, poniewaz w niniejszym eksperymencie wazna role odegrat algorytm genetyczny
zastosowany w pierwszej warstwie do selekcji cech (sktadowych czestotliwoSciowych sygnatéw EKG)
oraz optymalizacji parametréw 10 klasyfikatoréw. Natomiast w drugiej warstwie zostal wykorzystany
do nowatorskiego genetycznego treningu bazujacego na selekcji cech polegajacej na eliminowaniu nie-
poprawnych odpowiedzi klasyfikatoréw pierwszej warstwy.

Zespot, poniewaz zaprojektowany system sktadat si¢ z 11 klasyfikatoréw utozonych w dwie-warstwy.
Zesp6t byt uczony warstwowo, tzn., ze na poczatku zastosowano trening nadzorowany dla 10 klasyfikato-
réw z warstwy wejsciowej. Nastgpnie na podstawie uzyskanych odpowiedzi z 10 modeli klasyfikatoréw

stworzonych w pierwszej warstwie przeprowadzono trening jednego klasyfikatora z drugiej warstwy.

Pierwsza warstwa systemu sktadata si¢ z zespotu 10 ekspertow (klasyfikatorow SVM typu nu-SVC
z radialng funkcja jadra) specjalizujacych si¢ w rozpoznawaniu klas z poszczegdlnych 10 (prioryteto-
wych) kombinacji zbioréw utworzonych na podstawie metody 10-krotnej walidacji krzyzowej. Nalezy
nadmieni¢, ze wszystkie klasyfikatory bezbtgdnie rozpoznawaty fragmenty sygnatéw EKG ze zbioréw
uczacych, w zwiazku z czym celem optymalizacji dla pierwszej warstwy byla odpowiednia selekcja
cech w wektorze wejsciowym (selekcja sktadowych czgstotliwo$ciowych sygnatu EKG) oraz dobranie
takich warto$ci parametrow -y i v dla 10 klasyfikator6w SVM aby zminimalizowaé liczbg bledéw w po-

szczegllnych (priorytetowych) zbiorach testowych (dla pierwszego klasyfikatora w pierwszym zbiorze
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testowym itd.). Optymalizacja dla pierwszej warstwy byla wykonana za pomocga algorytmu genetycz-
nego ktory jednoczesnie selekcjonowal cechy wejSciowe oraz optymalizowat parametry klasyfikatora.
Kazdy klasyfikator (ekspert) posiadat 17 wyjs¢ na ktérych pojawiata sig tylko jedna wartos¢ ,,1” (zgod-
nie z zasada WTA) oznaczajaca rozpoznang przez klasyfikator (eksperta) klasg¢, a na pozostaltych 16
wyjSciach pojawiaty si¢ wartosci ,,0” oznaczajace, ze w podanym na wejscia fragmencie sygnalu EKG
nie rozpoznano pozostatych 16 klas. Na wejscia kazdego z 10 klasyfikator6w z pierwszej warstwy wcho-
dzily wyselekcjonowane fragmenty sygnaléw EKG zawierajace najbardziej charakterystyczne cechy dla
fragmentéw sygnatu EKG z danego (priorytetowego) zbioru testowego - wyselekcjonowane przez algo-
rytm genetyczny. Dla kazdego z 10 klasyfikatoréw warstwy wejSciowej dobrano optymalny, inny, zestaw
parametréw v i v. 10 klasyfikatorow pierwszej warstwy byto optymalizowanych (uczonych) w celu zmi-
nimalizowania liczby bledéw w priorytetowych zestawach zbioréw (uczacym i testowym, stworzonych
za pomoca metody walidacji krzyzowej) i dla tego priorytetowego zestawu zbioréw kazdy blad byt li-

czony z waga réwna 100.

Druga warstwa systemu sktada si¢ z jednego sedziego - klasyfikatora SVM (typu C-SVC z liniowa
funkcja jadra). Ten jeden klasyfikator mial za zadanie ocenial glosy ekspertow z pierwszej warstwy i
wybra¢ tylko te najbardziej wiarygodne. Poniewaz wszyscy eksperci bezbtednie rozpoznawali fragmenty
sygnatow EKG ze zbioréw uczacych, w wyniku klasycznego treningu, nie zwigkszata si¢ skutecznosé
dziatania catego systemu. W zwiazku z faktem, ze poszczegdlni eksperci byli dopasowani do swoich
zbioréw testowych, popetniali wigcej bledow w pozostatych 9 zestawach zbioréw, a co za tym idzie
ogolna skutecznos$¢ calego dwu-warstwowego zespotu nie zwigkszata si¢ (w poréwnaniu z najlepszym z
ekspertow). Natomiast przy zastosowaniu w drugiej warstwie klasycznego rozwiazania polegajacego na
glosowaniu wigkszosciowym ostateczny wynik réwniez odpowiadat wynikowi uzyskanemu przez naj-
skuteczniejszego eksperta. Z tego wzgledu zastosowano trening genetyczny polegajacy na selekcji cech,
ktéra w tym przypadku obejmowata selekcje gltosow ekspertow z pierwszej warstwy. Kazdy z 10 kla-
syfikatoréw warstwy wejsciowej posiadal 17 wyjs¢ wigc wektor cech wejSciowych do drugiej warstwy
liczyt 170 glosow. Zadaniem algorytmu genetycznego byto odrzucenie btednych gtosow (odpowiedzi)
klasyfikatoréw z pierwszej warstwy na podstawie btedéw w zbiorach testowych i pozostawienie jedynie
wiarygodnych gfoséw (odpowiedzi), jednak przy zatozeniu, ze btad w zbiorach uczacych pozostanie ze-
rowy. Algorytm genetyczny byt sprzgzony z 10-krotng walidacja krzyzowa co oznaczato, ze kazdy osob-
nik w populacji (wektor cech) byt testowany na wszystkich 10 zbiorach uczacych i testowych. Dzigki

takiemu podej$ciu zminimalizowano efekt przeuczenia.

W niniejszym eksperymencie wykorzystano jeden typ klasyfikatora: SVM, jeden rodzaj przetwa-
rzania wstepnego sygnatu: przeskalowanie, jeden rodzaj ekstrakcji cech bazujacy na oknie Hamminga
o szerokosci 512 prébek oraz jeden wariant walidacji krzyzowej: sprawdzian 10-krotny. Wymienione
metody zostaty dobrane na podstawie badan przeprowadzonych w ramach eksperymentéw nr 1, 2 i 3.
Kryterium doboru metod byta sumaryczna liczba btedéw w zbiorach uczacych i testowych. Do analizy

zostaty dobrane metody dla ktérych osiagnigto najmniejsza liczbe btedéw.

Schemat treningu genetycznego polegajacy na selekcji cech (gloséw ekspertéw) na podstawie wzor-

cowych odpowiedzi dla zbioréw uczacych i testowych zostat przedstawiony na rysunku nr 4.4 w sekcji
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dotyczacej eksperymentu nr 4 (4.4).

Szczegotowe informacje na temat kolejnych krokéw przeprowadzonego eksperymentu nr 5 zostaty
przedstawione w tabelach nr 4.10, 4.11 1 4.12. Informacje w nich zawarte obejmuja m.in. podstawowe i
optymalizowane parametry zaprojektowanych klasyfikatoréw wraz z parametrami algorytmu genetycz-
nego wykorzystanego do selekcji cech i optymalizacji parametréw dla klasyfikator6w z warstwy pierw-
szej 1 drugiej.

SCHEMAT DOSWIADCZENIA

W tej sekcji na rysunkach nr 4.7 i 4.8 zostal przedstawiony schemat eksperymentu nr 5. Schemat

przedstawia przeptyw danych pomig¢dzy kolejnymi krokami eksperymentu.

PROCEDURY ALGORYTMU

W tej sekcji zostalo przedstawione réwniez pig¢ procedur wykorzystanych w rozpoznawania sygna-
16w EKG w eksperymencie nr 5 dla genetycznego zespotu klasyfikatoréw.

Procedura nr 4.13 obejmuje algorytm optymalizacji parametréw 10 klasyfikatoréw SVM (dwa opty-
malizowane parametry) sprze¢zony z algorytmem selekcji cech wykonany za pomoca algorytmu gene-
tycznego z pierwszej warstwy genetycznego zespotu klasyfikatoréw dla eksperymentu nr 5. Procedura nr
4.15 obejmuje algorytm selekcji cech wykonany za pomoca algorytmu genetycznego dla 1 klasyfikatora
SVM z drugiej warstwy genetycznego zespotu klasyfikatoréw dla eksperymentu nr 5.

Natomiast procedura nr 4.14 obejmuje wyznaczanie funkcji przystosowania osobnikéw, obliczanej w
ramach algorytmu genetycznego, przedstawionego w procedurze nr 4.13, dla 1 warstwy zespotu klasyfi-
katoréw. Z kolei procedura nr 4.16 obejmuje wyznaczanie funkcji przystosowania osobnikéw, obliczane;j
w ramach algorytmu genetycznego, przedstawionego w procedurze nr 4.15, dla 2 warstwy zespotu kla-
syfikatoréw. Procedury nr: 4.14 1 4.15 zostaly przedstawione dla 10-krotnej walidacji krzyzowej zgodnie
z metodologia eksperymentu nr 5.

Procedura nr 4.12 obejmuje obliczanie odpowiedzi genetycznego zespotu klasyfikator6w, macierzy
pomytek CF oraz wspétczynnikéw oceny klasyfikatoréw zawartych w sekcji: 3.2.7 na podstawie mode-
16w klasyfikatoréw (stworzonych dla optymalnych warto$ci parametréw znalezionych za pomoca pro-
cedur nr: 4.13 1 4.15, odpowiednio dla 1 1 2 warstwy zespotu klasyfikatoréw) oraz optymalnego wektora
cech wejsSciowych (wyznaczonego za pomocg procedur nr: 4.13 i 4.15, odpowiednio dla 1 i 2 warstwy

zespotu klasyfikatoréw).

WYNIKI

Uzyskane na podstawie eksperymentu nr 5 wyniki zostaty przedstawione w sekcji 5.6.5.
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Tablica 4.10: Szczegétowe informacje na temat kolejnych etapéw: Eksperymentu nr 5 (4.5).

Nazwa Teoria

Opis

Surowe dane

BAZA DANYCH: Sekcja:
MIT-BIH ARRHYTHMIA 3.1.3

e 744, 10-sekundowe (3600 prébek), fragmenty sygnatu EKG od 29 pacjentéw;

o 17 klas: prawidlowy rytm zatokowy + 16 dysfunkcji serca;

Przetwarzanie wstepne sygnatu

NORMALIZACJA S;ﬁjla: e Przeskalowanie amplitudy sygnatu do przedziatu: [—1,1];
Ekstrakcja cech
e Estymacja widmowej gestosci mocy sygnatu EKG przy wykorzystaniu: me-
WIDMOWA Sekcja: tody Welsh’a oraz dyskretnej transformacji Fouriera;
GESTOSC MOCY 3272 o 1 rodzaj szeroko$ci okna Hamminga: 512 prébek;

Normalizacja przetransformowanego sygnatu: logarytmowanie;
Dtugosc¢ wektora cech (liczba wejs¢): 4001 sktadowych czestotliwosciowych;

KLASYFIKOWANIE

Dwu-warstwowy zespot klasyfikatorow

PIERWSZA WARSTWA

10 klasyfikatorow SVM wyspecjalizowanych w minimalizowaniu btedéw dla poszczegélnych (priorytetowych) kombinacji zbioréw

Selekcja cech

ALGORYTM Sekcja:
GENETYCZNY 3.2.3

Algorytm genetyczny zostal wykorzystany do selekcji cech sprzgzonej z opty-
malizacja parametréw klasyfikatoréw;

Liczba osobnikéw w populacji: 50;

Typ reprezentacji genéw: liczby zmiennoprzecinkowe;

Budowa chromosomu: wektory zmiennoprzecinkowe typu:
l91,92,¢1, ..., ca001], gdzie: g1 — pierwszy gen determinujacy warto$é
pierwszego parametru SVM: v, g» — drugi gen determinujacy warto$¢
drugiego parametru SVM: v, a cy, ..., capo1 — 4001 genéw, o wartosciach z
przedziatu: [0, 1] zaokraglanych do wartosci 1 — pozostawienie cechy lub 0 —
odrzucenie cechy;

Poczatkowa populacja: losowa, jednolita;

Zakres wartosci genéw: lokalny zakres wartosci genéw, dla poszczegélnych
parametréw klasyfikatoréw, zgodny z informacjami podanymi w tabeli nr 4.8,
w wierszu: Optymalizowane parametry, dobrany do§wiadczalnie na podsta-
wie globalnego (szerszego) zakresu; dla selekcji cech zakres: [0, 1];

Docelowa wartos¢ funkcji przystosowania: 0;

Maksymalna liczba pokoleni: 20;

Rodzaj krzyzowania: posrednie; Prawdopodobienistwo krzyzowania: 0.7;
Rodzaj mutacji: jednolita; Prawdopodobieristwo mutacji: 0.3;

Liczba najlepiej przystosowanych osobnikéw ktére przejda niezmienione do
nastgpnego pokolenia: 3;

Metoda skalowania wartosci funkcji przystosowania: rankingowa;

Metoda selekcji rodzicow: turniejowa;

Funkcja przystosowania osobnik6w obliczana na podstawie wzoru:

FERR = wy- (“/’z 'eTTUZsum‘i‘errUsum)+wt' (wz'e"'TTZsum +€TTT31LWL)+71)C' -

gdzie: .5

w, = 1 —waga dla btedéw ze zbioréw uczacych;

w; = 1 — waga dla bledéw ze zbioréw testowych;

w, = 1 — waga dla wspédtczynnika pozostawionych cech;

w, = 100 — waga dla priorytetowej kombinacji zbioréw;
erryzsum — liczba btednych klasyfikacji tylko w priorytetowym
zbiorze uczacym Z dla danego klasyfikatora;

errysym — sumaryczna liczba bledéw w pozostatych 9 zbiorach
uczacych oprécz zbioru uczacego Z;
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Tablica 4.11: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 5 (4.5).

Nazwa Teoria Opis

Selekcja cech — kontynuacja

o Kontynuacja opisu wzoru 4.6 z tabeli nr 4.10:
gdzie:
errTzsum — liczba btednych klasyfikacji tylko w priorytetowym
zbiorze testowym Z dla danego klasyfikatora;
errrsym — sumaryczna liczba btedéw w pozostatych 9 zbiorach
testowych oprdcz zbioru testowego Z;
% — wspotczynnik pozostawionych cech: stosunek liczby pozosta-
wionych cech C, do wszystkich cech C';

ALGORYTM Sekcja:
GENETYCZNY 323

e W wyniku selekcji cech zostata zredukowana, Srednio dwukrotnie, dtugos¢
wektora cech (liczba wej$¢) do warto$¢ okoto 2000 cech (probek sygnatu
EKG), szczegétowe informacje na ten temat mozna znalez¢ w tabeli nr 5.6;

Walidacja krzyzowa

e 10 modeli klasyfikatoréw;

10-KROTNY Sekcja: e Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
SPRAWDZIAN 324 sygnatéw w zbiorach uczacych i 10% w zbiorach testowych;
KRZYZOWY e 10 zbioréw uczacych (grupy 1-9: 675 elementéw, grupa 4: 621 elementéw);

e 10 zbiorow testowych (grupy 1-9: 69 elementéw, grupa 4: 123 elementy);
Klasyfikatory

10 trenowanych, testowanych i optymalizowanych klasyfikatorow:
1 typ klasyfikatora - 1 szeroko$¢ okna Hamminga - 1 rodzaj przetwarzania wstgpnego sygnatu - 1 rodzaj walidacji krzyzowe;j

Podstawowe parametry
Wartosci zmiennych parametréw zostaly dobrane eksperymentalnie w eksperymencie nr 1, sekcja: 4.1

. e Typ: nu-SVC;
SVM Sekcja: . .
325 o Typ funkcji jadra: RBF (radialna, typu Gaussa);
e Liczba wyj$é = 17, ze zbioru {0, 1};

Optymalizowane parametry
Ostateczne zakresy parametrow zostaly dobrane eksperymentalnie na podstawie szerszych zakresow

e Parametr v (—g) determinujacy rozpigto$¢ funkcji radialnej (RBF) jadra, z

SVM Sekcja: zakresu: [2-1076:2.1074], z rozdzielczoscia: 10~14, 50-30 = 1500 wartosci;
3.25 e Parametr nu (—n) determinujacy szeroko$¢ margineséw, z zakresu:
[0.001; 0.05], z rozdzielczoscia: 10~14, 50 - 30 = 1500 wartosci;
Optymalizacja parametréw klasyfikatoréw
ALGORYTM Sekcja: . A}gorytr:z igenety%'zny zas‘tolsiv‘v'an}'/ dZ (g)t}l:}na:llizacji.pgrametréw kltas,yﬁkat(?-
GENETYCZNY Y réw zostat sprzezony z selekcjq cech. Doktadny opis jego parametréw znaj-

duje si¢ w tabeli nr 4.7 w sekcji: Selekcja cech;

DRUGA WARSTWA
1 klasyfikator SVM (sedzia) oceniajacy odpowiedzi klasyfikatoréw (gfosy ekspertow) z pierwszej warstwy

Selekcja cech

e Liczba osobnikéw w populacji: 200;

o Typ reprezentacji gendw: ciag bitow;

e Budowa chromosomu: wektor bitéw postaci: [cy, ..., c170], sktadajacy si¢ z
170 genéw, o warto$ciach ze zbioru: {0, 1}, gdzie: 1 — oznacza pozostawienie
cechy lub 0 — odrzucenie cechy;

ALGORYTM Sekcja:
GENETYCZNY 323

e Poczatkowa populacja: losowa, jednolita;
e Zakres warto$ci genéw: ze zbioru: {0, 1} (dla selekcji cech);
o Docelowa warto$¢ funkcji przystosowania: 0;
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Tablica 4.12: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 5 (4.5).

Nazwa

Teoria

Opis

Selekcja cech — kontynuacja

ALGORYTM
GENETYCZNY

Sekcja:
323

Maksymalna liczba pokoleri: 100;

Rodzaj krzyzowania: rozsiane; Prawdopodobienstwo krzyzowania: 0.9;
Rodzaj mutacji: jednolita; Prawdopodobiernistwo mutacji: 0.1;

Liczba najlepiej przystosowanych osobnikéw ktére przejda niezmienione do
nastepnego pokolenia: 10;

Metoda skalowania wartos$ci funkcji przystosowania: rankingowa;
Metoda selekcji rodzicow: turniejowa;

Kierunek migracji: obustronny;

Warto$¢ wspétczynnika migracji: 0.2;

Zakres migracji: 20;

Funkcja przystosowania osobnikéw obliczana na podstawie wzoru:

ERR = wy - errysum + Wy - €rrrsym + We - Fz “4.7)

gdzie:

w, = 1 —waga dla btgdéw ze zbioréw uczacych;

w; = 1 — waga dla bledéw ze zbioréw testowych;

w, = 1 —waga dla wspdtczynnika pozostawionych cech;

errysum — sumaryczna liczba btedéw w 10 zbiorach uczacych;

errrsym — sumaryczna liczba btgdéw w 10 zbiorach testowych;

% — wspotczynnik pozostawionych cech: stosunek liczby pozosta-

wionych cech C', do wszystkich cech C;
W wyniku selekcji cech zostata zredukowana, ponad 4-krotnie, dlugo$¢ wek-
tora cech (liczba wejs¢) do warto$¢ 38 z 170 cech, szczegétowe informacje
na ten temat mozna znalez¢é w tabeli nr 5.6;

Walidacja krzyzowa

10-KROTNY
SPRAWDZIAN
KRZYZOWY

Sekcja:
324

10 modeli klasyfikatoréw;

Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
sygnaléw w zbiorach uczacych i 10% w zbiorach testowych;

10 zbioréw uczacych (grupy 1-9: 675 elementéw, grupa 4: 621 elementéw);
10 zbioréw testowych (grupy 1-9: 69 elementéw, grupa 4: 123 elementy);

Klasyfikatory

1 trenowany, testowany i optymalizowany klasyfikator:
1 typ klasyfikatora - 1 rodzaj walidacji krzyzowej

Podstawowe parametry

Wartosci zmiennych parametréw zostaly dobrane eksperymentalnie

SVM

Sekcja:
325

Typ: C-SVC;
Typ funkcji jadra: liniowa;
Liczba wyjsé = 1, ze zbioru {1, ..., 17};

Optymalizowane parametry

Brak

Optymalizacja parametréw klasyfikatorow

Brak
Ocena uzyskanych wynikow

KRYTERIA

Sekcja:
3.2.7

Macierz pomytek (C'F);

Skutecznos¢ (AC'C); Czutosé (SEN); Specyficznosé (SPE);

Suma btedéw (ERRgsym);

Wspétczynnik «; Wspdtczynnik pozostawionych cech W

Czas treningu (C}); Czas klasyfikowania (C},); Czas optymalizacji (C);
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Rysunek 4.7: Schemat Eksperymentu nr 5 — Genetyczny zespot klasyfikatorow optymalizowanych po

zestawach zbiorow.
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e

Rysunek 4.8: Kontynuacja schematu Eksperymentu nr 5 — Genetyczny zespot klasyfikatorow optymali-

zowanych po zestawach zbiorow.
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Algorytm 4.13: Procedura selekcji cech i optymalizacji parametréw 10 klasyfika. SVM pierwszej

warstwy, wykonana za pomoca ALGORYTMU GENETYCZNEGO dla Eksperymentu nr 5.
Dane:

X —macierz z surowymi danymi;
W — macierz z wzorcowymi odpowiedziami;
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowe;j;
Wyniki:
B1, — macierz z wartoSciami FUNKCJI PRZYSTOSOWANIA: f;, wraz z wektorami = z wyznaczonymi, optymalnymi
parametrami: -y i v oraz wyselekcjonowanymi cechami dla 10 klasyfikatoréw SV M z pierwszej warstwy;

Oui,...,Ov101 071, ..., Or19 — macierze z odpowiedziami 10 klasyfikatoréw;

1 Wykona¢ przeskalowanie surowych danych wedtug sekcji: 3.2.1 na podstawie: X w wyniku czego otrzymamy: X p;

2 Wykona¢ ekstrakcje cech dla okna Hamminga = 512 prébek, wedtug sekcji: 3.2.2 na podstawie: X p w wyniku czego
otrzymamy: X g;

3 Utworzy¢ na podstawie X g zbiory uczace: Uy, ..., Uig i testowe: 11, ..., T oraz na podstawie W macierze
wzorcowe: Wy, ..., Wuio0; Wra, ..., Wrio za pomoca metody n-krotnej walidacji krzyzowej opisanej w sekcji:
324,

4 Ustawi¢ parametry ALGORYTMU GENETYCZNEGO zgodnie z tabela nr: 4.10, m.in.:

e liczba osobnikéw w populacji <— o = 50
e zakonczenie algorytmu <— wartos$¢ funkcji dopasowania: f, = 0 lub pokolenia: p = 30

s for z < 1 to n (liczba kombinacji zbioréw) do /* ALGORYTM GENETYCZNY */

6 Stworzy¢ poczatkowa populacje P, w ktérej chromosomy osobnikéw sa wektorem postaci:

z = [g1,92,C1, ..., Caoo1], gdzie g1 — pierwszy gen determinujacy warto$é pierwszego optymalizowanego

parametru SV M: ~y, a g2 — drugi gen determinujacy warto$¢ drugiego parametru: v, ci, ..., C4001 geny

odpowiedzialne za selekcjg cech;

7 for i <— 1 to p (liczba pokoleri) do

8 for j < 1 to o (liczba osobnikéw) do
9 Wyznaczy¢ wektor r dla osobnika j z populacji P sktadajacy sig z: wartos§ci FUNKCIJI
PRZYSTOSOWANIA f;, wraz z odpowiadajacym jej wektorem x; z wartoSciami optymalizowanych
parametrow i wyselekcjonowanymi cechami oraz wyznaczy¢ macierze z odpowiedziami klasyfikatora:
Oy i O, wedtug procedury: 4.14 i zapisa¢ wyniki w macierzy R(j) oraz w macierzach: Oy, i Or;j;
10 end
11 if f, == 0w R then /+ Zakonczenie algorytmu =/
12 Wyprowadzié ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R wraz z
odpowiadajacymi mu macierzami odpowiedzi Oy i Or dla klasyfikatora z oraz zapisa¢ wartosci
wektora B do macierzy: B1.,(z), a warto$ci macierzy odpowiedzi do macierzy Oy i Or.;
13 break
14 else
15 Wykonac¢ selekcje osobnikéw;
16 Zastosowac operatory genetyczne: krzyzowanie i mutacje;
17 Utworzy¢ nowa populacje P;
18 end
19 end
20 Wyprowadzié ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R wraz z odpowiadajacymi

mu macierzami odpowiedzi Oy i Or dla klasyfikatora z oraz zapisa¢ warto$ci wektora B do macierzy: Bi.w(z),

a wartosci odpowiedzi do macierzy Oy, i Or;

21 end
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Algorytm 4.14: Procedura wyznaczania FUNKCJI PRZYSTOSOWANIA f, osobnikéw, obliczana w

ramach ALGORYTMU GENETYCZNEGO, przedstawionego w pro.: 4.13, dla Eksperymentu nr 5.

4

[

0

—
—

Dane:

$UMiype + 1 — zdefiniowanie typu SV M nav — SV C;

kernelyype < 2 — zdefiniowanie typu funkcji jadra na RBF;

n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;

Uy, ...,Uq0; 11, ..., T10 — zbiory uczace i testowe utworzone za pomoca metody n-krotnej walidacji
krzyzowej, wedtug procedury: 4.13;

Wui, .., Wouios Wi, ..., W10 — macierze wzorcowe utworzone za pomoca metody n-krotnej walidacji
krzyzowej, wedtug procedury: 4.13;

x — chromosom danego osobnika w postaci wektora: [g1, g2, 1, ..., ca001] sktadajacego si¢ z dwich genéw
z warto$ciami optymalizowanych parametréw klasyfikatora SV M oraz genami odpowiedzialnymi za
selekcje cech;

w,, < 1 —waga dla btedéw ze zbioréw uczacych;

wy < 1 — waga dla bledéw ze zbioréw testowych;

w, <— 1 — waga dla wspélczynnika pozostawionych cech;

z — zmienna determinujaca priorytetowa kombinacje zbioréw dla danego klasyfikatora, przekazana z
procedury: 4.13;

w, < 100 — waga dla priorytetowej kombinacji zbioréw z dla danego klasyfikatora z;

Wyniki:

r — wektor sktadajacy si¢ z: wartoSci FUNKCJI PRZYSTOSOWANIA f,, wraz z odpowiadajacym jej
wektorem z, z warto§ciami optymalizowanych parametréw klasyfikatora SV M oraz wyselekcjonowanymi
cechami dla danego osobnika;

Oy i Or — macierze z odpowiedziami klasyfikatora;

Zaokragli¢ wartosci wektora x3.4003 do wartosci: 0 V 1;

Wykona¢ selekcje cech na zbiorach uczacych: Uy, ..., Uyg i testowych: 11, ..., T na podstawie wektora

Z3.4003 poprzez usunigcie cech (sktadowych czgstotliwosciowych) odpowiadajacych wartosciom 0 oraz

zapisaé ich wartosci do macierzy: U1, ..., Uc101 11, .-, Te10s

Zapisa¢ warto. parametrow klasyfikatora SV M, : sumyype, kernelyype i £1.2 do wektora: opcje;

for k < 1 to n (liczba kombinacji zbioréw) do

end

Utworzy¢ model klasyfikatora SV M, w wyniku treningu na podstawie: opcje, Ucr 1 Wy

Wyznaczy¢ odpowiedzi klasyfikatora SV M, na podstawie stworzonego modelu dla zbioru uczacego

U. i testowego T, oraz zapisaé ich wartosci do wektoréw: Oy (k) i Or(k);

Wyznaczy¢ liczbe btedéw w zbiorze uczacym U,y i testowym 7 na podstawie odpowiedzi

klasyfikatora: Oy (k) i Or (k) oraz wzorcowych odpowiedzi: Wy, i Wy, oraz zapisaé ich wartosci
dla priorytetowej klasy z do wektoréw: erry z (k) i errrz(k) oraz dla pozostatych klas do wektoréw:

erry (k) i errp(k);

Obliczy¢ sumy bltedOw: €T zsums ETTTZsums ETTUsum 1 €T Tsum dla zbioréw uczacych Uy, ..., Ucg i

testowych T, ..., Tr10 na podstawie czastkowych wartosci bledoéw: erry z, errpz, erry i errp;

Wyznaczyé na pOdStaWie: ETTU Zsums ETTTZsums ETTUsum i ETTTsum warto$¢ FUNKCJI

PRZYSTOSOWANIA f,, wedlug wzoru: ERR = w,, - (W, - €rry zsum + €U sum )+

+wy - (W, + €rrTZsum + €rrTsum) + We - %, gdzie: C, jest liczba pozostawionych cech, a C jest liczba

wszystkich cech;

Zapisa¢ warto§¢ FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej wektorem x z warto$ciami

parametrow klasyfikatora i zaokraglonymi warto$ciami wyselekcjonowanych cech do wektora r oraz

zapisa¢ macierze z odpowiedziami klasyfikatora: Oy i O ;
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Algorytm 4.15: Procedura selekcji cech 1 klasyfikatora SV M drugiej warstwy, wykonana za po-

mocg ALGORYTMU GENETYCZNEGO dla Eksperymentu nr 5.
Dane:

Ou1, .-, Ou101 Or1, ..., Or19 — macierze z odpowiedziami 10 klasyfikatoréw z pierwszej

warstwy wyznaczone na podstawie procedury 4.13;

Wui, .oy Worio; Wra, ..., Wr1p — macierze wzorcowe utworzone za pomoca 10-krotnej metody

walidacji krzyzowej, wedtug procedury: 4.13;

n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Wyniki:

Ba,,, — wektor z warto$ciag FUNKCJI PRZYSTOSOWANIA: f, wraz z wektorem c z wyznaczonymi,

optymalnie wyselekcjonowanymi, cechami dla 1 klasyfikatora SV M z drugiej warstwy;

1 Przetransformowaé 1-wyjsciowe odpowiedzi 10 klasyfikatoréw Oy, ..., Oy1o 1 Or1, ..., O710 Na

odpowiedzi 10-wyjsciowe Oyr1,,, -+, Otr101 1 OT1105 -+, OT10405

(S

Utozy¢ odpowiedzi 10 klasyfikatoré6w Oyr1,,, ..., Ov10,0 1 OT1405 ---» OT10,, Zg0dnie z metoda
n-krotnej walidacji krzyzowej, w wyniku czego otrzymamy zbiory uczace: Up1, ..., Up1o 1
testowe: 11, ..., 1010;
3 Ustawi¢ parametry ALGORYTMU GENETYCZNEGO zgodnie z tabelami nr: 4.11 1 4.12, m.in.:
e liczba osobnikéw w populacji <— o = 200
e zakoriczenie algorytmu <— wartos$¢ funkcji dopasowania: f,, = 0 lub pokolenia: p = 100
ALGORYTM GENETYCZNY (sekcja: 3.2.6):
4 Stworzy¢ poczatkowa populacje P, w ktérej chromosomy osobnikéw sa wektorem postaci:
¢ = le1, ..., c170), sktadajacym sig z 170 genéw, odpowiedzialnych za selekcje cech,
odpowiadajacych odpowiedziom 10 klasyfikatoréw z pierwszej warstwy;

5 for i < 1 to p (liczba pokoleri) do

6 for j < 1 to o (liczba osobnikow) do
7 Wyznaczy¢ wektor r dla osobnika j z populacji P sktadajacy si¢ z: warto§ci FUNKCJI
PRZYSTOSOWANIA f;, wraz z odpowiadajacym jej wektorem c; z wyselekcjonowanymi
cechami, wedtug procedury: 4.16 i zapisa¢ wyniki w macierzy R(j);
8 end
9 if f, == 0w R then /* Zakonczenie algorytmu =/
10 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora Bo,,, na podstawie macierzy R;
11 break
12 else
13 Wykona¢ selekcjg¢ osobnikéw;
14 Zastosowaé operatory genetyczne: krzyzowanie i mutacjg;
15 Utworzy¢ nowa populacje P;
16 end
17 end

18 Wyprowadzic ,,najlepszego” osobnika w postaci wektora Bs,,, na podstawie macierzy R;
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Algorytm 4.16: Procedura wyznaczania FUNKCJT PRZYSTOSOWANIA f;, osobnikéw, obliczana w

ramach ALGORYTMU GENETYCZNEGO, przedstawionego w pro.: 4.15, dla Eksperymentu nr 5.
Dane:

5UMype < 0 — zdefiniowanie typu SV M na C' — SV
kerneliype < 0 — zdefiniowanie typu funkcji jadra na liniow;
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
Uoi,....UoiwiTo1, ..., To10 — zbiory uczace i testowe utworzone za pomocg n-krotnej walidacji
krzyzowej, na podstawie odpowiedzi 10 klasyfikatoro6w z pierwszej warstwy, wyznaczone na
podstawie procedury 4.13;
Wui, ..oy W0 1 W, ..., W19 — macierze wzorcowe utworzone za pomoca n-krotnej metody
walidacji krzyzowej, wedtug procedury: 4.13;
¢ — chromosom danego osobnika w postaci wektora: ¢ = [cy, ..., c170] sktadajacego si¢ z 170
genéw z wartosciami ze zbioru: {0, 1}, odpowiedzialnych za selekcje cech, odpowiadajacych
odpowiedziom 10 klasyfikatoréw z pierwszej warstwy;
w, < 1 —waga dla bledéw ze zbioréw uczacych;
wy < 1 — waga dla btgdéw ze zbioréw testowych;
w, <— 1 — waga dla wspdlczynnika pozostawionych cech;

Wyniki:
r — wektor sktadajacy si¢ z: wartoSci FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej

wektorem x, z wyselekcjonowanymi cechami dla danego osobnika;

1 Wykona¢ selekcje cech na zbiorach uczacych: Upy, ..., Up1g 1 testowych: T, ..., Tpo1p na
podstawie wektora c;.179 poprzez usunigcie cech (sktadowych czestotliwo$ciowych)
odpowiadajacych warto$ciom 0 oraz zapisa¢ ich warto$ci do macierzy: Upe1, .., Uoc10 1
Toct, - Toc10:

2 Zapisa¢ wartoSci parametrow klasyfikatora SV M: sumyype 1 kernelyy,. do wektora: opcje;

3 for k < 1 to n (liczba kombinacji zbioréw) do

4 Utworzy¢ model klasyfikatora SV M w wyniku treningu na podstawie: opcje, Uoer 1 Wyg;

5 Wyznaczy¢ odpowiedzi klasyfikatora SV M na podstawie stworzonego modelw dla zbioru

uczacego Upy, 1 testowego T, oraz zapisac ich wartosci do wektoréw: Oy (k) i Or(k);

6 Wyznaczy¢ liczbg bledéw w zbiorze uczacym Up,y 1 testowym T, na podstawie

odpowiedzi klasyfikatora: O (k) i Or(k) oraz wzorcowych odpowiedzi: Wy, i Wy, oraz

zapisac ich wartosci do wektoréw: erry (k) i errp(k);

7 end

8 Obliczy¢ sumy bledoéw errysym 1 €rrrsym dla zbioréw uczacych Up,y, ..., Uoc1g 1 testowych
Toc1, ---, Toc10 na podstawie czastkowych wartosci btedéw: erry i erry;

9 Wyznaczy¢ na podstawie errysym 1 €rrrsym wartoS¢ FUNKCIT PRZYSTOSOWANIA f;,, wedlug
wzoru: FERR = wy - errysum + Wy €rrTsum + We - %, gdzie: C', jest liczba pozostawionych
cech, a C' jest liczba wszystkich cech;;

10 Zapisa¢ warto§¢ FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej wektorem c z

warto$ciami wyselekcjonowanych cech do wektora r;
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Algorytm 4.17: Procedura obliczania macierzy pomylek CF oraz wspéiczynnikéw oceny klasyfi-
katoréw na podstawie procedur: 4.13 i 4.15, dla dwu-warstwowego genetycznego zespotu klasyfi-

katorow z Eksperymentu nr 5.
Dane:

X — macierz z surowymi danymi;
W — macierz z wzorcowymi odpowiedziami;
SUMiype,,, < 1 —zdefiniowanie typu SVM nav — SVC;
kerneliype,, < 2— zdefiniowanie typu funkcji jadrana RBF';
SUMiype,,, < 0— zdefiniowanie typu SV M na C — SV
kerneliype,, < 0— zdefiniowanie typu funkcji jadra na liniow;
n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;
B1,, — macierz z wynikami procedury 4.13;
Bs,, — macierz z wynikami procedury 4.15;
Wyniki:
CF — macierz pomytek z odpowiedziami dwu-warstwowego genetycznego zespotu klasyfikatorow;
1 Wykonaé przeskalowanie surowych danych: X — Xp;
2 Wykona¢ ekstrakcje cech dla okna Hamminga = 512 prébek: Xp — Xg;
3 Utworzy¢ na podstawie metody n-krotnej walidacji krzyzowej zbiory uczace i testowe:

Xg — Uy, ...,Uig N7, ..., T1 oraz macie. wzorcowe: W — Wy, ..., Wy10 A W1, ..., Wi

4 for z < 1 to n (liczba kombinacji zbioréw) do /+x PIERWSZA WARSTWA =/
5 Wykona¢ selekcje cech na podstawie wektora Biy,,.,0,, (2) na zbiorach uczacych i testowych:

(U1, ey Uro VT, ooy Th0) + Brwgaoos (2) = Uety oo, Ucto V Teay oo, Teros
6 Zapisaé wartosci parametréw klasyfi. SV M. : sumyype + kerneliype + Biuw,.;(2) — opcje;
7 for k < 1 to n (liczba kombinacji zbioréw) do
8 Utworzy¢ model klasyfikatora SV M., : opcje + Uer + Wy — model,
9 Wyznaczy¢ wektory odpowiedzi klasyfikatora SV M, dla zbioru uczacego i testowego:

model + (Uek V Ter) = Oy (k) V Or(k);

10 end
1 Zapisa¢ macierze z odpowiedziami klasyfikatora SV M,: Oy V Or — Oy V Oy,
12 end /* DRUGA WARSTWA */

13 Przetransformowaé 1-wyjsciowe odpowiedzi 10 klasyfikatoréw na odpowiedzi 10-wyjsciowe:

Ovu1,..,Ou1o V Or1, .., Or10 = OUutyg, - Ovtoy V OT1445 -5 OT10405

—
=

Utworzy¢ zbiory uczace i testowe poprzez utozenie odpowiedzi 10 klasyfikator6w zgodnie z metoda
walidacji: Oy1,,, ..., Ov10 VY OT1405 -2 OT104 — Uo1, .-, Uo10 V T001, ---s T010;
15 Wykona¢ selekcje cech na podstawie wektora: Bay,,.,,, Na zbiorach uczacych i testowych:
(Uo1, - Uo10 V To1, -+, To10) + Baws.age — Uocts s Uocio V Toct, -+, Tocio;
16 Zapisa¢ wartoSci parametréw klasyfikatora SV M: sumyype + kernelyype — opcje;
17 for k < 1 to n (liczba kombinacji zbiorow) do
18 Utworzy¢é model klasyfikatora SV M: opcje + Uper, + Wy — model;

19 Wyznaczy¢ wektory odpowiedzi klasyfikatora SV M dla zbioru uczacego i testowego:
model + (Uoek V Tock) — Ou (k) + Or(k);
20 Wyznaczy¢ liczbe bledéw w zbiorze uczacym i testowym:

(Ou (k) NWyg) V (Or(k) AN Wry) — erry (k) Verrp(k);
21 end
22 Utworzy¢ czastkowe macierze pomylek oraz catkowita macierz pomytek:
Or AW, ..o, Wrig — CFy,...,CFig ANCF,
23 Obliczy¢ wspétczynniki oceny klasyfikatoréw wedtug sekcji: 3.2.7, na podstawie: CFy, ..., C'Fyg, CF

oraz erry 1 erry;
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4.6. Eksperyment nr 6 — Gleboki genetyczny zespot klasyfikatorow

HIPOTEZA

Zastosowanie glebokiego genetycznego troj-warstwowego zespotu 48+4+1 roznych klasyfikatorow:
SVM, kNN, PNN, RBFNN, uczonego w celu rozpoznawania zaburzeri serca na podstawie 3 rodzajow
przetwarzania wstgpnego sygnatu i 4 rodzajow ekstrakcji cech (4 szerokosci okna Hamminga), bazu-
Jjacego na metodzie warstwowego uczenia glebokiego oraz genetycznej selekcji cech, genetycznej opty-
malizacji parametrow klasyfikatorow i 10-krotnej walidacji krzyzowej, spowoduje zwigkszenie czutosci

diagnozowania dysfunkcji migsnia sercowego.

OPIS EKSPERYMENTU

Szo6sty eksperyment polegal na zaprojektowaniu trzy-warstwowego zespolu, sktadajacy si¢ z: 48
klasyfikatorow: SVM (nu-SVC, RBF), kNN, PNN, RBFNN + 4 klasyfikatorow SVM (C-SVC, liniowy) + 1
klasyfikatora SVM (C-SVC, liniowy). W zespole kazdy klasyfikator warstwy wejSciowej optymalizowany
jest w celu zmaksymalizowania czutosci rozpoznawania zaburzen serca. Poszczegdlne klasyfikatory war-
stwy wejSciowej uczone sg na podstawie 3 rodzajow przetwarzania wstgpnego sygnatu (normalizacji) i
4 rodzajow ekstrakcji cech (4 szerokoSci okna Hamminga). W dwoch warstwach wyjsciowych, na pod-
stawie odpowiedzi klasyfikator6w wejSciowych oraz bazujac na metodzie gtgbokiego uczenia oraz ge-
netycznej selekcji cech, zachodzi proces wydobycia wiedzy prowadzacy do podjgcia ostatecznej decyzji
przez system. Zespot uczony warstwowo z genetyczng selekcjq cech i genetyczng optymalizacjq parame-

trow klasyfikatorow. W eksperymencie zastosowano [0-krotng walidacje krzyzowaq.

SZCZEGOLOWE INFORMACJE

W tej sekcji zostaly zaprezentowane szczegétowe informacje na temat przeprowadzonego do§wiad-
czenia nr 6. Celem eksperymentu nr 6 bylo stworzenie glgbokiego genetycznego zespotu klasyfikatoréw.
Inspiracja dla takiego rozwigzania byta metoda glgbokiego nauczania (ang. deep learning) bazujaca na
mechanizmach zachodzacych w korze nowej mézgu. Do cech charakterystycznych zaprojektowanego
systemu, bedacych podobierfistwami do biologicznego odpowiednika oraz metody glgbokiego nauczania
mozemy zaliczy¢ nastgpujace aspekty:

o Kklasyfikatory jako neurony potaczone w sie¢;

e uczenie warstwowe - podobnie jak w deep learning nauka przebiega etapowo;

e genetyczne ucznie:

— optymalizacja polaczen pomigdzy klasyfikatorami z sasiednich warstw (selekcja cech) zre-
alizowana za pomoca algorytmu genetycznego analogicznie do eliminacji potaczed w mézgu
miedzy neuronami;

— sprzezenia zwrotne wystgpujace w trakcie treningu w postaci algorytmu genetycznego
(optymalizacji genetycznej) oraz w postaci walidacji krzyzowej (douczania) podobne do po-
taczen zwrotnych w mézgu;

e roznorodnosé - klasyfikatoréw, przetwarzania wstgpnego danych oraz potaczen jako analogia do
réznych typéw neuronéw, przetwarzania sygnatéw oraz nieregularnych potaczei pomiedzy ko-

moérkami nerwowymi wchodzacymi w sktad kory nowej mézgu;
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— réznorodno$¢ klasyfikatoréw wchodzace w sktad pierwszej warstwy;

— réznorodno$é przetwarzania wstepnego danych wejsciowych do pierwszej warstwy (3 ro-
dzaje normalizacji i 4 rodzaje szerokoSci okna Hamminag);

— réznorodnosé polaczen - pomigdzy pierwsza i drugg warstwa nie wystgpuja wszystkie moz-
liwe potaczenia pomigdzy klasyfikatorami;

e bipolarnos¢ - warto$¢ przesytanych sygnaléw ze zbioru: {0; 1} podobna do wartosci potencjatu
czynno$ciowego komodrek nerwowych;

o wielowarstwowos¢ (glebokosc) - zgodnie z definicja glebokiego uczenia sieci posiadajace w swo-
jej strukturze powyzej 2 warstw uwaza si¢ za glgbokie analogicznie do kory nowej ktéra sktada
sie z 7 warstw;

e uczenie abstrakcyjne - wewnetrzne wydobywanie cech, system przeksztalcajac informacje w
kolejnych warstwach swojej struktury generuje coraz bardziej ztozone cechy bgdace pojgciami

abstrakcyjnymi na wzér mézgu;

Zaprojektowany w ramach eksperymentu system zostal nazwany: gleboki genetyczny zesp6t klasy-

fikatorow (ang. deep genetic ensemble classifiers). Geneza jego powstania zostata wyjasniona ponize;j:

— gleboki - poniewaz struktura zaprojektowanego w niniejszym eksperymencie systemu (zespotu
klasyfikatoréw) sktada si¢ z 3 warstw, a zgodnie z definicja glebokiego uczenia (ang. deep lear-
ning, sekcja: 10), wszystkie sieci posiadajace w swojej strukturze wigcej niz dwie warstwy okresla
si¢ mianem glebokich;

— genetyczny, poniewaz w niniejszym eksperymencie wazna role odegrat algorytm genetyczny zasto-
sowany w pierwszej warstwie do selekcji cech (sktadowych czgstotliwo$ciowych sygnatow EKG)
oraz optymalizacji parametréow 48 klasyfikatoréw. Natomiast w drugiej i trzeciej warstwie zostat
wykorzystany do nowatorskiego genetycznego treningu bazujacego na selekcji cech polegajacej
na eliminowaniu niepoprawnych odpowiedzi klasyfikatorow warstw wczesniejszych.

— zespot, poniewaz zaprojektowany system sktadat si¢ z 53 klasyfikatoréw utozonych w trzy war-
stwy. Zesp6t byl uczony warstwowo, tzn., ze na poczatku zastosowano trening nadzorowany dla
48 klasyfikatoréw z warstwy wejsSciowej. Nastepnie na podstawie uzyskanych odpowiedzi z 48
modeli klasyfikatoréw stworzonych w pierwszej warstwie przeprowadzono trening 4 klasyfikato-
réw z drugiej warstwy. Na koniec na podstawie odpowiedzi z 4 modeli klasyfikatoréw z drugiej

warstwy przeprowadzono trening 1 klasyfikatora z trzeciej warstwy.

Pierwsza warstwa systemu sktadata si¢ z zespotu 48 ekspertow, po 12 klasyfikatoréw SVM (typu
nu-SVC z radialng funkcja jadra), KNN, PNN i RBFNN (dla 3 rodzajéw normalizacji i 4 szerokoSci
okna Hamminga) zoptymalizowanych w celu minimalizowania bledéw w rozpoznawaniu klas sygnatu
EKG. Do niniejszego eksperymentu zostaly wykorzystane modele klasyfikatoréw zoptymalizowane i
wytrenowane w ramach eksperymentu nr 3 (4.3). Modele zostaty stworzone na podstawie 10-krotnej
walidacji krzyzowej oraz za pomoca genetycznej selekcji cech potaczonej z genetyczng optymalizacja
parametréw. Kazdy klasyfikator (ekspert), z pierwszej warstwy, posiadat 17 wyj$¢ na ktérych pojawiata
si¢ tylko jedna wartos¢ ,,1” (zgodnie z zasada WTA) oznaczajaca rozpoznang przez klasyfikator (eksperta)

klasg, a na pozostatych 16 wyjsciach pojawiaty si¢ wartosci ,,0” oznaczajace, ze w podanym na wejScia
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fragmencie sygnatu EKG nie rozpoznano pozostatych 16 klas. Na wejScia kazdego z 48 klasyfikatoréow
z pierwszej warstwy wchodzity wyselekcjonowane fragmenty sygnatéw EKG zawierajace najbardziej
charakterystyczne cechy dla analizowanych klas (zaburzen serca) - wyselekcjonowane przez algorytm
genetyczny. Rowniez dla kazdego z 48 klasyfikatoréw warstwy wejSciowej dobrano optymalny, inny,
zestaw parametrow, dla klasyfikatoréw SVM: ~, v, dla kNN: exponent, dla PNN: spread i dla RBFNN:

spread.

Druga warstwa systemu sktada si¢ z czterech sedziow - klasyfikatoréw SVM (typu C-SVC z liniowa
funkcja jadra). Te cztery klasyfikatory miaty za zadanie oceniaé glosy ekspertow z pierwszej warstwy i
wybraé tylko te najbardziej wiarygodne. Kazdy z sedziow byt przyporzadkowany do grupy 12 klasyfi-
kator6w danego typu, co oznaczalo, ze pierwszy sedzia ocenial glosy od 12 klasyfikatoréw SVM, drugi
od 12 klasyfikatoré6w kNN, trzeci od 12 klasyfikatoréw PNN, a czwarty od 12 klasyfikatoréw RBFNN.
Poniewaz wszyscy eksperci bezbtednie rozpoznawali fragmenty sygnaléw EKG ze zbioréw uczacych, w
wyniku klasycznego treningu, nie zwigkszata si¢ skutecznos$¢ dziatania catego systemu. Z tego wzglgdu
zastosowano trening genetyczny polegajacy na selekcji cech, ktéra w tym przypadku obejmowata se-
lekcje glosow ekspertow z pierwszej warstwy. Kazdy z 48 klasyfikatoréw warstwy wejSciowej posiadat
17 wyjs¢ wigc sumaryczny wektor cech wejSciowych do drugiej warstwy liczyt 816 glosow. Z czego
na wejscia kazdego z 4 sedziow - klasyfikatoréw drugiej warstwy wchodzito 204 cechy. Zadaniem algo-
rytmu genetycznego byto odrzucenie btednych gfosow (odpowiedzi) klasyfikatoréw z pierwszej warstwy
na podstawie bledéw w zbiorach testowych i pozostawienie jedynie wiarygodnych gfoséw (odpowiedzi),
jednak przy zatozeniu, ze btad w zbiorach uczacych pozostanie zerowy. Algorytm genetyczny byt sprze-
zony z 10-krotna walidacja krzyzowa co oznaczato, ze kazdy osobnik w populacji (wektor cech) byt
testowany na wszystkich 10 zbiorach uczacych i testowych. Dzigki takiemu podejsciu zminimalizowano

efekt przeuczenia.

Trzecia warstwa systemu sktada si¢ z jednego sedziego - klasyfikatora SVM (typu C-SVC z liniowa
funkcja jadra). Ten jeden klasyfikator miat za zadanie ocenia¢ odpowiedzi sedziow z drugiej warstwy
1 wybra¢ tylko te najbardziej wiarygodne. Poniewaz wszyscy sedziowie bezblednie rozpoznawali frag-
menty sygnaléw EKG ze zbioréw uczacych, w wyniku klasycznego treningu, nie zwigkszata si¢ skutecz-
nos¢ dziatania calego systemu. Z tego wzgledu zastosowano trening genetyczny polegajacy na selekcji
cech, ktéra w tym przypadku obejmowata selekcje gtosow sedziow z drugiej warstwy. Kazdy z 4 klasyfi-
katorow warstwy drugiej posiadal 17 wyjs¢ wigc wektor cech wejsciowych do trzeciej warstwy liczyt 68
gtosow. Zadaniem algorytmu genetycznego bylto odrzucenie blednych gfoséw (odpowiedzi) klasyfikato-
réw z drugiej warstwy na podstawie btedéw w zbiorach testowych i pozostawienie jedynie wiarygodnych
gtosow (odpowiedzi), jednak przy zatozeniu, ze btad w zbiorach uczacych pozostanie zerowy. Algorytm
genetyczny byt sprzezony z 10-krotng walidacja krzyzowa co oznaczalo, ze kazdy osobnik w populacji
(wektor cech) byt testowany na wszystkich 10 zbiorach uczacych i testowych. Dzigki takiemu podejsciu

zminimalizowano efekt przeuczenia.

Nalezy nadmienié, ze w ramach eksperymentu nr 12 przebadano réwniez analogiczny system dwu-

warstwowy (48 klasyfikatoréw + 1 klasyfikator). Taki system charakteryzowat si¢ jednak duzo mniej
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skutecznym treningiem co zaowocowato gorsza czutosScia rozpoznawania klas sygnalu EKG. Z tego
wzgledu ten system nie zostal szerzej oméwiony w rozprawie. Na tej podstawie mozemy wnioskowad,
ze kolejna warstwa w zdecydowany spos6b zwigkszyta skuteczno$¢ treningu zespotu.

W niniejszym eksperymencie wykorzystano cztery typ klasyfikatoréw: SVM, kNN, PNN i RBFNN,
trzy rodzaje przetwarzania wstgpnego sygnatu: brak, przeskalowanie i standaryzacje, cztery rodzaje eks-
trakcji cech bazujace na oknie Hamminga o szerokosci 128, 256, 512 i 1024 prébek oraz jeden wariant
walidacji krzyzowej: sprawdzian 10-krotny. W niniejszym eksperymencie wykorzystano modele klasy-
fikator6w zoptymalizowane i wytrenowane w eksperymencie nr 3 (4.3).

Schemat treningu genetycznego polegajacy na selekcji cech (gloséw ekspertéw) na podstawie wzor-
cowych odpowiedzi dla zbioréw uczacych i testowych zostat przedstawiony na rysunku nr 4.4 w sekcji
dotyczacej eksperymentu nr 4 (4.4).

Szczegoétowe informacje na temat kolejnych krokéw przeprowadzonego eksperymentu nr 6 zostaty
przedstawione w tabelach nr 4.13, 4.14 1 4.15. Informacje w nich zawarte obejmuja m.in. podstawowe i
optymalizowane parametry zaprojektowanych klasyfikatoréw wraz z parametrami algorytmu genetycz-
nego wykorzystanego do selekcji cech i optymalizacji parametréw dla klasyfikator6w z warstwy pierw-

szej, drugiej i trzecie;j.

SCHEMAT DOSWIADCZENIA
W tej sekcji na rysunkach nr 4.9 i 4.10 zostat przedstawiony schemat eksperymentu nr 6. Schemat

przedstawia przeptyw danych pomigdzy kolejnymi krokami eksperymentu.

P. Plawiak Diagnozowanie zaburzer serca na podstawie EKG i systemu ewolucyjno-neuronowego



4.6. Eksperyment nr 6 — Glgboki genetyczny zespot klasyfikatorow

144

Tablica 4.13: Szczegétowe informacje na temat kolejnych etapéw: Eksperymentu nr 6 (4.6).

Nazwa Teoria Opis
Surowe dane
BAZA DANYCH: Sekcja: o 744, 10-sekundowe (3600 probek), fragmenty sygnatu EKG od 29 pacjentéw;
MIT-BIH ARRHYTHMIA 3.13 e 17 Klas: prawidtowy rytm zatokowy + 16 dysfunkcji serca;
Przetwarzanie wstepne sygnatu
. e Brak;
Sekcja: . . .

NORMALIZACJA 321 e Przeskalowanie amplitudy sygnatu do przedziatu: [—1,1];

e Standaryzacja: warto$¢ srednia = 0 i odchylenie standardowe = 1;

Ekstrakcja cech
e Estymacja widmowej gestosci mocy sygnatu EKG przy wykorzystaniu: me-
WIDMOWA Sekeja: tody Welsh’a oraz dyskretnej transformacji Fouriera;

GESTOSC MOCY 320 o 4 rodzaje szerokosci okna Hamming: 128, 256, 512 i 1024 prébek;

KLASYFIKOWANIE

Normalizacja przetransformowanego sygnatu: logarytmowanie;
Dtugos¢ wektora cech (liczba wejsé): 4001 sktadowych czestotliwosciowych;

Tréj-warstwowy zespot klasyfikatoréw

PIERWSZA WARSTWA

48 klasyfikatoréw: po 12 SVM, kNN, PNN i RBFNN

Selekcja cech

Algorytm genetyczny zostal wykorzystany do selekcji cech sprzgzonej z opty-

malizacja parametrow klasyfikatorow;

Liczba osobnikéw w populacji: 50;

o Typ reprezentacji genéw: liczby zmiennoprzecinkowe;

e Budowa chromosomu:

wektory zmiennoprzecinkowe typu:

[91, 92,1, .., capo1], dla SV M, gdzie: g1 — pierwszy gen determinujacy
warto$¢ pierwszego parametru: vy, go — drugi gen determinujacy warto$¢ dru-
giego parametru: v, a cy, ..., c4001 — 4001 genéw, o wartosciach z przedziatu:
[0, 1] zaokraglanych do wartosci 1 — pozostawienie cechy lub 0 — odrzuce-
nie cechy; w przypadku pozostatych klasyfikatorow (kNN,PNN,RBFNN)
chromosom sktada si¢ z jednego genu g, determinujacego wartos¢ jednego

optymalizowanego parametru;

Poczatkowa populacja: losowa, jednolita;
Zakres warto$ci gendw: lokalny zakres wartosci genéw, dla poszczegdlnych

parametrow klasyfikatoréw, zgodny z informacjami podanymi w tabeli nr
ALGORYTM Sekcja: 4.14, w wierszu: Optymalizowane parametry, dobrany doswiadczalnie na
GENETYCZNY 323 podstawie globalnego (szerszego) zakresu; dla selekeji cech zakres: [0, 1];

e Docelowa warto$¢ funkcji przystosowania: 0;

nastgpnego pokolenia: 3;

Maksymalna liczba pokolefi: 20 V 30;

Rodzaj krzyzowania: posrednie; Prawdopodobieristwo krzyzowania: 0.7;
Rodzaj mutacji: jednolita; Prawdopodobiefistwo mutacji: 0.3;

Liczba najlepiej przystosowanych osobnikéw ktdre przejda niezmienione do

Metoda skalowania wartosci funkcji przystosowania: rankingowa;
Metoda selekcji rodzicéw: turniejowa;
Funkcja przystosowania osobnikow obliczana na podstawie wzoru:

ERR = wy - €rrysum + Wt - €M Tsym + We - — 4.8)

gdzie:

C

w, = 1 — waga dla btedéw ze zbioréw uczacych;

wy = 1 — waga dla bledéw ze zbioréw testowych;

w, = 1 — waga dla wspdtczynnika pozostawionych cech;
errysum — sumaryczna liczba btgdéw w 10 zbiorach uczacych;
errysym — sumaryczna liczba btedéw w 10 zbiorach testowych;
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Tablica 4.14: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 6 (4.6).

Nazwa Teoria Opis

Selekcja cech — kontynuacja

o Kontynuacja opisu wzoru 4.8 z tabeli nr 4.13:

gdzie:
ALGORYTM Sekcja: % — wspélczynnik pozostawionych cech: stosunek liczby pozosta-
GENETYCZNY 323 wionych cech C, do wszystkich cech C;

e W wyniku selekcji cech zostata zredukowana, Srednio dwukrotnie, dtugos¢
wektora cech (liczba wejs¢) do warto$¢ okoto 2000 cech (prébek sygnatu
EKG), szczeg6towe informacje na ten temat mozna znalez¢ w tabeli nr 5.4;

Walidacja krzyzowa

o 10 modeli klasyfikatoréw;

10-KROTNY Sekcja: e Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
SPRAWDZIAN 304 sygnaléw w zbiorach uczacych i 10% w zbiorach testowych;
KRZYZOWY

e 10 zbioréw uczacych (grupy 1-9: 675 elementow, grupa 4: 621 elementéw);
e 10 zbioréw testowych (grupy 1-9: 69 elementéw, grupa 4: 123 elementy);
Klasyfikatory

48 trenowanych, testowanych i optymalizowanych klasyfikatorow:
4 typy klasyfikatoréw - 4 szerokos$ci okna Hamminga - 3 rodzaje przetwarzania wstgpnego sygnatu - 1 rodzaj walidacji krzyzowej

Podstawowe parametry
Wartosci zmiennych parametréw zostaly dobrane eksperymentalnie w eksperymencie nr 1, sekcja: 4.1

Sekcia: e Typ: nu-SVC;
SVM 3.2.J5 ' o Typ funkcji jadra: RBF (radialna, typu Gaussa);
e Liczba wyjs¢ = 17, ze zbioru {0, 1};
. e Liczba najblizszych sasiadow = 1;
Sekcja: . . . .
KNN 325 e Metryka obliczania dystansu: Minkowski;
e Liczba wyj$¢ = 17, ze zbioru {0, 1};
o Funkcja aktywacji: radialna (typu Gaussa) - wspétzawodnictwa;
Sekcja: e Algorytm treningu: odwzorowanie zbioru uczacego na podstawie dystansu;
PNN 325 e Metoda obliczania funkcji celu: sse;
e Topologia (neurony): dtugo$¢ wektora cech — 675 Vv 621 — 17; Progi: 1 - 0;
e Liczba wyj$¢ = 17, ze zbioru {0, 1};
o Funkcja aktywacji: radialna (typu Gaussa) - liniowa;
) e Algorytm treningu: odwzorowanie zbioru uczacego na podstawie dystansu;
RBENN 53e1<2c15a: e Metoda obliczania funkcji celu: sse;
- e Topologia (neurony): dtugos¢ wektora cech — 675 V 621 — 17; Progi: 1 — 1;
e Liczba wyjs¢ = 17, ze zbioru {0, 1}, wartos¢ 1 przypisana do wyjscia (klasy)
z najwigkszym pobudzeniem;
Optymalizowane parametry
Ostateczne zakresy parametrow zostaly dobrane eksperymentalnie na podstawie szerszych zakresow
e Parametr vy (—g) determinujacy rozpieto$¢ funkcji radialnej (RBF) jadra, z
SVM Sekcja: zakresu: [2-107%;2.1074], z rozdzielczoscia: 10714, 50-30 = 1500 wartosci;
325 e Parametr nu (—n) determinujacy szeroko$¢ margineséw, z zakresu:
[0.001;0.05], z rozdzielczoscia: 10~14, 50 - 30 = 1500 wartosci;
NN Sekcja: e Parametr exponent wptywajacy na obliczang odlegtos¢ Minkowskiego, z za-
K 3.2.5 kresu: [0.01; 100], z rozdzielczoscia: 10714, 50 - 20 = 1000 wartosci;
PNN Sekcja: e Parametr spread determinujacy rozpigto$¢ funkcji radialnej (RBF) jadra
325 sieci, z zakresu: [1; 100], z rozdzielczoscia: 10714, 50 - 20 = 1000 warto.;
RBENN Sekcja: e Parametr spread determinujacy rozpigto$¢ funkcji radialnej (RBF) jadra
3.2.5 sieci, z zakresu: [1; 300], z rozdzielczoscia: 10~, 50 - 20 = 1000 warto.;
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Tablica 4.15: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 6 (4.6).

Nazwa Teoria Opis
Optymalizacja parametréw klasyfikatorow
ALGORYTM Sekcja: ° A}lgoryn? igenety?zny Zast(;sc};v,v.an},/ dZ cg)t}ll(r;lz(lilizacji.pgrametréw kltasiyﬁkat(?-
GENETYCZNY 326 réw zostat sprzezony z selekcjq cech. Doktadny opis jego parametréw znaj-

duje si¢ w tabeli nr 4.13 w sekcji: Selekcja cech;

DRUGA WARSTWA

4 klasyfikatory (sedziowie) oceniajacy odpowiedzi klasyfikatordw (gtosy ekspertow) z pierwszej warstwy

Selekcja cech

ALGORYTM Sekcja:
GENETYCZNY 323

Liczba osobnikéw w populacji: 200;

Typ reprezentacji genéw: ciag bitéw;

Budowa chromosomu: wektor bitéw postaci: [cy, ..., c204], sktadajacy sie z
204 gen6w, o warto$ciach ze zbioru: {0, 1}, gdzie: 1 — oznacza pozostawienie
cechy lub 0 — odrzucenie cechy;

Poczatkowa populacja: losowa, jednolita;

Zakres warto$ci genéw: ze zbioru: {0, 1} (dla selekeji cech);
Docelowa warto$¢ funkcji przystosowania: O;

Maksymalna liczba pokolefi: 100;

Rodzaj krzyzowania: rozsiane; Prawdopodobienistwo krzyzowania: 0.9;
Rodzaj mutacji: jednolita; Prawdopodobieristwo mutacji: 0.1;

Liczba najlepiej przystosowanych osobnikéw ktére przejda niezmienione do
nastgpnego pokolenia: 10;

Metoda skalowania wartosci funkcji przystosowania: rankingowa;
Metoda selekcji rodzicéw: turniejowa;

Kierunek migracji: obustronny;

Warto$¢ wspétczynnika migracji: 0.2;

Zakres migracji: 20;

Funkcja przystosowania osobnikéw obliczana na podstawie wzoru:

C
ERR = Wy, * €TTUsum + Wt * ETTTsum + We 62 (49)

gdzie:

w, = 1 — waga dla bledéw ze zbioréw uczacych;

wy = 1 — waga dla bledéw ze zbioréw testowych;

w, = 1 — waga dla wspétczynnika pozostawionych cech;

errysum — sumaryczna liczba bledéw w 10 zbiorach uczacych;

errrsym — sumaryczna liczba btgdéw w 10 zbiorach testowych;

% — wspdtczynnik pozostawionych cech: stosunek liczby pozosta-

wionych cech C', do wszystkich cech C';
W wyniku selekcji cech zostala zredukowana,Srednio ponad 2-krotnie, dtu-
gos¢ wektora cech (liczba wejs¢) do warto$¢ okoto 100 z 204 cech, szczegd-
fowe informacje na ten temat mozna znalez¢ w tabeli nr 5.7;

Walidacja krzyzowa

10-KROTNY .

Sekcja: °
SPRAWDZIAN 304
KRZYZOWY -

10 modeli klasyfikatoréw;

Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
sygnatéw w zbiorach uczacych i 10% w zbiorach testowych;

10 zbioréw uczacych (grupy 1-9: 675 elementéw, grupa 4: 621 elementow);
10 zbioréw testowych (grupy 1-9: 69 elementéw, grupa 4: 123 elementy);
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Tablica 4.16: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 6 (4.6).

Nazwa Teoria Opis

Klasyfikatory
4 trenowane, testowane i optymalizowane klasyfikatory:
1 typ klasyfikatora - 1 rodzaj walidacji krzyzowe;j

Podstawowe parametry
Wartosci zmiennych parametréw zostaty dobrane eksperymentalnie

. e Typ: C-SVC;
SVM Sekcja: o o .
325 e Typ funkcji jadra: liniowa;

e Liczba wyjsé¢ = 17, ze zbioru {0, 1};

Optymalizowane parametry

Brak
Optymalizacja parametrow klasyfikatoréw

Brak

TRZECIA WARSTWA
1 klasyfikator (sedzia) oceniajacy odpowiedzi klasyfikatoréw (glosy ekspertow) z drugiej warstwy

Selekcja cech

e Liczba osobnikow w populacji: 100;

e Typ reprezentacji genéw: ciag bitow;

e Budowa chromosomu: wektor bitéw postaci: [cy, ..., cs], sktadajacy sie z 68
genéw, o warto$ciach ze zbioru: {0,1}, gdzie: 1 — oznacza pozostawienie
cechy lub 0 — odrzucenie cechy;

e Poczatkowa populacja: losowa, jednolita;

e Zakres wartosci genéw: ze zbioru: {0, 1} (dla selekcji cech);

e Docelowa warto$¢ funkcji przystosowania: 0;

e Maksymalna liczba pokolen: 100;

e Rodzaj krzyzowania: rozsiane; Prawdopodobienstwo krzyzowania: 0.9;

e Rodzaj mutacji: jednolita; Prawdopodobienstwo mutacji: 0.1;

e Liczba najlepiej przystosowanych osobnikéw ktére przejda niezmienione do

ALGORYTM Sekcja: nastgpnego pokolenia: 10;
GENETYCZNY 323 o Metoda skalowania wartosci funkcji przystosowania: rankingowa;
e Metoda selekcji rodzicow: turniejowa;
e Kierunek migracji: obustronny;
e Wartos¢ wspétczynnika migracji: 0.2;
e Zakres migracji: 20;
o Funkcja przystosowania osobnikéw obliczana na podstawie wzoru:

C
ERR = Wy, * €TTUsuym + Wt * ETTTsum + We EZ (410)

gdzie:
w, = 1 — waga dla bledéw ze zbioréw uczacych;
wy = 1 — waga dla bledéw ze zbioréw testowych;
w, = 1 — waga dla wspétczynnika pozostawionych cech;
errysum — sumaryczna liczba btedéw w 10 zbiorach uczacych;
errTsum — sumaryczna liczba btedéw w 10 zbiorach testowych;
% — wspdtczynnik pozostawionych cech: stosunek liczby pozosta-
wionych cech C, do wszystkich cech C';
o W wyniku selekcji cech zostata zredukowana, prawie 3-krotnie, dtugos$¢ wek-
tora cech (liczba wejs$¢) do warto$¢ 25 z 68 cech, szczegétowe informacje na
ten temat mozna znalez¢ w tabeli nr 5.7;
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Tablica 4.17: Kontynuacja szczegétowych informacji na temat Eksperymentu nr 6 (4.6).

Nazwa

Teoria Opis

Walidacja krzyzowa

10-KROTNY
SPRAWDZIAN
KRZYZOWY

Sekcja:

324

e 10 modeli klasyfikatoréw;

e Proporcjonalna liczba fragmentéw sygnatu EKG dla kazdej klasy: okoto 90%
sygnatéw w zbiorach uczacych i 10% w zbiorach testowych;

e 10 zbioréw uczacych (grupy 1-9: 675 elementéw, grupa 4: 621 elementéw);

10 zbioréw testowych (grupy 1-9: 69 elementéw, grupa 4: 123 elementy);

Klasyfikatory
1 trenowany, testowany i optymalizowany klasyfikator:
1 typ klasyfikatora - 1 rodzaj walidacji krzyzowe;j

Podstawowe parametry

Wartosci zmiennych parametrow zostaly dobrane eksperymentalnie

SVM

Sekcja:

325

e Typ: C-SVC;
o Typ funkcji jadra: liniowa;
e Liczba wyjs¢ = 1, ze zbioru {1, ..., 17};

Optymalizowane parametry

Brak

Optymalizacja parametrow klasyfikatorow

Brak
Ocena uzyskanych wynikow

KRYTERIA

Sekcja:

3.2.7

Macierz pomyltek (C'F);

Skuteczno$é (AC'C); Czutosé (SEN); Specyficznosé (SPE);
e Suma bledéw (ERRsum);

Wspétczynnik x; Wspdtczynnik pozostawionych cech W

e Czas treningu (C}); Czas klasyfikowania (C}); Czas optymalizacji (C,);
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Rysunek 4.9: Schemat Eksperymentu nr 6 — Gleboki genetyczny zespot klasyfikatorow.
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e

Rysunek 4.10: Kontynuacja schematu Eksperymentu nr 6.
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PROCEDURY ALGORYTMU

W tej sekcji zostaty przedstawione réwniez 4 procedury wykorzystane w rozpoznawania sygnaléw
EKG w eksperymencie nr 6 dla glgbokiego genetycznego zespotu klasyfikatoréw.

Pierwsza warstwa
Procedura obejmujaca algorytm optymalizacji parametréw 48 klasyfikatoréw (po 12 SVM, kNN, PNN i
RBFNN) sprzezony z selekcja cech wykonany za pomoca algorytmu genetycznego z pierwszej warstwy
glebokiego genetycznego zespotu klasyfikatoréw dla eksperymentu nr 6 jest analogiczna do procedury
nr 4.5 przedstawionej w sekcji 4.3 dotyczacej eksperymentu nr 3. Jedyna réznica polega na tym, ze w
procedurze nr 4.5 zostat przedstawiony algorytm optymalizacji pojedynczego klasyfikatora SV M, na-
tomiast w pierwszej warstwie glebokiego genetycznego zespotu klasyfikatoréw nalezy zoptymalizowaé
48 klasyfikator6w 4 typéw (SVM, kNN, PNN i RBFNN) w taki sam sposéb jak w procedurze nr 4.5.
Podobnie, procedura obejmujaca wyznaczenie funkcji przystosowania osobnikow obliczanej w ramach
algorytmu genetycznego, przedstawionego w procedurze nr 4.5, dla 1 warstwy zespotu klasyfikatoréw,
zostata przedstawiona w sekcji 4.3 dotyczacej eksperymentu nr 3.

Druga warstwa
Procedura nr 4.18 obejmuje algorytm selekcji cech wykonany za pomoca algorytmu genetycznego dla
4 klasyfikatorow SVM z drugiej warstwy glebokiego genetycznego zespotu klasyfikatoréw dla ekspery-
mentu nr 6. Z kolei procedura nr 4.19 obejmuje wyznaczanie funkcji przystosowania osobnikéw, obli-
czanej w ramach algorytmu genetycznego, przedstawionego w procedurze nr 4.18, dla 2 warstwy zespotu
klasyfikatoréw. Procedura nr 4.19 zostata przedstawiona dla 10-krotnej walidacji krzyzowej zgodnie z
metodologia eksperymentu nr 6.

Trzecia warstwa
Procedura obejmujaca algorytm selekcji cech wykonany za pomoca algorytmu genetycznego dla 1 kla-
syfikatora SVM z trzeciej warstwy glebokiego genetycznego zespotu klasyfikator6w dla eksperymentu
nr 6 jest analogiczna do procedury nr 4.18 z drugiej warstwy eksperymentu nr 6, r6zni si¢ jedynie liczba
optymalizowanych klasyfikatoréw 1 zamiast 4 oraz dtugoscia chromosoméw, ktére licza 68 zamiast 204
cech. Procedura obejmujaca wyznaczanie funkcji przystosowania osobnikéw, obliczanej w ramach al-
gorytmu genetycznego, przedstawionego w procedurze nr 4.18, dla 3 warstwy zespotu klasyfikatoréw,
jest analogiczna do procedury nr 4.19 z drugiej warstwy eksperymentu nr 6 i r6zni si¢ jedynie dlugoscia
chromosomow, ktére licza 68 zamiast 204 cech.

Odpowiedzi calego zespotu
Procedura nr 4.20 obejmuje obliczanie odpowiedzi glebokiego genetycznego zespotu klasyfikatoréw,
macierzy pomytek CF oraz wspéiczynnikéw oceny klasyfikatoréw zawartych w sekcji: 3.2.7 na pod-
stawie modeléw klasyfikatoréw stworzonych dla optymalnych warto$ci parametréw oraz optymalnego

wektora cech wejSciowych wyznaczonego za pomoca procedur nr: 4.5 (1 warstwa) i 4.18 (2 i 3 warstwa).

WYNIKI

Uzyskane na podstawie eksperymentu nr 6 wyniki zostaty przedstawione w sekcji 5.6.6.
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Algorytm 4.18: Procedura selekcji cech 4 klasyfikatorow SV M drugiej warstwy, wykonana za

pomoca ALGORYTMU GENETYCZNEGO dla Eksperymentu nr 6.

Dane:

OUgvarir > OUsvariz 1 OTsy s -+ OTsy ar12 — 0dpowiedzi 12 klasyfikatoréw SVM z 1 warstwy, wg. procedury 4.5;

OUpnn1s - OUp iz 10Ty v N1y -+ OTy v n1o — 0dpowiedzi 12 klasyfikatoréw kNN z 1 warstwy, wg. procedury 4.5;

OUpnnir s OUpnnia 1 OTpnnts o OTp yn1o — 0dpowiedzi 12 klasyfikatorow PNN z 1 warstwy, wg. procedury 4.5;

OUpprisOUrpri2 1 OTrppis s OTrp o — 0dpowiedzi 12 klasyfikatoréw RBF z 1 warstwy, wg. procedury 4.5;

n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;

t <— 4 — liczba optymalizowanych klasyfikatoréw;

Wyniki:

Ba,, — macierz z wynikami optymalizacji 4 klasyfikatoréw SV M

Oui,...,OuaiOra, ..., Oy — macierze z odpowiedziami 4 klasyfikatoréw;

1 Przetransformowac 1-wyjéciowe odpowiedzi 48 klasyfikatorow: Ovgy, 115+ OUpppania 1 OTsvar s OTrppanie D&
odpowiedzi 17-wyjsciowe: OUSVM117 ) ey OURBFNN1217 i OTSVM117 ) ey OTRBFNN1217 ;
2 Utozy¢ odpowiedzi 48 klasyfikatorow: OUSVM117 s OURBFNN1217 i OTSVM117 y e OTRBFNN1217 zgodnie z metoda

n-krotnej walidacji krzyzowej, w wyniku czego otrzymamy zbiory uczace: Uo1 gy, pss -+ UO10gy ars UOL NN s s U010, v »

Uo1pnns—U010pyn>UO1Rprs -+ UO10gpr 1 te€StOWe: TO1 gy 1rs s L0105y pr> TO1n a5 -+ LO10g v i »

Toipyyr - To10pyns TO1RER ) - TO10R RS
3 Ustawi¢ parametry ALGORYTMU GENETYCZNEGO zgodnie z tabelg nr: 4.15, m.in.:

e liczba osobnikéw w populacji <— o = 100

e zakonczenie algorytmu <— warto$¢ funkcji dopasowania: f, = 0 lub pokolenia: p = 100

for s <— 4 to ¢ (liczba klasyfikatoréw) do /* ALGORYTM GENETYCZNY */
4 switch s do
5 case / do
6 ‘ Uo1, -, Uo10 < Uo1gyprs s Uotogy ar 11015+, To10 < TO1gy 215+ L0105y a1
7 end
s case 2 do
9 | Uot,-:Uoto ¢ Uot,yn s Uot0n i T01 - T010 4= To1,nn+ -+ TO10,
10 end
11 case 3 do
12 ‘ Uo1,--sUo10 < Uoipyns - Uo10pyy 11015 s T010 < TO1p NN s+ LO10p NN
13 end
14 case 4 do
15 ‘ Uo1,.-wUo10 ¢ Uoiggps - Uotoggr 1101, -, To10 < TO135p+ -+ L0105
16 end
17 end
18 Stworzy¢ poczatkowa populacje P, w ktérej chromosomy osobnikéw sa wektorem postaci: ¢ = [c1, ..., c204], skladajacym sie
z 204 genéw, odpowiedzialnych za selekcje cech, odpowiadajacych odpowiedziom 12 klasyfikatorom z pierwszej warstwy;
19 for ¢ < 1 to p (liczba pokoleri) do
20 for j < 1 to o (liczba osobnikéw) do
21 Wyznaczy¢ wektor r dla osobnika j z populacji P sktadajacy sie z: warto§ci FUNKCJI PRZYSTOSOWANIA f, wraz z
odpowiadajacym jej wektorem c; z wyselekcjonowanymi cechami oraz wyznaczy¢ macierze z odpowiedziami
klasyfikatora: Oy i O, wedtug procedury: 4.19 i zapisaé wyniki w macierzy R(j) oraz w macierzach: Oy j i
Orj;
22 end
23 if f, == 0w R then /* Zakonczenie algorytmu =*/
24 Wyprowadzic ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R wraz z odpowiadajacymi mu
odpowiedziami: Oy i Op dla klasyfikatora s oraz zapisaé wartosci wektora B do macierzy: Ba,, (s), a wartosci
macierzy odpowiedzi do macierzy: Oy s i Ors;
25 break
26 else
27 Wykona¢ selekcje osobnikéw;
28 Zastosowac operatory genetyczne: krzyzowanie i mutacje;
29 Utworzy¢ nowa populacje P;
30 end
31 end
32 Wyprowadzi¢ ,,najlepszego” osobnika w postaci wektora B, na podstawie macierzy R wraz z odpowiadajacymi mu
odpowiedziami: Oy i Op dla klasyfikatora s oraz zapisaé wartosci wektora B do macierzy: Ba,, (), a wartosci macierzy
odpowiedzi do macierzy: Oy s i Ors;
33 end
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Algorytm 4.19: Procedura wyznaczania FUNKCJI PRZYSTOSOWANIA f, osobnikéw, obliczana w

ramach ALGORYTMU GENETYCZNEGO, przedstawionego w pro.: 4.18, dla Eksperymentu nr 6.

Dane:

sUMyype < 0 — zdefiniowanie typu SV M na C — SV,

kernelyype < 0 — zdefiniowanie typu funkcji jadra na liniow;

n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowe;j;
Uoi,...,Uo101T01, ..., To10 — Zbiory uczace i testowe utworzone za pomoca n-krotnej walidacji
krzyzowej, na podstawie odpowiedzi 12 klasyfikatoréw z pierwszej warstwy, wyznaczone na
podstawie procedury 4.18;

Wui, ..., Wy 1 W, ..., W19 — macierze wzorcowe utworzone za pomoca n-krotnej metody
walidacji krzyzowej, wedtug procedury: 4.5;

¢ — chromosom danego osobnika w postaci wektora: ¢ = [c1, ..., ca04] sktadajacego sig z 204
genéw z warto$ciami ze zbioru: {0, 1}, odpowiedzialnych za selekcjg cech, odpowiadajacych
odpowiedziom 12 klasyfikatoréw z pierwszej warstwy;

w,, <— 1 — waga dla btgdéw ze zbioréw uczacych;

wy < 1 — waga dla btgdéw ze zbioréw testowych;

w, < 1 —waga dla wspdiczynnika pozostawionych cech;

Wyniki:

r — wektor sktadajacy si¢ z: warto$ci FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej
wektorem x, z wyselekcjonowanymi cechami dla danego osobnika;

Oy i O — macierze z odpowiedziami klasyfikatora;

Wykona¢ selekcje cech na zbiorach uczacych: Upy, ..., Upig 1 testowych: Ty, ..., To1o na

podstawie wektora c;.004 poprzez usunigcie cech (gtoséw) odpowiadajacych warto$ciom 0 oraz

zapisaé ich wartosci do macierzy: Upe1, ---, Uoc10 1 T0cls -+, 1Oc103

Zapisa¢ wartoSci parametréw klasyfikatora SV M,: svmyype 1 kernelsy,. do wektora: opcje;

3 for k < 1 to n (liczba kombinacji zbiorow) do

4 Utworzy¢ model klasyfikatora SV Mg w wyniku treningu na podstawie: opcje, Uoer 1 Wik

5 Wyznaczy¢ odpowiedzi klasyfikatora SV M na podstawie stworzonego modelu dla zbioru
uczacego Up.y 1 testowego Tp,p oraz zapisac ich wartosci do wektoréw: Oy (k) i Op(k);

6 Wyznaczy¢ liczbg btedéw w zbiorze uczacym Ugp,i 1 testowym T, na podstawie
odpowiedzi klasyfikatora: Oy (k) i O (k) oraz wzorcowych odpowiedzi: Wy, i Wy, oraz
zapisaé ich wartosci do wektoréw: erry (k) i errp(k);

7 end

8 Obliczy¢ sumy bledoéw errysym 1 errrsum dla zbiorow uczacych Upey, ..., Upcio 1 testowych
Tocts ---s Toc1o na podstawie czastkowych wartosci btedéw: erry i erry;

9 Wyznaczy¢ na podstawie errysym 1 €rrsym warto§¢ FUNKCII PRZYSTOSOWANIA f,, wedlug
wzoru: FERR = wy, - errysum + Wt - €rrrsym + We - %, gdzie: C, jest liczba pozostawionych
cech, a C' jest liczbg wszystkich cech;;

10 Zapisa¢ wartoS¢ FUNKCJI PRZYSTOSOWANIA f, wraz z odpowiadajacym jej wektorem c z
warto$ciami wyselekcjonowanych cech do wektora r oraz zapisa¢ macierze z odpowiedziami
klasyfikatora: O i Or;
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Algorytm 4.20: Procedura obliczania macierzy pomytek CF na podstawie procedur: 4.514.18, dla

tréj-warstwowego glebokiego genetycznego zespotu klasyfikatoréw z Eksperymentu nr 6.

Dane:

X — macierz z surowymi danymi;

W — macierz z wzorcowymi odpowiedziami;

parami., —macierz ze statymi parametrami 48 klasyfikatoréw 1 warstwy;

SUMitypey_ s, < 0—zdefiniowanie typu SV M na C' — SV C dla klasyfikatoréw SV M z 2 i 3 warstwy zespotu;

kerneliype, _5,, < 0— zdefiniowanie typu funkcji jadra na liniow dla klasyfikatoréw SV M z 21 3 warstwy zespotu;

n < 10 — liczba kombinacji zbioréw uczacych i testowych dla 10-krotnej walidacji krzyzowej;

B, — macierz z parametrami i wyselekcjonowanymi cechami wyznaczonymi wg. procedury 4.5 dla 48 klasyfikatoréw 1 warstwy;

Bay, — macierz z parametrami i wyselekcjonowanymi cechami wyznaczonymi wg. procedury 4.18 dla 4 klasyfikatoréw 2 warstwy;

B3y, — macierz z parametrami i wyselekcjonowanymi cechami wyzna. wg. pro. analogicznej do 4.18 dla 1 klasyfikatora 3 warstwy;
‘Wyniki:

C'F - macierz pomylek z odpowiedziami tréj-warstwowego glebokiego genetycznego zespotu klasyfikatoréw;

1 for a < 1to b = 3 (liczba rodzajow normalizacji) do /* NORMALIZACJA x/
2 Wykona¢ jeden z 3 rodzajéw przetwarzania wstepnego sygnatu: X — X p;
3 for ¢ < 1 to d = 4 (liczba dtugosci okna Hamminga) do /+ EKSTRAKCJA CECH x/
4 Wykona¢ ekstrakcje cech dla jednej z szerokosci okna Hamminga: Xp — Xpg;
5 Utworzy¢ na podstawie metody n-krotnej walidacji krzyzowej zbiory uczace i testowe: X — Uy, ...,U10 AT, ..., T10
oraz macie. wzorcowe: W — Wy, ..., W10 A Wy, ..., Wri0s
6 for z <— 1 to m = 4 (liczba klasyfikatoréw) do /* PIERWSZA WARSTWA */
7 ‘Wykona¢ selekcje cech na podstawie wektora B, (a, ¢, z) na zbiorach uczacych i testowych:
(U1,...,;U1o VT1,...,T10) + Biw(a, ¢, z) = Uect, ..., Ucio V Tet, ..., Te10;

8 Zapisa¢ wartosci parametréw klasyfikatora K, ¢ -: paramiw(a, ¢, z) + Biw(a, ¢, z) — opcje;
9 for k < 1 to n = 10 (liczba kombinacji zbioréw) do
10 Utworzy¢ model Klasyfikatora Kq ¢, opcje + U, + Wy, — model;
11 ‘Wyznaczy¢ wektory odpowiedzi klasyfikatora K, ,~ dla zbioru uczacego i testowego:

model + (Ui, V Te,) — Oy (k) V O (k);
12 end
13 Zapisa¢ macierze z odpowiedziami klasyfikatora Kq,c,2: Oy V Or — Oya,c,z V OrTa,c,z5
14 end
15 end
16 end /* DRUGA WARSTWA +/

17 Przetransformowaé 1-wyjsciowe odpowiedzi 48 klasyfikatoréw na odpowiedzi 17-wyjsciowe:

OUgy i (a,c,2=1),...,0urpri2(a,c,z2 = 48) V Orsvmi(a, ¢,z = 1),...,Orppriz(a, ¢,z = 48) —
OusvMiyg, - OURBF1217 V OTSVM1,7s -+ OTRBF12175
18 Utworzy¢ zbiory uczace i testowe poprzez utozenie odpowiedzi 48 klasyfikatoréw zgodnie z metoda n-krotnej walidacji:

OusvMiygs - OURBF1217 V OTSVM1,7+ s OTRBF1217 = UO1gy 315 -+ Uo10RBF V TO15V M s TO10RBFS

19 for s < 4 to t (liczba klasyfikatoréw) do /% Zbiory uczace i testowe */

20 switch s do

21 case / (12SV M) do

2 ‘ Uo1,-sUo10 < Uo1gypys - Uo10gyas 1T015 . T010 <= TO15y 515 s TO105y 1

23 end

24 case 2 (12kNN) do

2 \ Uo1, U010  Uotynn s+ U010pn 1 TO1 s T010 = To1, -+ TO105w

26 end

27 case 3 (12PN N) do

2 ‘ Uot, U010 < Uoipyy - Uo10pny 17015 T010 < TO1pn x> - TO10p 0 &

29 end

30 case 4 (12RBF') do

3 | Uot,Uo10 ¢ Uoi g Uor0msp i To1, - To10 < Totgg s - To10m5

2 end

33 Wykonac¢ selekcje cech na podstawie macierzy: Bauws,,q, () na zbiorach uczacych i testowych:
(Uo1;--,Uo10 V To1, --;T010) + B2ws,290 (8) = Uocts s Uocto V Tocts -, Toc103

34 Zapisa¢ warto$ci parametréw klasyfikatora SV Ms: sumiype, g, + kerneliype, 5, — opcje;

35 for k < 1ton = 10 (liczba kombinacji zbioréw) do

36 Utworzy¢ model klasyfikatora SV Ms: opcje + Uocr + Wy — models;

37 Wyznaczy¢ wektory odpowiedzi klasyfikatora SV M dla zbioru uczacego i testowego:

models + (Uock V Tock) — Ou (k) + Or(k);

38 end

39 Zapisa¢ macierze z odpowiedziami klasyfikatora SV Ms: Oy V Op — Oy, V Orys

40 end

41 end /* TRZECIA WARSTWA +/

42 Przetransformowac 1-wyjsciowe odpowiedzi 4 klasyfikatoréw na odpowiedzi 17-wyjsciowe:

Out,s ., Oua V Or1, ..., O1g = OUtyqy s Ovayy V Oriy7y s OTay 3
43 Utworzy¢ zbiory uczace i testowe poprzez ulozenie odpowiedzi 4 klasyfikatoréw zgodnie z metoda walidacji:

Outy7s - Ovsyy VOT1, 75y O1sy, = Uo1, ..., Uo10 V To1, -, TO10:

44 Wykonac selekcje cech na podstawie wektora: Bauy,.,q, Na zbiorach uczacych i testowych:

(Uor,-,Uo10 V To1, s To10) + B2ws.agy = Uoct, -+ Uocto V Toet, -+ Toc10}
45 Zapisa wartoSci parametrow klasyfikatora SV M: sumiype, 5, + kerneliype, 5, — opcje;
46 for k < 1 to n (liczba kombinacji zbioréw) do
47 Utworzy¢ model klasyfikatora SV M: opcje + Upcr + Wy — model;
48 Wyznaczy¢ wektory odpowiedzi klasyfikatora SV M dla zbioru uczacego i testowego:

model + (Uock V Tock) = Ou (k) + Or (k):

49 Wyznaczy¢ liczbe bledéw w zbiorze uczacym i testowym: (Oy (k) A Wyg) V (O (k) A W) — erry (k) V errp(k);
50 end

5

Utworzy¢ czastkowe macierze pomylek oraz catkowita macierz pomytek: O A Wy, ..., Wpi19 — CF,...,CFi190 A CF}
52 Obliczy¢ wspétczynniki oceny klasyfikator6w wedtug sekcji: 3.2.7, na podstawie: C'F, ..., CFio, CF oraz erry i erry;
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4.7. Pozostale eksperymenty

W tej sekcji zostaty przedstawione eksperymenty, przeprowadzone w ramach badani zmierzajacych
do utworzenia tej dysertacji, ktére wedlug autora nie zakoriczyly si¢ pelnym sukcesem, a uzyskane na
ich podstawie wyniki sa mniej warto§ciowe. Jednak z powodéw, ktére zostaty wskazane we wstepie
do rozdziatu nr 4 zostaly on uznane za godne przedstawienia w niniejszej rozprawie chociaz w mniej

szczegdtowej formie.

Eksperyment nr 7 - System ewolucyjno-rozmyty — Zastosowanie systemu rozmytego do diagnozo-
wania dysfunkcji mig$nia sercowego. W badaniach zaprojektowano system rozmyty typu Sugeno
dla ktérego optymalizowano za pomoca algorytmu genetycznego parametr odpowiadajacy za za-

sieg oddziatywania centréw klastrow z przedziatu: [0.1; 10] dla 4-krotnej walidacji krzyzowej.

Eksperyment nr 8 - Genetycznie dobrany klasyczny zespot klasyfikatorow — Zesp6t klasyfikatorow
konstruowany i optymalizowany przez algorytm genetyczny. Optymalizowanymi parametrami
byly: typ ,,stabego” klasyfikatora: kNN, drzewa decyzyjne lub analiza dyskryminacyjna; me-
toda tworzenia zespotu klasyfikatorow: Bagging, AdaBoostM2, LP Boost, Total Boost,

RU S Boost i Subspace oraz liczba cykli uczenia zespotu.

Eksperyment nr 9 - Gleboki zespot klasyfikatoréw z systemem ewolucyjno-neuronowym — Wielo-
warstwowy gleboki zesp6t sktadajacy sig w pierwszej warstwie z 48 klasyfikatoréw: SVM (nu-
SVC), PNN, RBF i kNN oraz w kolejnych warstwach z systemu ewolucyjno-neuronowego w
postaci wielowarstwowej sieci neuronowej jednokierunkowej (FF) lub rekurencyjnej (RNN) two-
rzonej i optymalizowanej za pomoca algorytmu genetycznego. Optymalizowanymi parametrami
byly: struktura sieci: liczba warstw ukrytych sieci neuronowej (0-2), liczba neuronéw w kazdej
warstwie ukrytej (1-30), rodzaj funkcji aktywacji w kazdej warstwie (1-3) oraz warto$¢ progu
decyzyjnego (0.3 - 0.7). Dodatkowo zastosowano genetyczna selekcje¢ cech, 10-krotna walidacje
krzyzowa, dwa algorytmy treningu sieci: genetyczny i Levenberga-Marquardta oraz zagniezdzony

algorytm genetyczny wykorzystany do treningu i optymalizacji sieci neuronowych.

Eksperyment nr 10 - Klasyczny zespét klasyfikatoréow — Dwu warstwowy zesp6t klasyfikatoréw
typu bagging: w sktad ktérego w pierwszej warstwie wchodzi 10 klasyfikator6w SVM (nu-SVC),
kazdy ze zoptymalizowanymi parametrami pod jeden z dziesigciu zestaw zbioréw: uczacy i te-
stowy, z 10-krotnej walidacji krzyzowej potaczonych, w drugiej warstwie, za pomoca metody

glosowania wigkszoSciowego.

Eksperyment nr 11 - Genetyczny zespét klasyfikatorow optymalizowanych po klasach — Dwu
warstwowy zespéol: 17 klasyfikatoréw SVM (epsilon-SVR) + 1 klasyfikator SVM (nu-SVC lub
epsilon-SVR) lub PNN lub RBFNN, w ktérym kazdy klasyfikator warstwy wejSciowej uczony jest
rozpoznawania danego zaburzenia od pozostaly. Klasyfikator warstwy wyjSciowej na podstawie
odpowiedzi klasyfikatoréw wejsciowych (prawdopodobieristwa wystapienia wyuczone]j klasy)

oraz progu decyzyjnego podejmuje ostateczng decyzje. Zespot z genetyczng optymalizacja para-
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metréw klasyfikatoréw oraz progu decyzyjnego. Zastosowano dwie metody walidacji: 4-krotny i

10-krotny sprawdzian krzyzowy.

Eksperyment nr 12 - Genetyczny zesp6l klasyfikatoré6w — Dwu warstwowy zesp6t 48 klasyfikatorow
z eksperymentu nr 3 (4.3) (SVM, kNN, PNN i RBENN) + 1 klasyfikator SVM (nu-SVC). Kla-
syfikator warstwy wyjSciowej na podstawie odpowiedzi klasyfikatoréw wejSciowych podejmuje
ostateczna decyzje. Zespot z genetyczng selekcja cech potaczona z genetyczng optymalizacja pa-

rametréw. Zastosowano 10-krotng walidacj¢ krzyzowa.

Eksperyment nr 13 - Gleboki zespoét klasyfikatoréw z systemem ewolucyjno-neuronowym
optymalizowany po klasach — Wielowarstwowy gleboki zespdt skladajacy sig w pierwszej
warstwie z 17 klasyfikatoréw SVM (epsilon-SVR) oraz w kolejnych warstwach z systemu
ewolucyjno-neuronowego w postaci wielowarstwowej sieci neuronowej jednokierunkowej (FF)
lub rekurencyjnej (RNN) tworzonej i optymalizowanej za pomocg algorytmu genetycznego.
Optymalizowanymi parametrami byly: struktura sieci: liczba warstw ukrytych sieci neuronowej
(1-4), liczba neuronéw w kazdej warstwie ukrytej (1-50), rodzaj funkcji aktywacji w kazdej
warstwie (1-6), typ algorytmu treningu (1-12) oraz warto$¢ progu decyzyjnego (0.0 - 1.0).
Dodatkowo zastosowano 4-krotna walidacj¢ krzyzowa oraz wstgpny trening genetyczny (celem

ustalenia poczatkowych wartos$ci wag i progéw).
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5. Wyniki

W niniejszym rozdziale zostaly przedstawione wyniki uzyskane w ramach przeprowadzonych badan
opisanych w rozdziale nr 4. W poczatkowej czgsci tego rozdzialu zostaty przedstawione wizualizacje
sygnatéw EKG w kolejnych etapach przetwarzania danych oraz poréwnane zastosowane techniki. Na-
stepnie zostaly zaprezentowane wyniki dotyczace 6 gtéwnych eksperymentéw. Na koncu rozdziatu zo-
staty oméwione wyniki uzyskane na podstawie pozostatych eksperymentéw oraz zostato przedstawione

zestawienie poréwnawcze wynikéw z poszczegdlnych eksperymentéw.

W ramach badan wykorzystano §rodowisko MATLAB R2014b wraz z biblioteka LIBSVM [82]. Ob-
liczenia przeprowadzono na komputerze o nastgpujacych parametrach: 4.0 [GHz] Core i17-6700K, 32 GB
RAM. Do obliczefi uzywano jedynie pojedynczego rdzenia procesora. Catkowite czasy obliczen sktada-
jace si¢ z fazy uczenia, testowania oraz optymalizacji parametréw klasyfikatorow zostaly przedstawione

w tabelach: 5.1 - 5.11 w niniejszym rozdziale.

5.1. Wizualizacje surowych danych

W niniejszej sekcji na rysunku nr 5.1 zostaty zaprezentowane przyktadowe, pojedyncze, 10 sekun-
dowe, fragmenty surowego sygnatu EKG odpowiadajace wszystkim 17 analizowanym klasom. Surowe
fragmenty sygnatu EKG zostaly przed wizualizacja poddane jedynie redukcji wzmocnienia oraz reduk-
cji sktadowej statej wedlug sekcji: 3.2.1. Dla niektérych zaburzen na rysunku nr 5.1 zaznaczono ich

charakterystyczne fragmenty (cechy) za pomoca czarnej przerywanej linii.

5.2. Wizualizacje odseparowania danych po przetworzeniu wstepnym

sygnatu - normalizacji

W tej sekcji zostaly przedstawione wizualizacje odseparowania danych po przetwarzaniu wstgpnym
sygnatéw EKG wedtug sekcji: 3.2.1. Na rysunkach nr 5.3 i nr 5.4 zostaly przedstawione sygnaty EKG po
normalizacji polegajacej na przeskalowaniu sygnatéw EKG do przedziatu: [—1, 1] oraz redukcji sktado-
wej stalej. Autor zdecydowal si¢ na szersze przedstawienie akurat tego rodzaju przetwarzania wstgpnego
poniewaz zastosowanie tej metody pozwolito klasyfikatorom osiagna¢ najlepsze wyniki w rozpoznawa-

niu zaburzen serca na podstawie tabeli 5.11.
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Rysunek 5.1: Wizualizacje surowych danych dla kazdej analizowanej klasy. Dla kazdej klasy zostat
zaprezentowany przyktadowy, pojedynczy, 10-sekundowy fragment sygnatu EKG.
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5.2.1. Poréwnanie rodzajow normalizacji

Na rysunku nr 5.2 zostalo przedstawione poréwnanie sygnatéw EKG dla trzech rodzajéw norma-
lizacji (kolejno od géry): brak normalizacji, przeskalowanie + redukcja sktadowej statej, standaryzacja.
Przedstawione wizualizacje zawieraja przyktadowy, pojedynczy sygnat EKG dla kazdej z wymienionych
metod. Przyktadowy, pojedynczy, 10-sekundowy fragment sygnatu EKG pochodzi od pacjent o nr. 100 i

przedstawia prawidlowy rytm zatokowy.
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Rysunek 5.2: Poréwnanie rodzajéw normalizacji. Przyktadowy, pojedynczy, 10-sekundowy sygnat EKG

- pacjent o nr. 100, prawidtowy rytm zatokowy.

5.2.2. Poréwnanie analizowanych klas

Na rysunku nr 5.3 zostalo przedstawione poréwnanie sygnatéw EKG dla poszczegdlnych klas po
przetwarzaniu wstegpnym sygnatu (normalizacji) polegajacym na przeskalowaniu sygnatu do przedziatu:
[—1, 1] oraz redukcji sktadowej statej. Dla kazdej klasy zostat zaprezentowany przyktadowy, pojedynczy,
10-sekundowy fragment sygnatu EKG.

5.2.3. Poréwnanie sygnalow z tej samej klasy dla réoznych pacjentéow

Na rysunku nr 5.4 zostato przedstawione poréwnanie sygnatéw EKG dla tej samej klasy - prawi-
dtowego rytmu zatokowego pomiedzy czternastoma pacjentami. Przedstawione wizualizacje zawieraja
przyktadowy, pojedynczy sygnat EKG dla kazdego pacjenta. Sygnal EKG zostat wczes$niej poddany

normalizacji polegajacej na: przeskalowaniu do przedziatu: [—1, 1] oraz redukcji sktadowej state;j.
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Rysunek 5.3: Poréwnanie analizowanych klas. Dla kazdej klasy zostat zaprezentowany przykiadowy,

pojedynczy, 10-sekundowy sygnat EKG po przeskalowaniu i redukcji sktadowej stalej.
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Rysunek 5.4: Por6wnanie sygnaléw EKG z tej samej klasy (prawidtowy rytm zatokowy) dla réznych

pacjentéw. Dla kazdego pacjenta zostal zaprezentowany przyktadowy, pojedynczy, 10-sekundowy frag-

ment sygnalu EKG po normalizacji polegajacej na przeskalowaniu i redukcji sktadowe;j statej
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5.3. Wizualizacje przetworzonych danych po DFT

W tej sekcji zostaly przedstawione wizualizacje odseparowania danych po ekstrakcji cech polegaja-
cej na estymowaniu widmowe;j gestoSci mocy sygnatu EKG za pomoca metody Welsh’a oraz dyskretnej
transformacji Fouriera wedlug sekcji 3.2.2. Na rysunkach nr 5.7, 5.8 1 5.9 zostaly przedstawione sygnaty
EKG po normalizacji polegajacej na przeskalowaniu sygnatéw EKG do przedziatu: [—1, 1] i redukcji
sktadowej statej wedtug sekcji: 3.2.1 oraz po ekstrakcji cech polegajacej na zastosowaniu DFT z oknem
Hamminga o szerokosci 512 prébek wedhug sekcji: 3.2.2. Autor zdecydowat si¢ na przedstawienie akurat
tej kombinacji normalizacji i ekstrakcji cech poniewaz dzigki jej zastosowaniu klasyfikatory osiagnety
najlepsze wyniki w rozpoznawaniu zaburzen serca na podstawie tabel: 5.101 5.11.

Na przedstawionych w tej sekcji rysunkach widaé charakterystyczne piki amplitudy dla wartoSci: 60,
1201 180 [Hz], ktére sa spowodowane przeniesieniem sktadowej napigcia sieciowego na rejestrowane
sygnaty EKG. Wykorzystane w rozprawie dane (baza: MIT-BIH), zostaly zarejestrowane w amerykan-

skich szpitalach, gdzie czgstotliwo$¢ napigcia sieciowego wynosi 60 [Hz].

5.3.1. Poréwnanie szerokosci okna Hamminga wraz z rodzajami normalizacji

Na rysunkach nr 5.5 i nr 5.6 zostato przedstawione poréwnanie sygnaléw EKG dla 3 rodzajéw nor-
malizacji: brak normalizacji, przeskalowanie + redukcja sktadowe;j statej, standaryzacja oraz 4 rodzajéw
ekstrakcji cech (4 szeroko$ci okna Hamminga: 128, 256, 512 i 1024 prébek) Dla rysunku nr 5.5 poréw-
nanie zostato przedstawione na przyktadzie prawidfowego rytmu zatokowego natomiast na rysunku nr
5.6 na przyktadzie pobudzeri przedwczesnych przedsionkowych. Przedstawione wizualizacje zawieraja

wszystkie, 10-sekundowe, fragmenty sygnaléw EKG dla kazdej z wymienionych metod.

5.3.2. Poréwnanie analizowanych klas

Na rysunku nr 5.7 zostalo przedstawione poréwnanie sygnatéw EKG dla poszczegdlnych klas po
normalizacji polegajacej na przeskalowaniu sygnatu do przedziatu: [—1, 1] i redukcji sktadowej statej
oraz po ekstrakcji cech polegajacej na zastosowaniu DFT z oknem Hamminga o szerokosci 512 prébek.
Przedstawione wizualizacje, dla kazdej klasy, zawieraja wszystkie, 10-sekundowe, fragmenty sygnatéw

EKG. Innymi kolorami zaznaczono sygnaty pochodzace od innych pacjentéw.

5.3.3. Poréwnanie sygnalow z tej samej klasy dla réoznych pacjentow

Na rysunkach nr 5.8 i nr 5.9 zostalo przedstawione poréwnanie sygnaléw EKG dla tej samej klasy
- prawidtowy rytm zatokowy pomigdzy czternastoma pacjentami. Sygnal EKG, przedstawiony na wspo-
mnianych rysunkach, zostal wczes$niej poddany normalizacji polegajacej na: przeskalowaniu sygnatu do
przedziatu: [—1, 1] i redukcji sktadowe;j statej oraz po ekstrakcji cech polegajacej na zastosowaniu DFT
z oknem Hamminga o szerokosci 512 probek. Na rysunku nr 5.8 zostata przedstawiona jedna wizu-
alizacja na ktérej innymi kolorami zostaty oznaczone sygnaty EKG pochodzace od innych pacjentéw,
natomiast na rysunku nr 5.9 zostato przedstawionych 14 wizualizacji odpowiadajacych sygnatom EKG

od 14 pacjentéw. Kazda wizualizacja przedstawia wszystkie, 10-sekundowe, fragmenty sygnatéw EKG.
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Rysunek 5.5: Poréwnanie rodzajéw normalizacji i ekstrakcji cech (szerokoSci okna Hamminga) dla pra-
widtowego rytmu zatokowego. Dla kazdej wizualizacji przedstawiono wszystkie, 10-sekundowe, frag-

menty sygnatéw EKG.
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Rysunek 5.6: Poréwnanie rodzajéw normalizacji i ekstrakcji cech (szerokosci okna Hamminga) dla

pobudzeri przedwczesnych przedsionkowych. Dla kazdej wizualizacji przedstawiono wszystkie, 10-

sekundowe, fragmenty sygnatéw EKG.
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Rysunek 5.7: Poréwnanie analizowanych klas po zastosowaniu DFT. Przedstawione wizualizacje, dla
kazdej klasy, zawieraja wszystkie, 10-sekundowe, fragmenty sygnatéw EKG. Innymi kolorami zazna-

czono sygnaly pochodzace od innych pacjentéw.
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Rysunek 5.8: Poréwnanie sygnaléw EKG z tej samej klasy (prawidtowy rytm zatokowy) dla r6znych
pacjentéw. Dla kazdego pacjenta zostaly zaprezentowane wszystkie, 10-sekundowe, fragmenty sygnatu
EKG po normalizacji i ekstrakcji cech. Innymi kolorami zaznaczono sygnaty pochodzace od innych

pacjentéw.

5.4. Wizualizacje efektow selekcji cech

W tej sekcji znajduja si¢ wizualizacje przedstawiajace efekty selekcji cech wykonanej za pomoca al-
gorytmu genetycznego na podstawie sekcji: 3.2.3. Na rysunkach nr 5.10, 5.11, 5.12 1 5.13 zostaty przed-
stawione efekty selekcji cech dla optymalnej kombinacji normalizacji i ekstrakcji cech dla 4 klasyfika-
torow: SVM, kNN, PNN i RBFNN (tabela nr 5.4), uzyskane na podstawie obliczen przeprowadzonych

w ramach Eksperymentu nr 3.

Na rysunku nr 5.10 zostaly przedstawione wizualizacje sygnaléw EKG dla klasyfikatora SVM dla
optymalnej selekcji cech. Na rysunku zostaty przedstawione wszystkie, 10-sekundowe, sygnaty EKG
dla klasy: rytm z rozrusznika, po normalizacji polegajacej na: przeskalowaniu sygnatu do przedziatu:
[—1, 1] i redukcji sktadowe;j statej, po ekstrakcji cech polegajacej na zastosowaniu DFT z oknem Ham-
minga o szerokosci 512 prébek oraz po optymalnej selekcji cech. Gérna wizualizacja przedstawia zakres
czgstotliwosci od 0 do 90 [H z|, a dolna zakres czestotliwosci od 90 do 180 [H z].

Na rysunku nr 5.11 zostaty przedstawione wizualizacje sygnatéw EKG dla klasyfikatora kNN dla
optymalnej selekcji cech. Na rysunku zostaty przedstawione wszystkie, 10-sekundowe, sygnaly EKG dla
klasy: rytm z rozrusznika, po normalizacji polegajacej na: przeskalowaniu sygnatu do przedziatu: [—1, 1]
i redukcji sktadowej statej, po ekstrakcji cech polegajacej na zastosowaniu DFT z oknem Hamminga o
szerokosci 1024 prébek oraz po optymalnej selekcji cech. Gérna wizualizacja przedstawia zakres czg-
stotliwosci od 0 do 90 [H z], a dolna zakres czestotliwosci od 90 do 180 [H z].
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Rysunek 5.9: Poréwnanie sygnaléw EKG z tej samej klasy (prawidtowy rytm zatokowy) dla réznych
pacjentéw. Dla kazdego pacjenta zostaly zaprezentowane wszystkie, 10-sekundowe, fragmenty sygnatu

EKG po normalizacji i ekstrakcji cech.
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Rysunek 5.10: Wizualizacja optymalnej selekcji cech dla klasyfikatora SVM, po przeskalowaniu i reduk-
cji sktadowej stalej i zastosowaniu DFT z oknem Hamminga o szerokosci 512 prébek. Gérna wizuali-
zacja przedstawia zakres czgstotliwosci od 0 do 90 [Hz], a dolna zakres czgstotliwosci od 90 do 180
[Hz].
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Rysunek 5.11: Wizualizacja optymalnej selekcji cech dla klasyfikatora kNN, po przeskalowaniu i reduk-
cji sktadowej statej i zastosowaniu DFT z oknem Hamminga o szeroko$ci 1024 prébek. Gérna wizuali-
zacja przedstawia zakres czestotliwosci od 0 do 90 [H z], a dolna zakres czestotliwosci od 90 do 180
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5.5. Wizualizacje wszystkich etapow przetwarzania sygnatu

Na rysunku nr 5.12 zostaty przedstawione wizualizacje sygnaléw EKG dla klasyfikatora PNN dla
optymalnej selekcji cech. Na rysunku zostaty przedstawione wszystkie, 10-sekundowe, sygnaty EKG dla
klasy: rytm z rozrusznika, po normalizacji polegajacej na: przeskalowaniu sygnatu do przedziatu: [—1, 1]
i redukcji sktadowej statej, po ekstrakcji cech polegajacej na zastosowaniu DFT z oknem Hamminga o
szerokosci 1024 probek oraz po optymalnej selekcji cech. Gérna wizualizacja przedstawia zakres czg-
stotliwosci od 0 do 90 [H z], a dolna zakres czestotliwosci od 90 do 180 [H z].
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Rysunek 5.12: Wizualizacja optymalnej selekcji cech dla klasyfikatora PNN, po przeskalowaniu i reduk-
cji skladowej statej i zastosowaniu DFT z oknem Hamminga o szeroko$ci 1024 prébek. Gérna wizuali-
zacja przedstawia zakres czestotliwosci od 0 do 90 [H z], a dolna zakres czestotliwosci od 90 do 180

Na rysunku nr 5.13 zostaty przedstawione wizualizacje sygnatéw EKG dla klasyfikatora RBF dla
optymalnej selekcji cech. Na rysunku zostaty przedstawione wszystkie, 10-sekundowe, sygnaty EKG dla
klasy: rytm z rozrusznika, po normalizacji polegajacej na: przeskalowaniu sygnatu do przedziatu: [—1, 1]
i redukcji sktadowej statej, po ekstrakcji cech polegajacej na zastosowaniu DFT z oknem Hamminga o
szerokosci 1024 probek oraz po optymalnej selekcji cech. Gérna wizualizacja przedstawia zakres czg-
stotliwosci od 0 do 90 [H z], a dolna zakres czestotliwosci od 90 do 180 [H z].

5.5. Wizualizacje wszystkich etapow przetwarzania sygnatu

W tej sekcji, na rysunku nr 5.14, zostata przedstawiona wizualizacja kolejnych etapéw przetwarzania
sygnatu EKG (rozdziat 3) dla optymalnej (legitymujacej si¢ najwigksza skutecznoscia w rozpoznawaniu
sygnaléw EKG) kombinacji: klasyfikatora (SVM), przetwarzania wstepnego danych (przeskalowanie),
ekstrakcji (512 probek) i selekcji cech wedtug tabeli nr 5.4 z Eksperymentu nr 3. Rysunek przedstawia
przyktadowy, pojedynczy, 10-sekundowy, fragment sygnatu EKG dla prawidtowego rytmu zatokowego
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Rysunek 5.13: Wizualizacja optymalne;j selekcji cech dla klasyfikatora RBF, po przeskalowaniu i reduk-
cji sktadowej statej i zastosowaniu DFT z oknem Hamminga o szerokos$ci 1024 prébek. Gérna wizuali-
zacja przedstawia zakres czgstotliwosci od 0 do 90 [Hz], a dolna zakres czestotliwosci od 90 do 180
[Hz].

od pacjenta nr 100. Na rysunku nr 5.14 zaprezentowano nastgpujace etapy przetwarzania sygnalu EKG
(optymalna kombinacja):
I Surowe dane;
IT Redukcja wzmocnienia;
III Redukcja sktadowe;j statej;
IV Przeskalowanie sygnatu do zakresu: [—1,1];
V Redukcja sktadowej statej;
VI Estymacja widmowej gestoSci mocy za pomoca metody Welsh’a i dyskretnej transformacji Fo-
uriera (DFT) dla okna Hamminga o szerokosci réwnej 512 prébek;
VII Zlogarytmowanie sygnatu;
VII Selekcja cech (SVM, Eksperyment nr 3);
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Rysunek 5.14: Wizualizacja przedstawiajaca kolejne etapy przetwarzania sygnatu EKG dla optymalne;j
kombinacji metod. Wszystkie wykresy przedstawiaja przyktadowy, pojedynczy, 10-sekundowy, frag-
ment sygnatu EKG dla prawidtowego rytmu zatokowego od pacjenta nr 100.
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5.6. Przedstawienie uzyskanych wynikow

W niniejszej sekcji zostang zaprezentowane szczegdélowe wyniki dotyczace poszczegdlnych prze-
prowadzonych eksperymentéw. Dla kazdego eksperymentu zostanie przedstawiona tabela z wynikami
wraz z wykresami prezentujacymi ich poréwnanie oraz macierza pomytek i wykresami z obliczonymi
wspélczynnikami dla najlepszego rozwiazania. Na konicu rozdziato przedstawiono tabele zbiorcze z po-
réwnaniem wynikéw i zastosowanych metod dla wszystkich eksperymentow.

We wszystkich tabelach, najwazniejsze wsp6étczynniki, zaznaczono pogrubionym tekstem, natomiast
najlepsze wartosci poszczeg6lnych wspétczynnikéw zaznaczono kolorem zielonym, a najgorsze czerwo-

nym.

5.6.1. Eksperyment nr 1 - Podstawowa analiza sygnalu EKG

W niniejszej sekcji zostaly przedstawione wyniki uzyskane w ramach eksperymentu nr 1, opisanego
w sekcji: 4.1. W tabeli nr 5.1 przedstawiono szczegétowe wyniki dotyczace: 4 klasyfikatorow (SVM,
kNN, PNN i RBFNN), 3 rodzajéw przetwarzania wstgpnego sygnatu (brak normalizacji, przeskalowanie
+ redukcja sktadowej stalej, standaryzacja) oraz 3 rodzajéw ekstrakcji cech (3 szerokoSci okna Ham-
minga = 128, 256 i 512 prébek). Przedstawione wyniki dotycza jednego wariantu walidacji krzyzowej -
4-krotnego sprawdzianu.

Dla wszystkich przypadkéw z tabeli nr 5.1, dla zbioréw uczacych, uzyskano 100% czuto$¢ rozpo-
znawania dysfunkcji mig$nia sercowego (zero btedéw). Wspotczynnik E R Ry, odnosi si¢ do sumy
btedéw we wszystkich zbiorach testowych na 744 klasyfikacje (w zbiorach uczacych, we wszystkich
przypadkach, suma btgdow wynosi zero).

Na rysunkach nr 5.15, 5.16, 5.17 i1 5.18 zostaly przedstawione szczegétowe wyniki dla najlepszego
klasyfikatora (przypadku) z tabeli nr 5.1 dla 4-krotnej walidacji krzyzowej. Na rysunku nr 5.15 zostata
przedstawiona macierz pomytek, na rysunku nr 5.16 zostaty przedstawione wartosci bledu procentowego
dla poszczeg6lnych zbioréw testowych z walidacji krzyzowej, na rysunku nr 5.17 zostaly przedstawione
warto$ci: sumy btedow (EF RR), skutecznosci (AC'C), czutosci (SEN), specyficznosci (SPE) dla po-
szczegOlnych klas, natomiast na rysunku nr 5.18 zostato przedstawione poréwnanie wartosci: sumy big-
déw (FRR), skutecznosci (ACC), czulosci (SEN), specyficznosci (SPFE) oraz wspétczynnika x dla

wariantéw rozpoznawania: 17, 151 12 klas.

P. Ptawiak Diagnozowanie zaburzen serca na podstawie EKG i systemu ewolucyjno-neuronowego



5.6. Przedstawienie uzyskanych wynikow

173

Tablica 5.1: Wyniki eksperymentu nr 1 dla 4-krotnej walidacji krzyzowej. Wszystkie wspotczynniki

dotycza tylko zbioréw testowych poniewaz dla zbioréw uczacych suma bledéw wynosi zawsze zero.

KLASYFIKATORY
NORMALIZACJA: SZEROKOSC OKNA: SVM KNN PNN RBFNN
ig :7000[?[%?(? exponent = 1.4 spread = 25 spread = 106
5 R’;; a7 ERR.um = 156 ERRgum = 141 ERRgum = 128
ACCSTVSLN_QQ% ACC =97,53% ACC =97,77% ACC =97,98%
. e e SEN =79,03% SEN = 81,05% SEN = 82,80%
— 0; £ b k
128 PROBEK S = o SPE = 98,69% SPE = 98,82% SPE = 98,92%
Co — 55646 [9]9 Cy = 0.0358 [s] Cy = 0.2041 [s] Cy = 23.9851 [s]
C"; 0.0020 '[S] Cj, = 0.0837 [s] C, = 0.0102 [s] Cj. = 0.0088 [s]
Cf Z okolo 15 il C, = okoto 5 [h] C, = okoto 0.5 [h] C, = okoto 1 [h]
igL=_OOO[?[?(?§22 exponent = 1.2 spread = 25 spread = 95
ERRyum = 126 ERRsum =144 ERR.um =135 ERRgum = 150
OO s 01% ACC =97,72% ACC = 97,87% ACC = 97,63%
S £) — 0y — 0y — 07
BRAK 256 PROBEK seN=sso6n  SEUETONEL SR wam SpE_esean
e gf;?‘[‘sf C, = 0.0410 [3] C, = 0.1585 [5] C\ = 23.5689 [s]
c = 0'0024'[ I Cj, = 0.0841 [s] Cj. = 0.0082 [s] Cj. = 0.0085 [s]
Rl ¢ C, = okoto 5 [h)] C, = okoto 0.5 [h] C, = okolo 1 [h]
C,, = okoto 15 [h]
:[{Lioooé)[?(?é(? exponent = 1.4 spread = 25 spread = 106
ERR... — 118 ERR,um = 133 ERRgym =125 ERR,um = 135
ACCSTTH;I?‘V ACC = 97,90% ACC = 98,02% ACC =97,87%
512 PRO SEN:ézi 1457 SEN = 82,12% SEN = 83,20% SEN = 81,85%
PROBEK SPE = 99 01% SPE = 98,88% SPE = 98,95% SPE = 98,87%
O 6.5092 [S]C Cy = 0.0367 [s] Cy = 0.1589 [s] Cy = 24.0032 [s]
C/t: 0.0026 (5] Cj, = 0.0843 [s] Cj, = 0.0082 [s] Cj. = 0.0088 [s]
C,l: :_ok;lln 15 [Z] C, = okoto 5 [h] Cy = okoto 0.5 [h) C, = okoto 1 [h]
:ai%%?{?g exponent = 1.2 spread = 20 spread = 90
ERR7 T 106 ERRgsym = 124 ERRgsym = 123 ERRgym = 141
ACC =08 309, ACC = 98,04% ACC = 98,06% ACC = 97,77%
128 PROBEK SEN — 85 75; SEN = 83,33% SEN = 83,47% SEN = 81,05%
SPE — 99 11% ’ SPE = 98,96% SPE = 98,97% SPE = 98,82%
O = 8.2090 MC Cy = 0.0352 [s] Y = 0.1525 [s] Cy = 25.3990 [s]
th; 0.0029 ‘[s] Cj, = 0.0835 [s] Cj, = 0.0083 [s] Cj, = 0.0094 [s]
C, = ok;)la 15 0] C, = okoto 5 [h] C,, = okoto 0.5 [h] C, = okoto 1 [h]
:g :7000[?[5)([])75; exponent = 1.3 spread = 20 spread = 90
5 R’;; 12 ERR.um = 126 ERRqum = 118 ERRqum = 120
PRZESKALOWANIE ACCSTZ)S_Q‘J”/» ACC =98,01% ACC =98,13% ACC = 98,10%
+ REDUKCJA 256 PROBEK SEN _ 84’ 95“7 SEN = 83,06% SEN = 84,14% SEN = 83,87%
SKLADOWE] SPE — 99 ’06%0 SPE = 98,94% SPE =99,01% SPE = 98,99%
STALEJ Cr = 57198 [9]9 Cy = 0.0348 [s] Cy = 0.2060 [s] Cy = 25.0262 [s]
C"; 0.0021 ‘[8] Cj, = 0.0833 [s] Cj. = 0.0096 [s] Cj. = 0.0090 [s]
Cf Z okolo 15 ih] C, = okoto 5 [h] C, = okoto 0.5 [h] C, = okoto 1 [h]
ign=_000[?[(])(?gf exponent = 1.2 spread = 30 spread = 95
ERR.. —111 ERRgum = 122 ERRgym = 107 ERRgym = 128
ACCST?)S_M% ACC =98,07% ACC =98,31% ACC =97,98%
i _or SEN = 83,60% SEN = 85,62% SEN = 82,80%
— 07 £ b k
512 PROBEK SN = 985’0%/” SPE = 98,98% SPE = 99,10% SPE = 98,92%
C0 57402 M” Cy = 0.0368 [s] Cy = 0.1597 [s] Cy = 26.5498 [s]
c = 0.0022 '[ I Cj, = 0.0844 [s] Cj. = 0.0082 [s] Cj. = 0.0099 [s]
il ¢ C, = okoto 5 [h)] C, = okoto 0.5 [h] C, = okolo 1 [h]
C, = okolo 15 [h]
- 5
7g 1060(?[;)1007:'0 exponent = 1.1 spread = 26 spread = 90
5 R’}; T 28 ERRgym = 155 ERRym = 141 ERRym = 140
ACC T 05 ACC = 97,55% ACC =97,77% ACC = 97,79%
128 PROBEK SEN _ 82’ 'Sog/ SEN =179,17% SEN = 81,05% SEN = 81,18%
SPE - 98 ’92‘7 0 SPE = 98,70% SPE = 98,82% SPE = 98,82%
O = 60786 [S]" C; = 0.0341 3] Cy =0.1678 3] Cy = 22.9099 [s]
C::_ 0.0023 [¢] Cj, = 0.0833 [s] Cj, = 0.0087 [s] Cj, = 0.0084 [s]
C, = ok;)to 15 [7] C,, = okoto 5 [h] Cy, = okoto 0.5 [h] C, = okoto 1 [h]
:g :—000(?[%);(? exponent = 1.3 spread = 33 spread = 102
= R’;; s ERRgym = 148 ERRgym = 144 ERRgym = 145
ACC o7 749 ACC = 97,66% ACC =97,72% ACC =97,7T1%
o= E) p— Q — 0 p— Y
STANDARYZACJA 256 PROBEK SEN = 80,78% S;;‘DIE - 98;) ’7161%? 5531; - gg ’7%?76/" Sﬁg - gg ’72}%%
— 0; = J6, =93, ] =98,
SCP vs é’oso’f% C, = 0.0338 [3] C, = 0.2016 [s] Cy = 24.1502 [5)
th; 0.0025 ‘[s] Cj, = 0.0837 [s] Cj, = 0.0094 [s] Cj, = 0.0088 [s]
C, = ok;)la 15 ] C, = okoto 5 [h] C,, = okoto 0.5 [h] C, = okolto 1 [h]
:g :7000[?[5)([])7355 exponent = 1.3 spread = 35 spread = 120
B R’;; 126 ERRyym = 133 ERRgym = 129 ERRyym = 138
ACCSTVZ)S_OI% ACC =97,90% ACC =97,96% ACC =97,82%
- ) — — 0, p— (Y
512 PROBEK SEN — 83,06% SEN =82,12% SEN = 82,66% SEN = 81,45%

SPE =98,94%
Cy =5.9177 [s]
Ci = 0.0022 [3]
C, = okoto 15 [h]

SPE = 98,88%
Cy = 0.0359 [3]
Ci = 0.0835 [s]
C,, = okoto 5 [h]

SPE = 98,92%
Cy = 0.1936 [s]
C = 0.0090 [s]
C,, = okoto 0.5 [h)

SPE = 98,84%
Cy = 22.8812 [s]
C = 0.0085 [s]
C, = okolo 1 [h]
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Rysunek 5.15: Macierz pomytek.
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Rysunek 5.16: Wartosci btedéw dla poszczegdlnych zbioréw testowych.
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Rysunek 5.17: Poréwnanie wartosci wspétczynnikéw dla poszczegdlnych klas.
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Rysunek 5.18: Poréwnanie wartosci wspétczynnikéw dla wariantéw rozpoznawania: 17, 15 i 12 klas.
P. Plawiak Diagnozowanie zaburzeri serca na podstawie EKG i systemu ewolucyjno-neuronowego



5.6. Przedstawienie uzyskanych wynikéw 175

5.6.2. Eksperyment nr 2 - Genetyczna optymalizacja parametrow

W niniejszej sekcji zostaly przedstawione wyniki uzyskane w ramach eksperymentu nr 2, opisanego
w sekcji: 4.2.

W tabeli nr 5.2 przedstawiono szczegétowe wyniki dotyczace: 4 klasyfikatoréw (SVM, kNN, PNN
i RBFNN), 3 rodzajéw przetwarzania wstgpnego sygnatu (brak normalizacji, przeskalowanie + reduk-
cja sktadowej statej, standaryzacja) oraz 4 rodzajow ekstrakcji cech (4 szerokosci okna Hamminga =
128, 256, 512 i 1024 prébek). Przedstawione wyniki dotyczg jednego wariantu walidacji krzyzowej -
4-krotnego sprawdzianu.

W tabeli nr 5.3 przedstawiono szczegétowe wyniki dotyczace: 4 klasyfikatoréw (SVM, kNN, PNN
i1 RBFNN), 3 rodzajow przetwarzania wstgpnego sygnatu (brak normalizacji, przeskalowanie + redukcja
sktadowe;j statej, standaryzacja) oraz 4 rodzajéw ekstrakcji cech (4 szerokoSci okna Hamminga = 128,
256, 512 i1 1024 prébek). Przedstawione wyniki dotycza jednego wariantu walidacji krzyzowej - 10-
krotnego sprawdzianu.

Dla wszystkich przypadkéw z tabeli nr 5.2 1 5.3, dla zbioréw uczacych, uzyskano 100% czutos¢ roz-
poznawania dysfunkcji mig$nia sercowego (zero btedéw). Wspoétczynnik ERR,,;,,, odnosi si¢ do sumy
btedéw we wszystkich zbiorach testowych na 744 klasyfikacje (w zbiorach uczacych, we wszystkich
przypadkach, suma btedéw wynosi zero).

Na rysunkach nr 5.19, 5.20, 5.21 i 5.22 zostaly przedstawione szczegétowe wyniki dla najlepszego
klasyfikatora (przypadku) z tabeli nr 5.2 dla wariantu 4-krotnej walidacji krzyzowej. Na rysunku nr 5.19
zostata przedstawiona macierz pomylek, na rysunku nr 5.20 zostaly przedstawione wartosSci btgdu pro-
centowego dla poszczegdlnych zbioréw testowych z walidacji krzyzowej, na rysunku nr 5.21 zostaly
przedstawione wartos$ci: sumy biedéw (E RR), skutecznosci (AC'C), czutosci (SEN), specyficznosci
(SPFE) dla poszczegdlnych klas, natomiast na rysunku nr 5.22 zostato przedstawione poréwnanie war-
tosci: sumy btedéw (F RR), skutecznosci (AC'C), czutosci (SEN), specyficznosdci (S PE) oraz wspot-
czynnika x dla wariantéw rozpoznawania: 17, 151 12 klas.

Na rysunkach nr 5.23, 5.24, 5.25 i1 5.26 zostaly przedstawione szczegétowe wyniki dla najlepszego
klasyfikatora (przypadku) z tabeli nr 5.3 dla wariantu 10-krotnej walidacji krzyzowej. Na rysunku nr
5.23 zostala przedstawiona macierz pomytek, na rysunku nr 5.24 zostaty przedstawione wartosci btedu
procentowego dla poszczegdlnych zbioréw testowych z walidacji krzyzowej, na rysunku nr 5.25 zostalty
przedstawione wartos$ci: sumy btedéw (E RR), skutecznosci (ACC), czutosci (SEN), specyficznosci
(SPE) dla poszczegdlnych klas, natomiast na rysunku nr 5.26 zostato przedstawione poréwnanie war-
tosci: sumy btedéw (F RR), skutecznosci (AC'C), czutosci (S EN), specyficznosci (S PE) oraz wspot-

czynnika x dla wariantéw rozpoznawania: 17, 151 12 klas.
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Tablica 5.2: Wyniki eksperymentu nr 2 dla 4-krotnej walidacji krzyzowej. Wszystkie wspétczynniki dotycza tylko

zbioréw testowych poniewaz dla zbioréw uczacych suma bledéw wynosi zawsze zero.

KLASYFIKATORY
NORMALIZACJA: SZEROKOSC OKNA: SVM KNN PNN RBFNN
—g=2.82 —
—n = 0.0112 exponent spread = 24 spread = 106
= 101 sum ERRgum = 141 ERRgyym = 128
=98.20% ACC = ACC = 97.98%
X = 85.48% SEN = 82.80%
128 PROBEK = 99.09% SPE = 98.92%
Kk = 83.42% K= .
34 (/,701931[] ;:
Cj, = 0.0022 [s Cy, Cj, = 0.0099 C}, = 0.0095 [s]
C, = okoto 10 [h C,= okolo 15 [ C,, = okoto 10 h C, = okolo 12.5 (1]
—g=185¢
Zn = 0.0066 exponent = 2.0 spread = 1-1-1
ERRgsym = 116 136
SACC =98.17%
. EN = 84.41%
256 PROBEK SPE — 99.03%
K = 82.16%
Cy =746 3]
Cr, = 0.0033 [s Ck =0.0021 Cr
BRAK C, = okolo 10 [h] Co = okolo 15 C, = okolo 12.5 [h]
—g=2.75¢ — 5
;qn = 0.0019 exponent = 1.2 spread = 106
ERRgum = 108 sum =
ACC =98.29% SA('(’ =97 87"8/
5 SEN = 85.48% EN = 81.85%
512 PROBEK SPE — 00.09% SPE = 98.87%
Kk = 83.39% Kk =T79.12%
C, =843 [s] Cy [s ] CL = 0.2340 [s] G 2563 [s]
Cr = 0.0031[s Cj, = 0.0873 [s C, = 0.0088 [s Cj, = 0.0091 [s]
C, = okoto 10 {h} C, = okoto 15 [h] C, = okoto 10 ]z C, = okoto 12.5 [h]
—g=16Te—5
:’n — 0.0099 exponent = 1.8 spread = 168
RRgym = 113 RRsum =1
AC(‘ =98.21% ACC = 98.06%
1024 PROBEK SEN = 84.81% SEN = 83.47%
SPE = 99.05% SPE = 98.97%
K = 82.57% K = 82.52% K = 80.95%
Cr =9.62s] Cy =008 ] % = 0. 2298 31.6933 F]
Cj, = 0.0028 [s Cj, = 0.0897 [s Ck 0. 0088 Cj, = 0.0090 [s]
C, = okolo 10 M Co = okolo 15 [h] 5 = okolo 10 C, = okolo 12.5 [h]
3¢ — 5
0.0131 spread = 20 spread = 270
m = 99 ERRgyum = 123 RRgum = 116
=98.43% ACC = 98.06% ACC =98.17%
) 86.69% N = SEN = 84.41%
128 PROBEK SPE = 99.17% SPE =99.03%
Kk = 84.81% Kk = 82.20%
Cy =495 3] .0733 [s]
Cj, = 0.0023 [s C}, = 0.0093 [s]
C, = okolo 10 [h] C, = okolo 12.5 [h]
Te —5
n = 0.0200 Pz'rwrwnl =238 spread = 21 spread = 210
RRW,, =104 RRsur 11 ERRgum = 118 ERRym = 115
. SEN = 86.02% = % SEN = 84.14%
256 PROBEK SPE = 99.13% SPE = 99.0(}‘% SPE =99.01%
Kk = 83.97% Kk = 82.88% K= 94%
Cr=741]s) C; = 0.0668 [s] 0y = 0.2274 s
PRZESKALOWANIE Cj. = 0.0026 [s C); = 0.0843 [s C = 0. 0087
+ REDUKCJA Cy = okoto 10 [h] C, = okolo 15 [ C, = okoto 10 [h]
SKLADOWEJ
STALE] —g =177~ -
exponent = 2.5 spread = 31
Rsym = 107 07
ACC = 98.31‘757
) EN .62%
512 PROBEK SSPE:US(fO(i%\
83.61% = K = 83.37%
.0657 [s] Cz = 0.2592 [s C; = 36.8604 5]
Cy. = 0.0835 [s Cr=0. 0097 Cj = 0.0099 [s]
Co = okolo 15 [h C, = okoto 10 h C, = okoto 12.5 [I]
cxponent = 2.7 spread = 40 spread = 230
ERRyum =00 ERRgym = 98
ACC 08.32% 98.39% ACC = 98.45%
1024 PROBEK SEN = 85.75% 86.29%
SPE =99.11% SPE = 99.14%
« = 83.65% 84.37%
= 68 Cy = 0.0685 [s ] CL = 0.3327[s]
o Cr = 0.0840 Cj, = 0.0106 [s
T C, = okoto 15 C, = okoto 10 ]1
5¢ — 5
exzponent = 2.8 spread = 26
116 41
=98.17%
) SEN = 84.41%
128 PROBEK SPE = 99.03%
K = 82.20%
Cr=517]s
Cj, = 0.0024 [s Cr =0. Cy, Cj, = 0.0095 [s
C, = okoto 10 )L C, = okoto 15 [h C, = Dkolo 10 [h C, = okolo 12.5 [h]
exponent = 1.3 spread = 33 spread = 102
ERRum = 144 ERRym = 145
ACC = 97.72% ACC = 9771‘75/
X EN SEN = 80.51%
256 PROBEK SPE = 98.99% SPE = 98.78%
K = 81.54% K = T7.62%
Cr=5.89 3] C; = 32.0281 F]
Cj, = 0.0028 [s C}, = 0.0099 [s]
STANDARYZACJA Co = okoto 10 [k Co = okolo 15 [ Co = okolo 12.5 [A]
—g=0697¢ -6
—n = 0.0073 5 spread = 155
ERRum = 115 129 ERRqyym, =123
6 SEN = 84.54% .66% = b
512 PROBEK SPE = 99.03% SPE = 98.97%
Kk = 82.27% \
Cy =6.64s] Ci = i
Cj, = 0.0028 [s Cy. = 0.0875 [s Cj, = 0.0091 [s]
C,, = okoto 10 [h C, = okolo 15 C,, = okoto 10 [h] C, = okolo 12.5 [h]
e — .
=0.0079 ”'T”’"‘"l 2-3 spread = 38 spread = 260
=11 RRsy, ERRgym = 109 sum = 126
98.20% S/Lg]g %i 147{7:/ ACC ACC = 98.01‘73/
OBE SEN = 84.68% EN =84.41% SEN = SEN = 83.06%
1024 PROBEK SPE = 99.04% SPE = 99.03% SPE = 99.08% SPE = 98.94%
K = 82.40% = 82.23% K = 83. 27% K = 80.56%
[eA Ci = 0.0733 [s] Cy = 0.2367 [s Cy = 29.7980 [s]
c s Cj, = 0.0884 s Cr=0. 0090 Cj, = 0.0092 [s]
Cly = okoto 10 !h Co = okolo 15 [k C, = okolo 10 h C, = okoto 12.5 [I]
. . . . . . .
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Klasy wyjsciowe - wskazane przez system klasy
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Rysunek 5.19: Macierz pomytek.
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Rysunek 5.20: Wartosci btedéw dla poszczegdlnych zbioréw testowych.
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Rysunek 5.21: Poréwnanie wartosci wspétczynnikéw dla poszczegdlnych klas.

100% N ERR
L 9% | | Acc
S 80% — | EEESEN
€ 70% i :-EPE
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8 60% -
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Kolejne warianty rozpoznawania: 17, 15, 12 klas

Rysunek 5.22: Poréwnanie wartosci wspStczynnikéw dla wariantéw rozpoznawania: 17, 151 12 klas.
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Tablica 5.3: Wyniki eksperymentu nr 2 dla 10-krotnej walidacji krzyzowej. Wszystkie wspétczynniki dotycza

tylko zbioréw testowych poniewaz dla zbioréw uczacych suma bledéw wynosi zawsze zero.

KLASYFIKATORY
NORMALIZACJA: SZEROKOSC OKNA: SVM KNN PNN RBFNN
—g =4.96e — 5
—n = 0.0152 exponent = 2.01 spread = 25 spread = 102

BRAK

128 PROBEK

256 PROBEK

512 PROBEK

ERRgum = 102
ACC = 98.39

C
Do = akoh) 20 [k

—g =2.66e -5
—n = 0.0019

—g=19.02 6
Zn = 0.0084

k
C, = okoto 30 IJ

exponent = 2.0

RRoum = 114
ACC = 98.20%
SEN = 84.68%
SPE = 99,04%

Cr
C,, = ako!o 30

exponent = 0.6
Rium = 118
ACC = 98.13%
SEN = 84.14%
SPE = 99.01%
k= 81.79%

RRM,,L = 118

Cy = 0.4555 [c]
C =0.0111
C, = okoto 20 h

spread =
ERRsum
ACC

K
C; = 0.4264 [s]

Cr = 0.0112 s

C, = okoto 20

h|

spread = 34
ERRsym = 105
CC = 98.34Y

C X
C, = okoto 25 |h]

spread = 115
ERR.ym = 123
ACC = 98.06

5] 0.1254 [s] Cy = 0.4916 [s] c 1213481 )
Cr, = 0.0040 [s Cj, = 0.1046 s) Cj, = 0.0123 [s Cr =0.0127 s
C,, = okolo 20 h) C, = okoto 30 [h Cy = okoto 20 h C, = okoto 25 h
—g=725¢—6
En :7(),%0706 exponent = 1.9 spread =
ERRgum = 89 Rsum =104 RR,
ACC ='98.59% ACC = 98.36%
1024 PROBEK SEN = 88.04% SEN = 86.02%
SPE — 99.25% SPE = 99.13%
k. — 86.217 K = 83.96/ u
C, = 25.2317 [s] Gy =0.1243 [s
Cj = 0.0038 [s Ck =0. 1042! i
C, = okoto 20 h) Co = okolo 30 [h (/n = okoto 20 [k
—g=303¢—5
—n = 0.0159 exponent = 2.8 spread = 17
ERRqum = 92 RRy 9 sum = 103
CC=98.55% ACC Z'58.43% ACC298 37%
) 7.63% SEN = 86.69% SEN = 86.16%
128 PROBEK 9.23% SPE =99.17% SPE =99.13%
5.80% k= 84. 74"/
(', — 204817 5] Cy = 0.1298 [s s
Cj, = 0.0033 [s Ci=0. 1077! ) Cp = Cj,
C, = okoto 20 |h C, = okoto 30 [h C, = okoto 20 [h C, = okoto 25 [h]
—g=2.70e —
“n = 0. 0023 exponent = 2.8 spread = spread = 135
. ERRgym = 96 ERRgum = 96
ACC = 98.48?’57 ACC = 98. 480/5/
. SEN = 87.10% SEN = 87.10%
256 PROBEK SPE = 99.19% SPE = 99.19%
= 85. K = 85.15%
A C; = 116.1922 [s
PRZESKALOWANIE Ch Ck Cj, = 0.0129 [s
+ REDUKCJA Cy= okoto 20 [h] Co = okolo 30 (/n = okolo 20 [1 C, = okoto 25 |k
SKLADOWEJ
STALEJ —g=2.04e -5 -
“n = 0.0192 exponent = 2.5 spread = 31 spread = 225
ERR, ERRgym =97 ERRgum = 91 ERRum = 92
s%p]g = %%xigé/g/ CC = 98. 56*‘/5/ CC = 98.55
—_— = g 87.77
512 PROBEK SPE70919% SPE — 09.94%
. K = 85.95% k= 85.73%
5] 7y = 0.4695 [s] C; = 115.8806 [s
C s s Cj, = 0.0120 [s Cr =0.0127 s
C, = okoto 20 )L) ('o = (’k(”” 30 [A] C, = okoto 20 |h] C, = okoto 25 [h]
5.11e — 6
gn —0.0063 ’ exponent = 2.3 spread = 21 9 read = 175
ERRgm, = 86 ERRuy, = 85 Roum = 93
ACC = 98.64% ACC =98, CC 8.53%
4 t
1024 PROBEK SPE — 99 ZJ%
86.92%
0.1280 [s]
Cj, = 0.1083 [s Cr
C, = okoto 30 [h C, = 01(010 20 [h
—g=7T4e—5
—n = 0.0027 exponent = 4.6 spread = 26
ERRyym = 104 oum = 131 ER
cC 36% 9 ACC
. SEN
128 PROBEK SPE = 98. 97/
K = 81.02%
! C, = 0.4447 [,s]
. e ) Cj, = 0.0118 |5 Ck =0.0125 |
CD = okoto 20 [h C, = okoto 30 [h C, = okoto 20 i C, = okoto 25 i
g=125¢-5
“n = 0.0136 exponent = 1.1 spread = 35 spread = 110
ERRgunm = 102 Roum = 132 ERRqym = 131 ERRyum = 117
ACC = 98.39% ACC =97.91% ACC = 97.93 CC =981
. SEN = 82.26%
256 PROBEK y SPE — 98.89%
=84.21% k=19 67%
Cy = 18.0890 [s]
Cj. = 0.0032 [s Ci ! ] Cy. C X
STANDARYZACJA C, = okoto 20 [h C, = okalo 30 [ C, = oka{a 20 [h C, = okoto 25 |h
—g=T.45e — 6
~n = 0.0080 2 ziwm nt = 1. 6 spread = 34 spread = 265
= ERRgum = 128
SA(‘C =98. 20°7§7 ACC = 97.98%
. EN = 84.68% N
512 PROBEK SPE — 99.04%
K = 82.42%
Cy = 0.1260 [s] C, 19082 s
C Cp, = 0.1095 [s Cr 0.0126 [s
'» = okolo 20 [h] C, = okolo 30 C, = okolo 20 [k c = okoto 25 [h]
—g=1728¢—6
gn — 0.%066( exponent = 2.2 spread = 42 spread = 210
ERRgym = 87 Raum = 106 ERRgum = 94 ERRsym = 110
CO 298 62% ACC =98.32% ACC = 98. ACC = 98.26%
1024 PROBEK 8.31% SEN = 85.75% N = 85.22%
9.57% SPE =99.11% 9.08%
6.510 K= 83.71% 2.92%
C X s 0.1259 4014 [s;
Cj = 0.0037 |s k= 0. 1092{ ) Cp = Cj, =0.0124 s
C, = okoto 20 )J Co = okoto 30 [h Cy = okolo 20 [k C, = okoto 25 [h]
P. Plawiak Diagnozowanie zaburzeri serca na podstawie EKG i systemu ewolucyjno-neuronowego



5.6. Przedstawienie uzyskanych wynikéw 179

Klasy wyjsciowe - wskazane przez system klasy

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17
Klasy wzorcowe - oczekiwane klasy

Rysunek 5.23: Macierz pomytek.
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Rysunek 5.24: Wartosci btedéw dla poszczeg6lnych zbioréw testowych.
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Wartosci wspotczynnikow

Rysunek 5.25: Poréwnanie wartosci wspétczynnikéw dla poszczegdlnych klas.
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Rysunek 5.26: Poréwnanie wartosci wspStczynnikéw dla wariantéw rozpoznawania: 17, 151 12 klas.
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Kolejne warianty rozpoznawania: 17, 15 i 12 klas
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5.6.3. Eksperyment nr 3 - Genetyczna selekcja cech

W niniejszej sekcji zostaly przedstawione wyniki uzyskane w ramach eksperymentu nr 3, opisanego
w sekcji: 4.3. W tabeli nr 5.4 przedstawiono szczegétowe wyniki dotyczace: 4 klasyfikatoréw (SVM,
kNN, PNN i RBFNN), 3 rodzajéw przetwarzania wstgpnego sygnatu (brak normalizacji, przeskalo-
wanie + redukcja sktadowej stalej, standaryzacja) oraz 4 rodzajow ekstrakcji cech (4 szeroko$ci okna
Hamminga = 128, 256, 512 i 1024 prébek). Przedstawione wyniki dotycza jednego wariantu walidacji
krzyzowej - 10-krotnego sprawdzianu.

Dla wszystkich przypadkéw z tabeli nr 5.4, dla zbioréw uczacych, uzyskano 100% czutos$¢ rozpo-
znawania dysfunkcji migénia sercowego (zero bledéw). Wspdtczynnik E RRgy,, odnosi sig do sumy
btedéw we wszystkich zbiorach testowych na 744 klasyfikacje (w zbiorach uczacych, we wszystkich
przypadkach, suma btgdéw wynosi zero).

Na rysunkach nr 5.27, 5.28, 5.29 i 5.30 zostaly przedstawione szczegétowe wyniki dla najlepszego
klasyfikatora (przypadku) z tabeli nr 5.4 dla 10-krotnej walidacji krzyzowej. Na rysunku nr 5.27 zostata
przedstawiona macierz pomytek, na rysunku nr 5.28 zostaty przedstawione wartosci bfedu procentowego
dla poszczegolnych zbioréw testowych z walidacji krzyzowej, na rysunku nr 5.29 zostaly przedstawione
warto$ci: sumy bledéw (E RR), skutecznosci (AC'C), czutoéci (SEN), specyficznosdci (SPFE) dla po-
szczegblnych klas, natomiast na rysunku nr 5.30 zostalo przedstawione poréwnanie wartosci: sumy bte-
dow (ERR), skutecznosci (ACC), czutosci (SEN), specyficznosci (SPFE) oraz wspéiczynnika « dla

wariantow rozpoznawania: 17, 151 12 klas.
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Rysunek 5.27: Macierz pomytek.
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Tablica 5.4: Wyniki eksperymentu nr 3 dla 10-krotnej walidacji krzyzowej. Wszystkie wspdtczynniki dotycza

tylko zbioréw testowych poniewaz dla zbioréw uczacych suma btedéw wynosi zawsze zero.

KLASYFIKATORY

NORMALIZACJA: SZEROKOSC OKNA: SVM KNN PNN RBFNN
—g = -5
9 98% 50 ejﬁmzent —2.38 spread = 1391 Slead = 1028
9 =125 ERRsym = Rsunz = 101
b ACC ='98. 17‘/ 40%
128 PROBEK
(‘n — okoto 100 []
spread = 13.22
ERR,
ACC
SEN
256 PROBEK S}:E 2
G,
[o
C, = okoto 100 ]
BRAK
Elnrnd =20.36 i ad = 79. 5
ACC &Y 47%
SEN o 86.997%
‘ SPE = 99.19% 99.19%
512 PROBEK . 84.997,
X = 49. 1%
€= 0.1074 5] Ry~ 2[s]
i Cr, = 0.0518 [s] Cy, = 0.0061 [s] s]
o okoto 100 [h] Cy = okoto 125 [h] C, = okoto 100 [h] C, = okoto 115 [h]
’j;ﬁé’?{lz’ 5 ezponent =295 Lprmf; 2.8 spread = 140.02
R, pereia A
4( Y 66% SEN = 87.63%
20

SEN = 88 58%
1024 PROBEK SP

G = 0. 0057&;]

c,c =0.0021 &e] C, = okolo 115 [h)

C, = okoto 100 [h]

—g =8.04e -5

=n = 0.0114 spread = 15.78 spread = 71.94
RRsum Rsum = 98

ACC = 98.56% ACC = 98.45%

SEN = 87.77% SEN

128 PROBEK SPE = 99. 21%

Cy

k
C, = okolo 125 [h]

73" j[) (ﬁ{r” exponent = 3.47 %,,-m,{ = 136.77
Rum RRgum = 86
ACC = 98.64%

it

SEN = 88.31% 88.44Y%
256 PROBEK SPE .27% 99.287
b
C, g
o C. = 0.0076 s]
PR?gES&Q&»}\N'E C,y = okolo 125 [1] C, = okoto 115 [#]
SKLADOWEJ
STALEJ exponent = 3.61 e {,,,, —117.89
Regum, = 80
512 PROBEK %
W, = 49.59%
) Gz ooy i
: % = 0.0597 [s] ckfooovs s]
1?027011080 f;z]] Cy = okoto 125 [h] C, = okoto 115 [h]
9 ezponent read = 20.11 read = 148.12
ERRaun, =74 EP Raum = 77 5 Raum =79
4(/(,‘ s, 83%
1024 PROBEK
— C, Cy, X
5 * 01?02,011&) [Sh]] C, = okoto 100 [] C, = okoto 115 [h]
o=
—g=15% —4
9 =180 spread = 1798 spread = 88.52
=107
C'=98.31%
= 3 85.62%
128 PROBEK SPE = 99.14% =99.10%
84.04% 14%
W 8.84% = 48.. A .34%
Cy =16.9512 [s] Cy = 0.3458 [s] Cy = 64.2180 [s &]
Cj, = 0.0018 [s] Ck, Cy, = 0.0054 [s] Ci. = 0.0089 s]
C, = okolo 100 [A] C, = okolo 125 [h] C, = okoto 100 [h] C, = okoto 115 [h]
7;’"73 g%éi{ﬁ exponent = 2.64 sﬁn ad = 14. 98 spread = 77.97
Roum =9 e(uv = ERR, 110
ACC =98.47% = 98.26%
EN = 86.96% 8562827/0
0 PE = 0 S 0
256 PROBEK S}i E = 99.19% S ouy
W W, = 49. 4
A &bl 4 ;
Ci, = 0.0016 |5 & = 0.0590 [s Ci, = 0.0054 [s] Ck =0.0077 [s]
' = okoto 1oo[f ]] Co = okoto 125 [h] C, = okoto 100 [h] C, = okolo 115 |h]
STANDARYZACJA o5
9= e — 5 exponent = 3.61 spread = 24.35 read = 193.28
00129 ER Ry, HEH Ioun, = 112

0
40%

ACC =

SEN = 88.84% SEIN = 86.43%
) = SPE = 99.15%
512 PROBEK S}i’b = 993{}% = x = 84.38%
e % = 0.1537 [s]
o ) Cj. = 0.0583 [s] Cj = 0. ] Cy = 0.
S i il C, = okolo 125 [h) C, = okoto 100 [h) C, = okolo 115 [h)
gnil 6’%625 5 (E}mn(nf =14.08 spread = 25.90 spread = 171.45

Roum

ER.

AC(‘ Y 72"c

SEN = 89.11%
32%

%
)

Cy. = 0.
C, = okolo 100 [h)

1024 PROBEK

Cy. = 0.
C, = okolo 115 [h]
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Rysunek 5.28: Wartosci btgdéw dla poszczeg6lnych zbioréw testowych.
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Rysunek 5.29: Poréwnanie wartosci wspétczynnikéw dla poszczegdlnych klas.
100% e I ERR
90% — i ~| |EElACC
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T 0% _| |EOsPE
€ 70% [ Jkappa
§ 60% -
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Kolejne warianty rozpoznawania: 17, 15 i 12 klas
Rysunek 5.30: Poréwnanie wartosci wspétczynnikéw dla wariantéw rozpoznawania: 17, 151 12 klas.
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5.6.4. Eksperyment nr 4 - Genetyczny zesp6l klasyfikatoréw optymalizowanych po
klasach

W niniejszej sekcji zostaty przedstawione wyniki uzyskane w ramach eksperymentu nr 4, opisa-
nego w sekcji: 4.4. W tabeli nr 5.5 przedstawiono szczegétowe wyniki dotyczace: 17 klasyfikatoréw
SVM (nu-SVC, RBF) z pierwszej warstwy i 1 klasyfikatora SVM (C-SVC, liniowy) z drugiej warstwy
dla 1 rodzaju przetwarzania wstgpnego sygnatu: przeskalowanie + redukcja sktadowej statej oraz 1 ro-
dzaju ekstrakcji cech 1 szeroko$¢ okna Hamminga = 512 prébek. Przedstawione wyniki dotycza jednego
wariantu walidacji krzyzowej - 10-krotnego sprawdzianu. Wspétczynnik FRRy - informuje o sumie
btedéw we wszystkich zbiorach uczacych, natomiast wspétczynnik ERRp - informuje o sumie btedéw
dla priorytetowej klasy, przy zalozeniu, ze dla priorytetowej klasy suma btedéw w zbiorach uczacych

byta réwna 0.

Tablica 5.5: Wyniki eksperymentu nr 4 dla 10-krotnej walidacji krzyzowej. Wspétczynnik ERRy; - in-
formuje o sumie bledéw we wszystkich zbiorach uczacych, natomiast wspétczynnik ERRp - informuje

o sumie bledéw dla priorytetowej klasy.

WSPOLCZYNNIKI

KLASYFIKATORY —g —n FERRy ERRp ERRs,, ACC SEN SPE K We C Cp C,

1 WARSTWA ZESPOLU - 17 KLASYFIKATOROW SVM (NU-SVC, RBF) ODPOWIADAJACYCH 17 KLASOM - EKSPERCI

SV M, 1.37e —5 0.0213 0 34 75 98.81% 89.92% 99.37% 88.39% 49.64%  9.5704 [s] 0.0017 [s] okoto 100 [h]
SV M, 4.97e — 5 0.0253 0 27 75 98.81% 89.92% 99.37% 88.38% 48.81%  14.1858 [s] 0.0019 [s] okoto 100 [h]
SV Mg 5.17e — 5 0.0250 0 1 74 98.83% 90.05% 99.38% 88.54% 46.74% 13.2816 [s] 0.0019 [s] okoto 100 [h)
SV My 4.32e — 5 0.0149 0 5 74 98.83% 90.05% 99.38% 88.54% 48.19% 12.3993 [s] 0.0019 [s] okoto 100 [h)
SV M5 4.0le — 5 0.0200 0 5 7 98.78% 89.65% 99.35% 88.07% 48.56% 12.2145 [s] 0.0019 [s] okoto 100 [h)
SV Mg 4.38¢ —5 0.0142 0 0 78 98.77% 89.52% 99.35% 87.91% 49.61%  13.3080 [s] 0.0019 [s] okoto 100 [h]
SV M~ 2.21le—5 0.0240 1 26 e 98.78% 89.65% 99.35% 88.08% 48.96%  10.2691 [s] 0.0017 [s] okoto 100 [h]
SV Mg 4.14e —5 0.0242 0 15 79 98.75% 89.38% 99.34% 87.76% 49.59% 12.8321[s|  0.0019 [s]  okoto 100 [h]
SV My 1.46e —5 0.0051 0 3 78 98.77% 89.52% 99.35% 87.93% 50.04%  8.6842[s]  0.0017 [s]  okoto 100 [h]
SV Mo 5.5de — 5 0.0187 0 2 79 98.75% 89.38% 99.34% 87.75% 49.44% 14.7380[s]  0.0020 [s]  okoto 100 [h]
SV My, 9.29¢ —5 0.0201 0 0 T 98.78% 89.65% 99.35% 88.07% 49.36%  9.2320 [s] 0.0017 [s]  okoto 100 [h)
SV M2 5.40e —5 0.0112 0 1 M 98.78% 89.65% 99.35% 88.07% 48.04%  13.2559 [s] 0.0018 [s] okoto 100 [h]
SV M3 2.64de — 5 0.0183 0 7 73 98.85% 90.19% 99.39% 88.70% 49.09% 11.3613 [s] 0.0021 [s] okoto 100 [h]
SV M4 1.35e — 5 0.0178 0 1 78 98.77% 89.52% 99.35% 87.92% 49.54%  10.9933 [s] 0.0019 [s] okoto 100 [h]
SV M5 3.76e — 5 0.0255 0 2 75 98.81% 89.92% 99.37% 88.39% 49.21% 13.4814 [s] 0.0021 [s] okoto 100 [h)
SV M 4.62e — 5 0.0254 0 0 75 98.81% 89.92% 99.37% 88.38% 48.89%  15.0099 [s] 0.0020 [s] okoto 100 [h)
SV M7 3.44e — 5 0.0163 0 0 75 98.81% 89.92% 99.37% 88.39% 48.01%  12.4855 [s] 0.0020 [s] okoto 100 [h)
2 WARSTWA ZESPOLU - 1 KLASYFIKATOR SVM (C-SVC, LINIOWY) - SEDZIA
SV Mg - - 0 - 65 98.97% 91.26% 99.45% 89.95% 7.61%  0.0380[s| 4.79¢ —6[s]  okoto 1 [h]
PODSUMOWANIE
ZESPOL - - 0 - 65 98.97% 91.26% 99.45% 89.95% 46.63% 207.3403 [s] 0.0321[s]  okofo 70 [dni]

Narysunkach nr 5.31, 5.32, 5.33 1 5.34 zostaly przedstawione szczegétowe wyniki dla calego zespotu
klasyfikatoréw z tabeli nr 5.5 dla 10-krotnej walidacji krzyzowej. Na rysunku nr 5.31 zostata przedsta-
wiona macierz pomylek, na rysunku nr 5.32 zostaly przedstawione wartosci btedu procentowego dla
poszczegblnych zbioréw testowych z walidacji krzyzowej, na rysunku nr 5.33 zostaty przedstawione
wartoSci: sumy btedow (E RR), skutecznosci (AC'C), czutosci (SEN), specyficznosci (SPE) dla po-

szczegblnych klas, natomiast na rysunku nr 5.34 zostalo przedstawione poréwnanie wartosci: sumy bte-
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déw (FE RR), skutecznosci (ACC), czutosci (SEN), specyficznosci (SPFE) oraz wspéiczynnika x dla
wariantéw rozpoznawania: 17, 151 12 klas.

Na rysunku nr 5.35 zostala przedstawiona wizualizacja efektéw selekcji cech (dla 2 warstwy zespotu)
poprzez przedstawienie pozostawionych cech (odpowiedzi klasyfikatorow) - czerwone punkty. Przery-

wana czarng linig odseparowano gtosy (odpowiedzi) poszczegdlnych 17 klasyfikatoréw (ekspertéw).
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Rysunek 5.31: Macierz pomytek.
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Rysunek 5.32: Wartosci btgdéw dla poszczeg6lnych zbioréw testowych.
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Rysunek 5.33: Poréwnanie wartosci wspdtczynnikéw dla poszczegdlnych klas.
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Rysunek 5.34: Poréwnanie wartosci wspétczynnikéw dla wariantéw rozpoznawania: 17, 151 12 klas.
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Rysunek 5.35: Wizualizacja selekcji cech dla 2 warstwy zespotu - pozostawione odpowiedzi klasyfikatoréw

(gtosy ekspertow).

P. Ptawiak

Diagnozowanie zaburzer serca na podstawie EKG i systemu ewolucyjno-neuronowego



5.6. Przedstawienie uzyskanych wynikéw 186

5.6.5. Eksperyment nr 5 - Genetyczny zespol klasyfikatoréow optymalizowanych po

zestawach zbiorow

W niniejszej sekcji zostaly przedstawione wyniki uzyskane w ramach eksperymentu nr 5, opisa-
nego w sekcji: 4.5. W tabeli nr 5.6 przedstawiono szczegétowe wyniki dotyczace: 10 klasyfikatoréw
SVM (nu-SVC, RBF) z pierwszej warstwy i 1 klasyfikatora SVM (C-SVC, liniowy) z drugiej warstwy
dla 1 rodzaju przetwarzania wstgpnego sygnatu: przeskalowanie + redukcja sktadowej statej oraz 1 ro-
dzaju ekstrakcji cech: szeroko$¢ okna Hamminga = 512 probek. Przedstawione wyniki dotycza jednego
wariantu walidacji krzyzowej - 10-krotnego sprawdzianu. Wspdtczynnik ERRy; - informuje o sumie
btedéw we wszystkich zbiorach uczacych, wspétczynnik FRRp - informuje o sumie btedéw w prio-
rytetowym zbiorze testowym, natomiast wspotczynnik ER Ry, - informuje o bledzie procentowym w
priorytetowym zbiorze testowym, przy zalozeniu, ze w priorytetowym zbiorze uczacym suma btedow

jest réwna 0.

Tablica 5.6: Wyniki eksperymentu nr 5 dla 10-krotnej walidacji krzyzowej. Wspétczynnik ERRy; -
informuje o sumie btedéw we wszystkich zbiorach uczacych, wspétczynnik ERRp - informuje o sumie
bledéw w priorytetowym zbiorze testowym, natomiast wspotczynnik ERRpg, - informuje o bledzie

procentowym w priorytetowym zbiorze testowym.

WSPOLCZYNNIKI

KLASYFIKATORY —g —n FERRy ERRp ERRpy, ERR.,, ACC SEN SPE K W, C Cy C,

1 WARSTWA ZESPOLU - 17 KLASYFIKATOROW SVM (NU-SVC, RBF) ODPOWIADAJACYCH 17 KLASOM - EKSPERCI

SV M, 1.6le—5 0.0078 0 6/69 8.70% 83 98.69% 88.84% 99.30% 87.14% 48.79%  9.5868 [s] 0.0019 [s] okoto 100 [h]
SV M, 9.03e — 6 0.0196 0 7/69 10.15% 79 98.75% 89.38% 99.34% 87.77% 48.94%  9.5183 [s] 0.0017 [s] okoto 100 [h]
SV Ms 2.8le —5 0.0112 0 7/69 10.15% 73 98.85% 90.19% 99.39% 88.70% 49.64% 11.1354 [s] 0.0019 [s] okoto 100 [h]
SV M, 5.6de —5 0.0118 0 2/69 2.06% 78 98.77% 89.52% 99.35% 87.91% 47.94% 14.1601 [s] 0.0019 [s] okoto 100 [h]
SV Ms 8.53¢ — 6 0.0091 0 5/69 7.25% 80 98.74% 89.25% 99.33% 87.60% 48.24%  8.6126 [s] 0.0017 [s] okoto 100 [h]
SV Mg 3.09¢ —5 0.0185 0 5/69 7.25% 76 98.80% 89.79% 99.36% 88.24% 50.21%  12.6103 [s] 0.0020 [s] okoto 100 [h]
SV M; 3.43¢ —5 0.0119 0 9/69  13.04% 78 98.77%  89.52% 99.35% 87.93% 48.14% 11.7691[s]  0.0019[s]  okofo 100 [h]
SV Mg 4.22¢ —5 0.0096 0 4/69 5.80% 75 98.81% 89.92% 99.37% 88.38% 48.34% 12.9232[s]  0.0019 [s]  okolo 100 [h]
SV My 4.60e —5 0.0201 0 5/69 7.25% 74 98.83% 90.05% 99.38% 88.54% 49.31% 13.8194 [s] 0.0019 [s] okoto 100 [h)
SV Mo 3.33e —5 0.0129 0 15/123  12.20% 74 98.83% 90.05% 99.38% 88.54% 48.89% 11.7098 [s] 0.0018 [s] okoto 100 [h]
2 WARSTWA ZESPOLU - 1 KLASYFIKATOR SVM (C-SVC, LINIOWY) - SEDZIA
SV M - - 0 - - 64 98.99% 91.40% 99.46% 90.10% 22.35%  0.0335[s] 4.52e —G[s]  okolo1[h]
PODSUMOWANIE
ZESPOL - - 0 - - 64 98.99% 91.40% 99.46% 90.10% 46.44% 115.8450 [s] 0.0186 [s] okolo 40 [dni]

Narysunkach nr 5.36, 5.37, 5.38 1 5.39 zostaty przedstawione szczegétowe wyniki dla catego zespotu
klasyfikatoréw z tabeli nr 5.6 dla 10-krotnej walidacji krzyzowej. Na rysunku nr 5.36 zostata przedsta-
wiona macierz pomylek, na rysunku nr 5.37 zostaly przedstawione warto$ci biedu procentowego dla
poszczegdlnych zbioréw testowych z walidacji krzyzowej, na rysunku nr 5.38 zostaty przedstawione
warto$ci: sumy btedow (E RR), skutecznosci (AC'C), czutosci (SEN), specyficznosci (SPE) dla po-
szczegblnych klas, natomiast na rysunku nr 5.39 zostato przedstawione poréwnanie wartoSci: sumy bte-
déw (ERR), skutecznosci (AC'C), czulosci (SEN), specyficznosci (SPFE) oraz wspétczynnika x dla

wariantéw rozpoznawania: 17, 151 12 klas.
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Narysunku nr 5.40 zostata przedstawiona wizualizacja efektéw selekcji cech (dla 2 warstwy zespotu)
poprzez przedstawienie pozostawionych cech (odpowiedzi klasyfikatoréw) - czerwone punkty. Przery-

wang czarng liniag odseparowano glosy (odpowiedzi) poszczegélnych 10 klasyfikatoréw (ekspertow).

Klasy wyjsciowe - wskazane przez system klasy
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Rysunek 5.36: Macierz pomytek.
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Rysunek 5.37: Wartosci btedéw dla poszczegdlnych zbioréw testowych.
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Rysunek 5.39: Poréwnanie wartosci wspétczynnikéw dla wariantéw rozpoznawania: 17, 151 12 klas.
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Rysunek 5.40: Wizualizacja selekcji cech dla 2 warstwy zespotu - pozostawione odpowiedzi klasyfikatoréw

(gtosy ekspertéw).
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5.6.6. Eksperyment nr 6 - Gleboki genetyczny zespét klasyfikatorow

W niniejszej sekcji zostaly przedstawione wyniki uzyskane w ramach eksperymentu nr 6, opisanego
w sekcji: 4.6. W tabeli nr 5.7 przedstawiono szczegétowe wyniki dotyczace: 4 klasyfikatorow SVM
(C-SVC, liniowy) z drugiej warstwy i 1 klasyfikatora SVM (C-SVC, liniowy) z trzeciej warstwy dla 1
rodzaju przetwarzania wstgpnego sygnatu (przeskalowanie + redukcja sktadowej statej) oraz 1 rodzaju
ekstrakcji cech (1 szeroko$¢ okna Hamminga = 512 prébek). Przedstawione wyniki dotycza jednego
wariantu walidacji krzyzowej - 10-krotnego sprawdzianu. Szczegétowe wyniki dla 48 réznych klasy-
fikatorow (SVM, kNN, PNN i RBFNN) z pierwszej warstwy zostaly przedstawione w tabeli nr 5.4 w
sekcjo dotyczacej eksperymentu nr 3. Wspotczynnik E R Ry - informuje o sumie bledéw we wszystkich

zbiorach uczacych.

Tablica 5.7: Wyniki eksperymentu nr 6 dla 10-krotnej walidacji krzyzowej. Wspétczynnik ERRy; -

informuje o sumie btedéw we wszystkich zbiorach uczacych.

WSPOLCZYNNIKI

KLASYFIKATORY —g —n FERRy ERRgum ACC SEN SPE K W, C: Cy C,

1 WARSTWA ZESPOLU - 48 KLASYFIKATOROW SVM, KNN, PNN 1 RBFNN (3 RODZAJE NORMALIZACJI I 4 SZEROKOSCI OKNA HAMMINGA) - EKSPERCI

Szczegoétowe wyniki dotyczace 48 klasyfikatorow pierwszej warstwy zostaty umieszczone w tabeli nr 5.4.

2 WARSTWA ZESPOLU - 4 KLASYFIKATORY SVM (C-SVC, LINIOWY) - SEDZIOWIE

SV Myg(SVM) - - 0 56 99.12%  92.47%  99.53%  91.35%  22.06% 0.0679 [s] 3.84e — 6 [s] okoto 1 [h]
SVMso(KNN) - - 0 51 99.19%  93.15%  99.57%  92.14%  33.82%  0.0328[s]  5.2de — 6 [s] okoto 1 [h]
SV Ms51(PNN) - - 0 56 99.12% 92.47% 99.53% 91.37% 30.88% 0.0242 [s] 3.82¢ — 6 [s] okoto 1 [h]
SV M52(RBF) - - 0 56 99.12% 92.47% 99.53% 91.34% 30.39% 0.0569 [s] 1.18¢ — 5 [s] okoto 1 [h]
3 WARSTWA ZESPOLU - 1 KLASYFIKATOR SVM (C-SVC, LINIOWY) - SEDZIA
SV Mss - - 0 40 99.37%  94.62%  99.66%  93.84%  33.82%  0.0270[s]  3.53¢—G[s]  okolo 0.5 [h]
PODSUMOWANIE
ZESPOL - - 0 40 99.37%  94.62%  99.66% 93.84%  47.31%  821.5928 [s]  0.8736 [s]  okolo 221 [dni]
2 WARSTWA

Na rysunkach nr 5.41, 5.42, 5.43 1 5.44 zostaly przedstawione macierze pomyltek dla 4 sktadowych
klasyfikatoréw SVM, 2 warstwy zespotu, z tabeli nr 5.7, dla 10-krotnej walidacji krzyzowe;j.

Na rysunkach nr 5.45, 5.46, 5.47 i 5.48 zostaly przedstawione wizualizacje efektow selekcji cech
(zgodnie z tabela nr 5.7), dla 2 warstwy zespotu, poprzez przedstawienie pozostawionych cech (odpo-
wiedzi klasyfikatoréw) - czerwone punkty. Przerywang czarna liniag odseparowano, glosy (odpowiedzi)
poszczegblnych 12 klasyfikatoréw (ekspertéw). Na rysunku nr 5.45 przedstawiono odpowiedzi 12 kla-
syfikatoréw SVM, na rysunku nr 5.46 - kNN, na rysunku nr 5.47 - PNN, na rysunku nr 5.48 - RBFNN,

7 2 warstwy zespotu.
3 WARSTWA

Na rysunku nr 5.49 zostala przedstawiona wizualizacja efektow selekcji cech (zgodnie z tabela nr

5.7), odpowiedzi 4 klasyfikatorow SVM z 2 warstwy zespotu, dla 3 warstwy zespotu, poprzez przedsta-
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Rysunek 5.41: Macierz pomytek dla 2 warstwy zespotu, dla klasyfikatora SV Mg (SV M)
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Rysunek 5.42: Macierz pomylek dla 2 warstwy zespotu, dla klasyfikatora SV M5¢(ENN)
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Rysunek 5.43: Macierz pomytek dla 2 warstwy zespotu, dla klasyfikatora SV M5, (PN N)
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Rysunek 5.44: Macierz pomytek dla 2 warstwy zespotu, dla klasyfikatora SV M52 (RBF)
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Rysunek 5.45: Wizualizacje selekcji cech dla 2 warstwy zespotu (dla 12 klasyfikator6w SVM, SV My (SV M))
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Rysunek 5.46: Wizualizacje selekcji cech dla 2 warstwy zespotu (dla 12 klasyfikatoréw kNN, SV Mso(kNN)) -

pozostawione odpowiedzi klasyfikatoréw (glosy ekspertow).
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Rysunek 5.47: Wizualizacje selekcji cech dla 2 warstwy zespotu (dla 12 klasyfikatoréw PNN, SV M5 (PN N))

- pozostawione odpowiedzi klasyfikatorow (gtosy ekspertow).
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Rysunek 5.48: Wizualizacje selekcji cech dla 2 warstwy zespotu (dla 12 klasyfikatoréw RBF, SV Ms55(RBF)) -

pozostawione odpowiedzi klasyfikatoréw (glosy ekspertow).
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wienie pozostawionych cech (odpowiedzi klasyfikator6w) - czerwone punkty. Przerywana czarng linig

odseparowano, glosy (odpowiedzi) poszczeg6lnych 4 klasyfikatoréw (ekspertow).

K1 K2 K3 K4

Wyniki selekcji cech
=
T

| | | |
1 10 20 30 40 50 60 68
Pozostawione odpowiedzi klasyfikatorow

Rysunek 5.49: Wizualizacja selekcji cech dla 3 warstwy zespotu (dla 4 klasyfikator6w SVM) - pozostawione od-
powiedzi klasyfikatoréw (gtosy ekspertéw). K1 - SV Myg(SV M), K2 - SV Mso(kNN), K3 - SVM51(PNN),
K4 - SV Msy(RBF)

Na rysunkach nr 5.50, 5.51, 5.52 1 5.53 zostaty przedstawione szczegétowe wyniki dla catego zespotu
klasyfikatoréw z tabeli nr 5.7 dla 10-krotnej walidacji krzyzowej. Na rysunku nr 5.50 zostala przedsta-
wiona macierz pomylek, na rysunku nr 5.51 zostaly przedstawione warto$ci biedu procentowego dla
poszczegblnych zbioréw testowych z walidacji krzyzowej, na rysunku nr 5.52 zostaly przedstawione
wartosci: sumy bledéw (E RR), skutecznosci (AC'C), czutoéci (SEN), specyficznosdci (SPFE) dla po-
szczeg6lnych klas, natomiast na rysunku nr 5.53 zostalo przedstawione poréwnanie wartosci: sumy bte-
doéw (E RR), skutecznosci (ACC), czutosci (SEN), specyficznosci (SPFE) oraz wspéiczynnika x dla

wariantéw rozpoznawania: 17, 151 12 klas.
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Rysunek 5.50: Macierz pomytek dla 3 warstwy zespotu, dla klasyfikatora SV Ms3

W tabeli nr 5.8 zostaly przedstawione szczegdétowe informacje na temat skuteczno$ci rozpoznawa-

nia poszczeg6lnych klas sygnatu EKG. Wspomniana tabela zawiera warto$ci wsp6iczynnikow: ER Ry,
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Rysunek 5.51: Wartosci btedéw dla poszczeg6lnych zbioréw testowych.
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Rysunek 5.52: Poréwnanie wartosci wspétczynnikéw dla poszczegdlnych klas.
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Rysunek 5.53: Poréwnanie wartosci wspétczynnikéw dla wariantéw rozpoznawania: 17, 151 12 klas.
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ACC, SEN, SPE, PPV i FPR, obliczone dla glgbokiego genetycznego zespotu klasyfikatoréw, dla
wszystkich 17 klas. Na podstawie tabeli nr 5.8 zostaly wytypowane klasy do odrzucenia (z najmniej-
sza wartoscia: SEN i PPV, w wyniku tej selekcji wyznaczono 15 i 12 klas do rozpoznawania, na

podstawie ktérych wygenerowano rysunki: 5.18, 5.22, 5.26, 5.30, 5.34, 5.39, 5.53.

Tablica 5.8: Wspdlczynniki dla poszczegdlnych 17 klas dla eksperymentu nr 6

WSPOLCZYNNIKI
KLASY ERRg, ACC SEN SPE PPV FPR
PRAWIDLOWY RYTM ZATOKOWY 2.82% 97.18% 96.89% 97.28% 92.57% 2.72%
POBUDZENIA PRZEDWCZESNE PRZEDSIONKOWE 2.69% 97.31% 81.04% 98.69% 83.93% 1.31%
TRZEPOTANIE PRZEDSIONKOW 0.00% 100.00% 100.00% 100.00% 100.00% 0.00%
MIGOTANIE PRZEDSIONKOW 0.27% 99.73% 98.93% 99.85% 98.93% 0.15%
CZESTOSKURCZ NADKOMOROWY 0.40% 99.60% 72.73% 100.00% 100.00% 0.00%
ZESPOL. WPW 0.00% 100.00% 100.00% 100.00% 100.00% 0.00%
POBUDZENIA PRZEDWCZESNE KOMOROWE 2.02% 97.98% 85.90% 99.40% 94.37% 0.60%
BIGEMINIA KOMOROWA 1.08% 98.93% 95.46% 99.14% 87.50% 0.86%
TRIGEMINIA KOMOROWA 0.27% 99.73% 92.31% 99.86% 92.31% 0.14%
CZESTOSKURCZ KOMOROWY 0.27% 99.73% 80.00% 100.00% 100.00% 0.00%
RYTM IDIOWENTRYKULARNY 0.00% 100.00% 100.00% 100.00% 100.00% 0.00%
TRZEPOTANIE KOMOR 0.13% 99.87% 90.00% 100.00% 100.00% 0.00%
Fuzja 0.54% 99.46% 100.00% 99.45% 73.33% 0.55%
BLOK I STOPNIA LEWEJ ODNOGI 0.13% 99.87% 98.86% 100.00% 100.00% 0.00%
BLOK I STOPNIA PRAWE]J ODNOGI 0.13% 99.87% 97.87% 100.00% 100.00% 0.00%
BLOK II STOPNIA 0.00% 100.00% 100.00% 100.00% 100.00% 0.00%
RYTM Z ROZRUSZNIKA 0.00% 100.00% 100.00% 100.00% 100.00% 0.00%
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5.7. Poré6wnanie metod i algorytmow

W niniejszej sekcji w tabelach nr 5.9, 5.10 1 5.11 zostato przedstawione poréwnanie wynikéw z 6
eksperymentéw z tabel nr 5.1,5.2,5.3,5.4,5.5,5.615.7.

5.7.1. Eksperymenty

W tabeli 5.9 przedstawiono poréwnanie wynikéw uzyskanych w przeprowadzonych 6 eksperymen-
tach. Wspétczynnik Cs,,, - informuje o sumarycznym czasie optymalizacji wszystkich klasyfikatoréw

dla danego eksperymentu.

5.7.2. Klasyfikatory

W tabeli nr 5.10 przedstawiono poréwnanie wynikéw uzyskanych przez 4 typy klasyfikatoréw:

SVM, kNN, PNN i RBFNN, obliczonych na podstawie trzech pierwszych eksperymentéw.

5.7.3. Normalizacja (przetwarzanie wstepne sygnatu)

W tabeli nr 5.11 przedstawiono poréwnanie wynikéw uzyskanych dla 3 rodzajéw normalizacji (prze-
twarzania wstgpnego sygnatu): brak, przeskalowanie, standaryzacja, obliczonych na podstawie trzech

pierwszych eksperymentow.

5.7.4. Ekstrakcja cech (szerokosci okna Hamminga)

W tabeli nr 5.11 przedstawiono poréwnanie wynikéw uzyskanych dla 4 szerokos$ci okna Hamminga
(ekstrakcji cech): 128, 256 i 512 prébek obliczonych na podstawie trzech pierwszych eksperymentéw
oraz dla szeroko$ci okna Hamminga réwnej: 1024 prébki obliczonej na podstawie drugiego i trzeciego

eksperymentu.

5.7.5. Walidacja krzyzowa

W tabeli nr 5.10 przedstawiono poréwnanie wynikéw uzyskanych dla 2 wariantéw walidacji krzy-

zowej: 4-krotnego i 10-krotnego sprawdzianu obliczonych na podstawie drugiego eksperymentu.
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Tablica 5.9: Poréwnanie wynikow uzyskanych w 6 eksperymentach przedstawionych w rozdziale 4, na
podstawie tabel nr 5.1, 5.2, 5.3, 5.4, 5.5, 5.6 1 5.7. Wspétczynnik Cl,,;,, - informuje o sumarycznym

czasie optymalizacji wszystkich klasyfikatoréw dla danego eksperymentu.

EKSPERYMENTY
WSPOLCZYNNIKI E1 E2A E2B E3 E4 ES E6
WALIDACJA 4-krotna 4-krotna 10-krotna 10-krotna 10-krotna 10-krotna 10-krotna
OPTYMALIZACJA Siatka Genetyczna Genetyczna Genetyczna Genetyczna Genetyczna Genetyczna
SELEKCJA Nie Nie Nie Tak Tak Tak Tak
WYNIKI UZYSKANE DLA NAJLEPSZEGO PRZYPADKU (KOMBINACJI: KLASYFIKATOR + NORMALIZACJA + SZEROKOSC OKNA)
KLASYFIKATOR SVM SVM SVM SVM Zespot 2w Zespot 2w Zespot 3w
NORMALIZACJA Przeskalowanie  Przeskalowanie — Przeskalowanie — Przeskalowanie — Przeskalowanie  Przeskalowanie — Przeskalowanie
OKNO 128 512 512 512 512 512 512
ERRgym 106 97 81 73 65 64 40
ACC 98.32% 98.47% 98.72% 98.85% 98.97% 98.99% 99.37%
SEN 85.75% 86.96% 89.11% 90.19% 91.26% 91.40% 94.62%
SPE 99.11% 99.19% 99.32% 99.39% 99.45% 99.46% 99.66%
PPV 85.75% 86.96% 89.11% 90.19% 91.26% 91.40% 94.62%
FPR 0.89% 0.82% 0.68% 0.61% 0.55% 0.54% 0.34%
K 83.65% 85.05% 87.45% 88.70% 89.95% 90.10% 93.84%
W, - - - 49.09% 46.63% 46.44% 47.31%
Cy [s] 8.2920 8.21 30.1079 11.3537 207.3403 115.8450 821.5928
Ck [¢] 0.0029 0.0034 0.0041 0.0018 0.0321 0.0186 0.8736
C, 15 [h) 10 [h] 20 [h] 100 [h] 70 [dni] 40 [dni] 221 [dni]
SREDNI WYNIK DLA WSZYSTKICH PRZYPADKOW Z DANEGO EKSPERYMENTU
ERRgym 131.28 121.02 104.65 96.25 - - -
ACC 97.92% 98.09% 98.35% 98.48% - - -
SEN 82.36% 83.73% 85.93% 87.06% - - -
SPE 98.90% 98.98% 99.12% 99.19% - - -
K - 81.40% 83.83% 85.13% - - -
W, _ _ - 50.34% - - -
Cy [s] 7.7012 10.1802 35.7554 17.1122 - - -
Cy, [s] 0.0260 0.0250 0.0297 0.0182 - - -
C, [h) 5.5 12 24 110 - - -
PODSUMOWANIE
Csum [dni) 8 24 48 220 70 40 221
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Tablica 5.10: Poréwnanie wynikéw, uzyskanych przez 4 typy klasyfikator6w oraz dla 2 wariantéw walidacji

krzyzowej, obliczonych na podstawie tabel nr 5.1, 5.2, 5.3, 5.4.

WSPOLCZYNNIKI

KLASYFIKATORY

WALIDACJA KRZYZOWA

SVM

KNN

PNN

RBFNN

4-KROTNA

10-KROTNA

EKSPERYMENT NR 1

WYNIKI UZYSKANE DLA NAJLEPSZEGO PRZYPADKU (KOMBINACJI: NORMALIZACJA + SZEROKOSC OKNA + KLASYFIKATOR)

ERRgum 106 122 107 120 106 -
AcC 98.32% 98.07% 98.31% 98.10% 98.32% -
SEN 85.75% 83.60% 85.62% 83.87% 85.75% -
SPE 99.11% 98.98% 99.10% 98.99% 99.11% -
C; [s] 8.2920 0.0368 0.1597 25.0262 - -
Cy [s] 0.0029 0.0844 0.0082 0.0090 - -
C, [h] 15 5 0.5 1 - -

SREDNI WYNIK DLA WSZYSTKICH PRZYPADKOW Z DANEGO EKSPERYMENTU

ERRgum 121.89 137.89 129.22 136.11 131.28 -
AcC 98,07% 97,82% 97,96% 97,85% 97,92% -
SEN 83,62% 81,47% 82, 63% 81,71% 82, 36% -
SPE 98,98% 98, 84% 98,91% 98,86% 98,90% -
Ci [s] 6.3159 0.0360 0.1781 24.2748 7.7012 -
Cy, [s] 0.0024 0.0838 0.0089 0.0089 0.0260 -
C, [h] 15 5 0.5 1 5.5 -

4-KROTNA WALIDACJA KRZYZOWA / 10-KROTNA WALIDACJA KRZYZOWA

EKSPERYMENT NR 2

WYNIKI UZYSKANE DLA NAJLEPSZEGO PRZYPADKU (KOMBINACJI: NORMALIZACJA + SZEROKOSC OKNA + KLASYFIKATOR)

ERRsum o1 e o5 e 97 81
acc S T wie
sen B BE BB B soow s
spr waE B B B .10 s
. BRE W wEp B o snav
it Sie W E B f f
6t s BmE omm oo - -
Co [1] 5 30 50 % - -

SREDNI WYNIK DLA WSZYSTKICH PRZYPADKOW Z DANEGO EKSPERYMENTU

ER R A R R 104,65
ace A TR A Y s w57
seN WAL BW B4 B ssrsi s
5o B BER WM B mosi
] BN LW B st s
Cu ls] 5 Uhs 09563 0478 17559, 10.1802 35.7554
Ci 1s] 0:0036 0:0508 0:09%3 0.0952 0.0250 0.0207
Co [h] 5 30 5 1% 12 2

EKSPERYMENT NR 3

WYNIKI UZYSKANE DLA NAJLEPSZEGO PRZYPADKU (KOMBINACJI: NORMALIZACJA + SZEROKOSC OKNA + KLASYFIKATOR)

ERRgym 73 79 77 79 - 73
ACC 98.85% 98.75% 98.78% 98.75% - 98.85%
SEN 90.19% 89.38% 89.65% 89.38% - 90.19%
SPE 99.39% 99.34% 99.35% 99.34% - 99.39%

K 88.70% 87.84% 88.14% 87.73% - 88.70%
W, 49.09% 78.26% 49.51% 47.86% - 49.09%
Ci [s] 11.3537 0.1432 0.3316 54.0503 - -
Cy [8] 0.0018 0.0853 0.0055 0.0077 - -
C, [h] 100 125 100 115 - -
SREDNI WYNIK DLA WSZYSTKICH PRZYPADKOW Z DANEGO EKSPERYMENTU

ERRgym 87.83 103.00 97.50 96.67 - 96.25
ACC 98.61% 98.37% 98.46% 98.47% - 98.48%
SEN 88.19% 86.16% 86.90% 87.01% - 87.06%
SPE 99.26% 99.13% 99.18% 99.19% - 99.19%

K 86.41% 84.13% 84.96% 85.03% - 85.13%
W, 48.95% 53.63% 49.26% 49.54% - 50.35%
Cy [s] 11.9020 0.1253 0.3770 56.0443 - 17.1122
Cy [8] 0.0018 0.0577 0.0057 0.0076 - 0.0182
C, [h] 100 125 100 115 - 110
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Tablica 5.11: Por6wnanie wynikéw, uzyskanych dla 3 rodzajéw normalizacji oraz 4 szerokoSci okna

Hamminga, obliczonych na podstawie tabel nr 5.1, 5.2, 5.3, 5.4.

NORMALIZACJA EKSTRAKCJA

WSPOLCZYNNIKI BRAK PRZESKALOWANIE  STANDARYZACJA 128 PROBEK 256 PROBEK 512 PROBEK 1024 PROBEK

EKSPERYMENT NR 1

WYNIKI UZYSKANE DLA NAJLEPSZEGO PRZYPADKU (KOMBINACJI: NORMALIZACJA + SZEROKOSC OKNA + KLASYFIKATOR)

ERRgum 118 106 126 106 112 107 -
ACC 98.13% 98.32% 98.01% 98.32% 98.23% 98.31% -
SEN 84.14% 85.75% 83.06% 85.75% 84.95% 85.62% -
SPE 99.01% 99.11% 98.94% 99.11% 99.06% 99.10% -

SREDNI WYNIK DLA WSZYSTKICH PRZYPADKOW Z DANEGO EKSPERYMENTU

ERRgum 134,83 119,83 139,17 134,17 134,25 125, 42 -
Acc 97,87% 98,11% 97,80% 97,88% 97,88% 98,02% -
SEN 81,88% 83,89% 81,29% 81,97% 81,96% 83,14% -
SPE 98,87% 98,99% 98,83% 98,87% 98,87% 98,95% -
Cy [s] 7,5405 38,1127 7,4504 7,7549 7,6641 7,6847 -
Cy [s] 0, 0260 0,0261 0,0259 0,0260 0, 0260 0, 0260 -
C, [h] 5,5 5,5 5,5 5,5 5,5 5,5 -

EKSPERYMENT NR 2
4-KROTNA WALIDACJA KRZYZOWA / 10-KROTNA WALIDACJA KRZYZOWA

WYNIKI UZYSKANE DLA NAJLEPSZEGO PRZYPADKU (KOMBINACJI: NORMALIZACJA + SZEROKOSC OKNA + KLASYFIKATOR)

108 97 109 99 104 97 98
ERRsum 85 81 87 92 89 81 85
AcC 98.29% 98.47% 98.28% 98.43% 98.36% 98.47% 98.45%
98.66% 98.72% 98.62% 98.55% 98.59% 98.72% 98.66%
SEN 85.48% 86.96% 85.35% 86.69% 86.02% 86.96% 86.83%
88.58% 89.11% 88.31% 87.63% 88.04% 89.11% 88.58%
SPE 99.00% 99.19% 99.08% 99.17% 99.13% 99.19% 99.18%
99.29% 99.32% 99.27% 99.23% 99.25% 99.32% 99.29%
83.42% 85.05% 83.27% 84.81% 83.97% 85.05% 84.98%
K 86.82% 87.46% 86.51% 85.80% 86.20% 87.46% 86.92%
gREDNI WYNIK DLA WSZYSTKICH PRZYPADKOW Z DANEGO EKSPERYMENTU
ERR 125,56 108,94 128,56 126,17 127,50 118,17 112,25
sum 109, 38 92, 63 111,94 110,25 108,83 102,25 97,25
AcC 98,01% 98,28% 97,97% 98,00% 97,98% 98,13% 98,23%
98,27% 98, 54% 98, 23% 98, 26% 98, 28% 98, 38% 98, 46%
SEN 83,12% 85,36% 82,72% 83,04% 82,86% 84,12% 84,91%
85, 30% 87.55% 84, 95% 85.18% 85, 37% 86, 26% 86, 93%
SPE 98,95% 99,08% 98,92% 98,94% 98,93% 99,01% 99,06%
99, 08% 99,22% 99, 06% 99,07% 99, 09% 99, 14% 99, 18%
80, 70% 83,28% 80, 24% 80,65% 80, 43% 81,82% 82,72%
K 83, 10% 85, 68% 82, 70% 82.97% 83.20% 84, 18% 84,97%
c 10,6200 10,1902 9,7305 9,0812 10,0230 10,7484 9,9684
+ 1] 38,7735 34, 4454 34,0473 34,9725 36,5018 35,5818 35,9654
c 0,0217 0,0264 0,0275 0,0264 0,0197 0,0270 0,0272
i [s] 0,0204 0,0343 0,0343 0,0252 0,0253 0,0343 0,0339
12 12 12 12 12 12 12
Co [h] 2 2 2 24 24 2 2

EKSPERYMENT NR 3

WYNIKI UZYSKANE DLA NAJLEPSZEGO PRZYPADKU (KOMBINACJI: NORMALIZACJA + SZEROKOSC OKNA + KLASYFIKATOR)

ERRgym 83 73 81 91 86 73 74
ACC 98.69% 98.85% 98.72% 98.56% 98.64% 98.85% 98.83%
SEN 88.84% 90.19% 89.11% 87.77% 88.44% 90.19% 90.05%
SPE 99.30% 99.39% 99.32% 99.24% 99.28% 99.39% 99.38%

K 87.19% 88.70% 87.53% 85.94% 86.70% 88.70% 88.53%
W, 49.49% 49.09% 48.84% 46.74% 49.59% 49.09% 47.91%

sREDNI WYNIK DLA WSZYSTKICH PRZYPADKOW Z DANEGO EKSPERYMENTU

ERRgym 99.69 84.94 104.13 105.75 102.08 92.58 84.58
ACC 98.42% 98.66% 98.35% 98.33% 98.39% 98.54% 98.66%
SEN 86.60% 88.58% 86.00% 85.79% 86.28% 87.56% 88.63%
SPE 99.16% 99.29% 99.13% 99.11% 99.14% 99.22% 99.29%

K 84.60% 86.88% 83.92% 83.66% 84.24% 85.70% 86.93%

W, 50.93% 50.94% 49.14% 48.58% 51.82% 49.46% 51.52%
C; [¢] 16.0006 17.1829 18.1530 18.6174 17.3389 16.4237 16.0685
Cy, [s] 0.0180 0.0193 0.0173 0.0167 0.0195 0.0178 0.0189
C, [h] 110 110 110 110 110 110 110
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6. Wnioski

W niniejszym rozdziale zostaty przedstawione wnioski sformutowane na podstawie uzyskanych wy-
nikéw z rozdziatu nr 5.

Przedstawione w rozprawie wyniki sa zdecydowanie bardziej zgodne ze schematem walidacji zorien-
towanym na pacjentow niz na klasy (uzasadnienie w sekcji: 3.2.4, przedstawienie schematow w sekcji:
2.6.1). Dlatego uzyskane w badaniach wyniki zostaly poréwnane do wynikéw dostgpnych w literaturze
naukowej dla tego schematu walidacji - zorientowanego na pacjentéw, przedstawionych w tabelach: 2.5
1 2.6, w rozdziale nr 2.

Na obecnym etapie badafi, dla przyjetej metodologii (analiza dtuzszych, 10-sekundowych fragmen-
tow sygnatéw EKG) nie udalo si¢ pozyskaé wigkszej liczby sygnatéw EKG do stworzenia wystarczajaco
duzej bazy danych (wigksza liczba pacjentéw, sygnatéw, odprowadzen i zaburzen) aby przeprowadzic¢
badania doktadnie zgodnie ze schematem walidacji zorientowanym na pacjentéw.

Ze wzgledu na zastosowanie metody (WTA — ang. Winners Takes All) oraz rozpoznawanie az 17
klas, najbardziej istotnym z obliczonych wspétczynnikéw z tabel z rozdziatu nr 5 z wynikami jest czu-
tos¢ (SEN, obliczana na podstawie wzoru 3.12) oraz suma bledéw (E RRgy,m), dlatego w kolejnych
rozwazaniach bedziemy si¢ sugerowaé przede wszystkim wartoSciami SEN i ERRgym, przy ocenie
efektywnosci zastosowanych metod. Natomiast wartosci parametréw ACC i SPE sa bardzo wysokie
dla wszystkich metod (ACC > 98%, SPE > 99%).

6.1. Hipotezy

W niniejszej sekcji zostaly przedstawione uzasadnienia potwierdzajace stuszno$¢ stawianych hipo-
tez. Najpierw zostaly przedstawione uzasadnienia 6 hipotez szczegdtowych odpowiadajacych 6 prze-
prowadzonym eksperymentom, na podstawie ktérych na koricu tej sekcji zostata wykazana stuszno$é

gléwnej tezy calej rozprawy.

Hipotezy szczegdtowe wraz z uzasadnieniami potwierdzajacymi ich stusznos¢:

Hipoteza 1 Zastosowanie zaprojektowanej metodologii badan, polegajacej na analizie dtuzszych 10-
sekundowych fragmentow sygnatu EKG, sktadajqcej sie z nastepujacych metod: algorytmu prze-
twarzania wstepnego sygnatu EKG, algorytmu ekstrakcji cech (polegajacego na estymacji wid-

mowej gestosci mocy sygnatu EKG) oraz klasyfikowania zaburzen serca bazujqcego na zopty-
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malizowanych algorytmach uczenia maszynowego, umozliwi skuteczne diagnozowanie dysfunkcji

migsnia sercowego.

Wyniki (sekcja: 5.6.1) uzyskane w ramach Eksperymentu nr 1 - Podstawowa analiza sygnatu EKG
(sekcja: 4.1) potwierdzity stawiana hipotezg: zastosowanie zaprojektowanej metodologii badan (pole-
gajacej na analizie dtuzszych 10-sekundowych fragmentéw sygnatlu EKG w postaci estymowanej wid-
mowej gestoSci mocy, sekcja: 2.2) umozliwia skuteczne automatyczne diagnozowanie wielu dysfunkcji
mig$nia sercowego za pomoca algorytméw uczenia maszynowego. Potwierdzeniem tego stwierdzenia sa
uzyskane wyniki zebrane w tabelach 5.1 1 5.9 oraz przedstawione na rysunkach 5.15, 5.16, 5.17 1 5.18.
Z ktérych jasno wynika, ze czulo§é (S E N, odpowiadajaca ogélnej skutecznosci - Acc) rozpoznawania
17 klas, dla najlepszego systemu SVM (przeskalowanie + 128 prébek), wynoszaca 85.75% jest jak naj-
bardziej konkurencyjna z wynikami uzyskanymi w aktualnej literaturze naukowej, dla ktérych Srednia
skutecznos¢ ogélna (Acc) wyniosta 84.79%. Przytoczony wynik, uzyskany dla schematu walidacji zo-
rientowanego na pacjentéw, obliczono na podstawie wynikéw przedstawionych w tabelach 2.51 2.6 w

rozdziale 2.

Hipoteza 2 Zastosowanie genetycznej optymalizacji parametrow klasyfikatorow bazujqcych na algoryt-
mach uczenia maszynowego, 10-krotnej walidacji krzyZowej oraz ekstrakcji cech obliczanej dla 4
szerokosci okna Hamminga, przy wykorzystaniu 3 rodzajow normalizacji, spowoduje zwigkszenie

czutosci diagnozowania dysfunkcji migsnia sercowego.

Wyniki (sekcja: 5.6.2) uzyskane w ramach Eksperymentu nr 2 - Genetyczna optymalizacja parame-
trow (sekcja: 4.2) potwierdzity stawiang hipotezg: zastosowanie genetycznej optymalizacji parametrow
klasyfikatoréw powoduje zwigkszenie czutosci diagnozowania dysfunkcji migsnia sercowego. Potwier-
dzeniem tego stwierdzenia sa uzyskane wyniki zebrane w tabelach 5.2, 5.3 i 5.9 oraz przedstawione
na rysunkach 5.19, 5.20, 5.21, 5.22 1 5.23, 5.24, 5.25, 5.26. Z ktérych jasno wynika, ze obliczone dla
nich parametry (np. liczba bledéw - ERRg,m,, czulo$¢ - SEN, wspétczynnik x) w poréwnaniu z pa-
rametrami obliczonymi na podstawie wynikéw uzyskanych dla Eksperymentu nr 1 (tabele 5.1 1 5.9) sa
zdecydowanie lepsze. Dla najlepszego systemu (SVM, przeskalowanie, 512 probek, wedtug tabeli 5.9),
odpowiednio dla Eksperymentu nr 1, Eksperymentu nr 2 (4-krotna walidacja), Eksperymentu nr 2 (10-
krotna walidacja), parametry wynosza: ERR sy, =106,97,81; SEN =85, 75%, 86, 96%, 89, 11%;
Kk = 83,65%, 85,05%, 87,45%. Dla usrednionych wynikéw (wedtug tabeli 5.9), odpowiednio dla
Eksperymentu nr 1, Eksperymentu nr 2 (4-krotna walidacja), Eksperymentu nr 2 (10-krotna walidacja),
parametry wynosza: ERRgy.m = 131.28, 121.02, 104.65; SEN = 82,36%, 83, 73%, 85,93%.

Hipoteza 3 Zastosowanie genetycznej selekcji cech (sktadowych czestotliwosciowych widmowej gesto-
sci mocy sygnatu EKG) sprzezonej z genetyczng optymalizacjq parametrow 4 typow klasyfikato-
row, przy wykorzystaniu: 3 rodzajéow normalizacji, 10-krotnej walidacji krzyzowej oraz ekstrakcji
cech obliczanej dla 4 szerokosci okna Hamminga, spowoduje zwigkszenie czutosci diagnozowania

dysfunkcji migsnia sercowego.

Wyniki (sekcja: 5.6.3) uzyskane w ramach Eksperymentu nr 3 - Genetyczna selekcja cech (sekcja:

4.3) potwierdzity stawiang hipoteze: zastosowanie genetycznej selekcji cech powoduje zwigkszenie czu-
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tosci diagnozowania dysfunkcji mig$nia sercowego. Potwierdzeniem tego stwierdzenia sa uzyskane wy-
niki zebrane w tabelach 5.4 1 5.9 oraz przedstawione na rysunkach 5.27, 5.28, 5.29 1 5.30. Z ktérych jasno
wynika, ze obliczone dla nich parametry (np. liczba btedéw - ER Ry, czuto$¢ - SEN, wspétczynnik
k) W poréwnaniu z parametrami obliczonymi na podstawie wynikow uzyskanych dla Eksperymentu nr
2 (tabele: 5.2, 5.3 1 5.9) sa zdecydowanie lepsze. Dla najlepszego systemu (SVM, przeskalowanie, 512
probek, wedlug tabeli 5.9), odpowiednio dla Eksperymentu nr 2 (4-krotna walidacja), Eksperymentu nr
2 (10-krotna walidacja) i Eksperymentu nr 3 parametry wynosza: ERRgym = 97, 81, 73; SEN =
86,96%, 89,11%, 90,19%; k = 85,05%, 87,45%, 88.70%. Dla usrednionych wynikéw (wedtug
tabeli 5.9), odpowiednio dla Eksperymentu nr 2 (4-krotna walidacja), Eksperymentu nr 2 (10-krotna
walidacja) i Eksperymentu nr 3, parametry wynosza: ERR gy, = 121.02, 104.65, 96.25; SEN =
83, 73%, 85,93%, 87.06%; k = 81,40%, 83, 83%, 85.13%.

Hipoteza 4 Zastosowanie genetycznego dwu-warstwowego zespotu 17+ 1 klasyfikatorow SVM, optyma-
lizowanego w celu zmaksymalizowania czutosci rozpoznawania poszczegolnych zaburzen serca
oraz bazujqcego na genetycznej selekcji cech i genetycznej optymalizacji parametrow klasyfikato-

row, spowoduje zwigkszenie czutosci diagnozowania dysfunkcji migsnia sercowego.

Wyniki (sekcja: 5.6.4) uzyskane w ramach Eksperymentu nr 4 - Genetyczny zespot klasyfikatoréw
optymalizowanych po klasach (sekcja: 4.4) potwierdzity stawiang hipoteze: zastosowanie genetycznego
dwu-warstwowego zespotu 17+1 klasyfikatoréw SVM, optymalizowanego po klasach powoduje zwigk-
szenie czuloSci diagnozowania dysfunkcji migsnia sercowego. Potwierdzeniem tego stwierdzenia sa uzy-
skane wyniki zebrane w tabelach 5.5 i 5.9 oraz przedstawione na rysunkach 5.31, 5.32, 5.33 1 5.34. Z
ktorych jasno wynika, ze obliczone dla nich parametry (np. liczba btedéw - F R Ry, czutosé - SEN,
wspélczynnik k) w poréwnaniu z parametrami obliczonymi na podstawie wynikéw uzyskanych dla Eks-
perymentu nr 3 (tabele: 5.4 1 5.9) sa zdecydowanie lepsze. Dla najlepszego systemu (Zespot 2w, prze-
skalowanie, 512 probek, wedtug tabeli 5.9), odpowiednio dla Eksperymentu nr 3 i Eksperymentu nr 4
parametry wynosza: ERRgym =73, 65; SEN =90,19%, 91, 26%; x = 88.70%, 89, 95%.

Hipoteza 5 Zastosowanie genetycznego dwu-warstwowego zespotu 10+ 1 klasyfikatoréw SVM (zmodyfi-
kowana metoda bagging), optymalizowanego w celu zmaksymalizowania czutosci rozpoznawania
zaburzen serca dla poszczegolnych zbiorow testowych oraz bazujacego na genetycznej selekcji
cech i genetycznej optymalizacji parametrow klasyfikatoréw, spowoduje zwigkszenie czutosci dia-

gnozowania dysfunkcji migsnia sercowego.

Wyniki (sekcja: 5.6.5) uzyskane w ramach Eksperymentu nr 5 - Genetyczny zespot klasyfikatoréw
optymalizowanych po zestawach zbiorow (sekcja: 4.5) potwierdzily stawiang hipoteze: zastosowanie
genetycznego dwu-warstwowego zespotu 10+1 klasyfikatoréw SVM, optymalizowanego po zestawach
zbioréw powoduje zwigkszenie czutosci diagnozowania dysfunkcji mig$nia sercowego. Potwierdzeniem
tego stwierdzenia sa uzyskane wyniki zebrane w tabelach 5.6 i 5.9 oraz przedstawione na rysunkach
5.36, 5.37, 5.38 1 5.39. Z ktérych jasno wynika, ze obliczone dla nich parametry (np. liczba bledéw -

ERRgym, czulo$¢ - SEN, wspdtczynnik x) w pordwnaniu z parametrami obliczonymi na podstawie
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wynikéw uzyskanych dla Eksperymentu nr 3 (tabele: 5.4 1 5.9) sa zdecydowanie lepsze. Dla najlepszego
systemu (Zespot 2w, przeskalowanie, 512 probek, wedtug tabeli 5.9), odpowiednio dla Eksperymentu
nr 3 i Eksperymentu nr 5 parametry wynosza: ERRsym = 73, 64; SEN = 90,19%, 91,40%; k =
88.70%, 90,10%.

Hipoteza 6 Zastosowanie glebokiego genetycznego troj-warstwowego zespotu 48+4+1 réznych klasyfi-
katorow: SVM, kNN, PNN, RBFNN, uczonego w celu rozpoznawania zaburzen serca na podstawie
3 rodzajow przetwarzania wstepnego sygnatu i 4 rodzajow ekstrakcji cech (4 szerokosci okna Ham-
minga), bazujqcego na metodzie warstwowego uczenia gtebokiego oraz genetycznej selekcji cech,
genetycznej optymalizacji parametrow klasyfikatorow i 10-krotnej walidacji krzyzowej, spowoduje

zwigkszenie czutosci diagnozowania dysfunkcji migsnia sercowego.

Wyniki (sekcja: 5.6.6) uzyskane w ramach Eksperymentu nr 6 - Glgboki genetyczny zespot kla-
syfikatorow (sekcja: 4.6) potwierdzity stawiana hipotezg: zastosowanie glebokiego genetycznego trdj-
warstwowego zespotu 48+4+1 réznych klasyfikatorow: SVM, kNN, PNN, RBFNN powoduje zwigksze-
nie czutodci diagnozowania dysfunkcji mig$nia sercowego. Potwierdzeniem tego stwierdzenia sg uzy-
skane wyniki zebrane w tabelach 5.7 i 5.9 oraz przedstawione na rysunkach 5.50, 5.51, 5.521 5.53. Z
ktérych jasno wynika, ze obliczone dla nich parametry (np. liczba btedéw - ER Ry, czutos¢ - SEN,
wspélczynnik k) w poréwnaniu z parametrami obliczonymi na podstawie wynikéw uzyskanych dla Eks-
perymentu nr 4 1 Eksperymentu nr 5 (tabele: 5.5, 5.6 i 5.9) sa zdecydowanie lepsze. Dla najlepszego
systemu (Zespot 3w, przeskalowanie, 512 prébek, wedtug tabeli 5.9), odpowiednio dla Eksperymentu
nr 4, Eksperymentu nr 5 i Eksperymentu nr 6 parametry wynosza: ERR g, = 65, 64, 40; SEN =
91, 26%, 91,40%, 94.62%; k = 89.95%, 90, 10%, 93.84%.

W ramach prowadzonych badan sformutowano nastgpujaca tezg gtéwna rozprawy:

Teza Zastosowanie systemu ewolucyjno-neuronowego (glebokiego zespotu genetycznie optymalizowa-
nych klasyfikatorow), do analizy genetycznie selekcjonowanych cech w postaci sktadowych cze-
stotliwosciowych widmowej gestosci mocy, 10-sekundowych fragmentow sygnatu EKG, umoz-

liwi skuteczne i szybkie diagnozowanie wybranych dysfunkcji miesnia sercowego.

Wyniki (rozdziat nr 5) uzyskane w ramach wszystkich Eksperymentéw (rozdzial nr 4) potwierdzily
stawiang tezg: zastosowanie systemu ewolucyjno-neuronowego (glgbokiego zespotu genetycznie opty-
malizowanych klasyfikator6w), do analizy genetycznie selekcjonowanych cech w postaci sktadowych
czestotliwoSciowych widmowej gestosci mocy, 10-sekundowych fragmentéw sygnatu EKG umozliwia
skuteczne i szybkie diagnozowanie wybranych dysfunkcji mig$nia sercowego. Potwierdzeniem tego
stwierdzenia sa uzyskane wyniki zebrane w tabelach 5.7 i 5.9 oraz przedstawione na rysunkach 5.50,
5.51, 5.52 1 5.53. Z ktérych jasno wynika, ze czulo§¢ (SE N, odpowiadajaca ogdlnej skutecznosci -
Acc) rozpoznawania 17 klas, dla najlepszego systemu Zespot 3w (przeskalowanie + 512 prébek), wyno-
szaca 94.62% jest zdecydowanie wyzsza niz Srednie wyniki przedstawione w aktualnej literaturze na-

ukowej, dla ktérych Srednia skutecznos¢ ogélna (Acc) wynosi 84.79%. Przytoczony wynik, uzyskany
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dla schematu walidacji zorientowanego na pacjentéw, obliczono na podstawie wynikow przedstawionych
w tabelach 2.5 i 2.6 w rozdziale 2. Uzyskany wynik na poziomie: SEN = 94.62% (ACC = 99.37%,
SPE =99.66%) jest drugim najwyzszym wynikiem przedstawionym w literaturze naukowej, w ktorej
trzy najlepsze wyniki wynosza odpowiednio: Acc/SEN =98%, 94% i 93%. Nalezy réwniez zwrdcié
uwage na fakt, ze uzyskany przez autora wynik dotyczy rozpoznawania az 17 klas, natomiast wyniki
przedstawione w literaturze dotycza rozpoznawania jedynie 5 klas. Uzyskany czas klasyfikowania za-
burzen pracy serca, wynoszacy: Cy = 0.8736 [s], dla najlepszego systemu (glgbokiego genetycznego
zespotu klasyfikatorow) jest réwniez bardzo korzystny.

Przedstawione wnioski, sformutowane na podstawie tabeli nr 5.9, jednoznacznie potwierdzaja stusz-
no$¢ oraz logiczna kolejno$¢ zaplanowanych eksperymentéw. Jak mozna zauwazy¢, z kazdym kolejnym

eksperymentem w zdecydowany spos6b zwigkszata si¢ skuteczno$¢ rozpoznawania sygnatéw EKG.

6.2. Eksperymenty

EKSPERYMENT NR 1 - PODSTAWOWA ANALIZA SYGNALU EKG

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.1 1 5.10 mozna stwierdzi¢, ze naj-
lepszymi klasyfikatorami byty: SVM (E R Ry, = 106 i Srednio 122; SEN =85.75% i Srednio 83.89%) i
PNN (ERRgym = 107 btedéw i rednio 129; SEN =85.62% i Srednio 82.63%), natomiast najgorszymi:
RBFNN (FRRgym = 120 bted6w i $rednio 136; SEN = 83.87% i Srednio 81.71%) i KNN (ERRgym, =
122 btedbw i Srednio 138; SEN = 83.60% i Srednio 81.47%).

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.1 i 5.11 mozna stwierdzié, ze
najlepsza metoda normalizacji sygnatu byto przeskalowanie (F'RR,,, = 106 i Srednio 120; SEN
= 85.75% 1 $rednio 83.89%), natomiast znacznie gorsze wyniki uzyskano dla pozostatych metod, od-
powiednio: braku normalizacji (FRRgy,, = 118 i Srednio 135; SEN = 84.14% i Srednio 81.88%) i
standaryzacji (E'R Ry = 126 i Srednio 140; SEN = 83.06% i srednio 81.29%).

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.1 i 5.11 mozna stwierdzié,
ze najwigksza skutecznos¢ wykazata ekstrakcja cech bazujaca na oknie Hamminga o szerokosci 512
probek (ERRg,, = 107 i srednio 125; SEN = 85.62% i Srednio 83.14%), natomiast gorsze wyniki
uzyskano, odpowiednio, dla szerokoS$ci 128 prébek (ERRgym = 106 i Srednio 134; SEN = 85.75% i
srednio 81.97%) i 256 probek (ERRgym = 112 i Srednio 134; SEN = 84.95% i srednio 81.96%).

EKSPERYMENT NR 2 - GENETYCZNA OPTYMALIZACJA PARAMETROW

4-krotna walidacja krzyzowa

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.2 1 5.10 mozna stwierdzi¢, ze naj-
lepszymi klasyfikatorami byty: SVM (E R Ry, = 97 i §rednio 110; SEN = 86.96% i Srednio 85.26%) i
PNN (ERRsym = 98 btedéw i Srednio 123; SEN = 86.83% i Srednio 83.41%), natomiast najgorszymi:
KNN (E'RRgym = 102 btedéw i srednio 126; SEN = 86.29% i Srednio 83.08%) i RBFNN (ERRgym, =
108 bted6w i Srednio 125; SEN = 85.48% i $rednio 83.19%).

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.2 i 5.11 mozna stwierdzié, ze

najlepsza metoda normalizacji sygnatu bylo przeskalowanie (ERR,,, = 97 i Srednio 109; SEN =
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86.96% i Srednio 85.36%), natomiast gorsze wyniki uzyskano dla pozostatych metod, odpowiednio:
braku normalizacji (ERRsyym, = 108 i Srednio 126; SEN = 85.48% i Srednio 83.12%) i standaryzacji
(ERRgym = 109 i Srednio 129; SEN = 85.35% i Srednio 82.72%).

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.2 i 5.11 mozna stwierdzié, ze
najwigksza skuteczno$¢ wykazata ekstrakcja cech bazujaca na oknach Hamminga o szerokosciach: 512
probek (ERRy, =97 i Srednio 118; SEN = 86.96% i Srednio 84.12%) i 1024 prébki (ERRy, = 98
i Srednio 112; SEN = 86.83% i Srednio 84.91%), natomiast gorsze wyniki uzyskano, odpowiednio, dla
szerokoSci 128 probek (ERRgym = 99 i Srednio 126; SEN = 86.69% i Srednio 83.04%) i 256 probek
(ERRgym = 104 i srednio 128; SEN = 86.02% i Srednio 82.86%).

10-krotna walidacja krzyzowa

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.3 i 5.10 mozna stwierdzi¢, ze
najlepszym klasyfikatorem byt: SVM (E R Ry, = 81 i Srednio 92; SEN = 89.11% i $rednio 87.60%),
gorsze wyniki uzyskaly pozostate klasyfikatory, odpowiednio: PNN (ER Ry, = 85 btedéw i Srednio
105; SEN = 88.58% i Srednio 85.90%), kNN (E RRgy,, = 85 bledéw i §rednio 111; SEN = 88.58% i
$rednio 85.14%) i RBFNN (E R Ry, = 92 bledéw i §rednio 111; SEN = 87.63% i Srednio 85.10%).

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.3 1 5.11 mozna stwierdzi¢, ze naj-
lepsza metoda normalizacji sygnatu byto przeskalowanie (E R Ry, = 81 i srednio 93; SEN =89.11%
i Srednio 87.55%), natomiast gorsze wyniki uzyskano dla pozostatych metod, odpowiednio: braku nor-
malizacji (ERRgsym = 85 i Srednio 109; SEN = 88.58% i Srednio 85.30%) i standaryzacji (FRR gy, =
87 i drednio 112; SEN = 88.31% i Srednio 84.95%).

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.3 i 5.11 mozna stwierdzié, ze
najwigksza skuteczno$¢ wykazata ekstrakcja cech bazujaca na oknach Hamminga o szeroko$ciach: 512
probek (ERRy,, =81 isrednio 102; SEN =89.11% i Srednio 86.26%) i 1024 prébki (E R Ry, = 85
i Srednio 97; SEN = 88.58% i Srednio 86.93%), natomiast gorsze wyniki uzyskano, odpowiednio, dla
szerokosSci 256 probek (ERRgym = 89 i Srednio 109; SEN = 88.04% i Srednio 85.37%) i 128 probek
(ERRgym =921 $rednio 110; SEN = 87.63% i $rednio 85.18%).

EKSPERYMENT NR 3 - GENETYCZNA SELEKCJA CECH

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.4 1 5.10 mozna stwierdzié, ze naj-
lepszym klasyfikatorem byt: SVM (E R Ry, = 73 i Srednio 87.83; SEN =90.19% i Srednio 88.19%),
gorsze wyniki uzyskaly pozostate klasyfikatory, odpowiednio: PNN (ERRgy.,, = 77 bledéw i Srednio
97.50; SEN = 89.65% i $rednio 86.90%), RBFNN (ERRym = 79 bledow i Srednio 96.67; SEN =
89.38% 1 $rednio 87.01%) i KNN (ERRym = 79 bledéw i Srednio 103.00; SEN = 89.38% i srednio
86.16%).

Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.4 i 5.11 mozna stwierdzié, ze
najlepsza metoda normalizacji sygnatu byto przeskalowanie (FRR,,, = 73 i Srednio 84.94; SEN
=90.19% i Srednio 88.58%), natomiast gorsze wyniki uzyskano dla pozostatych metod, odpowiednio:
standaryzacji (F RRgy, = 81 i Srednio 104.13; SEN =89.11% i Srednio 86.00%) i braku normalizacji
(ERRgym = 831 $rednio 99.69; SEN = 88.84% i Srednio 86.60%).
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Na podstawie uzyskanych wynikéw przedstawionych w tabelach: 5.4 i 5.11 mozna stwierdzié, ze
najwigksza skuteczno$¢ wykazata ekstrakcja cech bazujaca na oknach Hamminga o szeroko$ciach: 512
probek (ERRy, =73 i Srednio 92.58; SEN =90.19% i Srednio 87.56%) i 1024 probki (E R Ry, =
74 i $rednio 84.58; SEN =90.05% i Srednio 88.63%), natomiast gorsze wyniki uzyskano, odpowiednio,
dla szerokosci 256 probek (ERRgym = 86 i Srednio 102.08; SEN = 88.44% i Srednio 86.28%) i 128
prébek (ERRgym, =91 i $rednio 105.75; SEN = 87.77% i Srednio 85.79%).

6.3. Nowatorskie systemy - zespoly klasyfikatorow

EKSPERYMENT NR 4 - GENETYCZNY ZESPOL KLASYFIKATOROW OPTYMALIZOWANYCH PO
KLASACH

Na podstawie wynikéw przedstawionych w tabeli 5.5, mozna stwierdzi¢, ze najlepszy wynik dla skta-
dowego klasyfikatora pierwszej warstwy zespotu wynosi: EE Ry, = 73, SEN = 90.19%, natomiast
Sredni wynik dla wszystkich sktadowych klasyfikatoréw pierwszej warstwy wynosi: EE Ry, = 76,
SEN = 89.75%. Z kolei wynik dla catego genetycznego zespotu klasyfikator6w wynosi: EE Ry, =
65, SEN = 91.26%.

Przytoczona, wedtug tabeli nr 3.1 skutecznos¢ calego genetycznego zespotu klasyfikatoréw, wynosi:
EERsum = 65, SEN = 91.26% i jest ona zdecydowanie wigksza od skutecznosSci osiagnigtej dla
najlepszego pojedynczego klasycznego klasyfikatora z Eksperymentow nr 1-3, wynoszacej: EFE Ry =
73, SEN = 90.19%.

Przytoczone wyniki jednoznacznie potwierdzaja stuszno$¢ zastosowania nowatorskiego zespotu kla-
syfikatoré6w optymalizowanego za pomoca genetycznego treningu.

Nalezy réwniez wspomnieé, ze pomimo faktu, ze caly zespot sklada sie z 18 klasyfikatoréw, czas

klasyfikowania pojedynczego fragmentu sygnatu EKG wynosi jedynie: 0.0321[s].

EKSPERYMENT NR 5 - GENETYCZNY ZESPOL KLASYFIKATOROW OPTYMALIZOWANYCH PO
ZESTAWACH ZBIOROW

Na podstawie wynikéw przedstawionych w tabeli 5.6, mozna stwierdzié, ze najlepszy wynik dla skta-
dowego klasyfikatora pierwszej warstwy zespotu wynosi: EE Rgyy = 73, SEN = 90.19%, natomiast
Sredni wynik dla wszystkich skladowych klasyfikatoréw pierwszej warstwy wynosi: EER,,, = 77,
SEN = 89.65%. Z kolei wynik dla calego genetycznego zespotu klasyfikatorow wynosi: EFE Rgyp, =
64, SEN = 91.40%.

Przytoczona, wedtug tabeli nr 3.1 skuteczno$¢ catego genetycznego zespotu klasyfikatoréw, wynosi:
EERsy;, = 64, SEN = 91.40% i jest ona zdecydowanie wigksza od skutecznosci osiagnigtej dla
najlepszego pojedynczego klasycznego klasyfikatora z Eksperymentow nr 1-3, wynoszacej: EE Ry, =
73, SEN = 90.19%.

Przytoczone wyniki jednoznacznie potwierdzaja stuszno$¢ zastosowania nowatorskiego zespotu kla-
syfikatoréw optymalizowanego za pomoca genetycznego treningu.

Nalezy réwniez wspomnieé, ze pomimo faktu, ze caly zespot sklada sie z 11 klasyfikatoréw, czas

klasyfikowania pojedynczego fragmentu sygnatu EKG wynosi jedynie: 0.0186]s].
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6.4. Nowatorski system - gleboki genetyczny zesp6t klasyfikatorow

EKSPERYMENT NR 6 - GLEBOKI GENETYCZNY ZESPOL KLASYFIKATOROW

Na podstawie wynikow przedstawionych w tabelach 5.7 i 5.4, mozna stwierdzié, ze najlepszy wynik
dla sktadowego klasyfikatora pierwszej warstwy zespotu wynosi: FE Rgy,, = 73, SEN = 90.19%,
a dla drugiej warstwy zespotu wynosi: EERg,,, = 51, SEN = 93.15%, natomiast Sredni wynik
dla wszystkich sktadowych klasyfikatoréw pierwszej warstwy wynosi: EF R, = 96.25, SEN =
87.06%, a dla drugiej warstwy wynosi: EFE Ry, = 54.75, SEN = 92.64%. Z kolei wynik dla catego
glebokiego genetycznego zespotu klasyfikatoréw wynosi: EE Ry, = 40, SEN = 94.62%.

Przytoczona, wedtug tabeli nr 3.1 skuteczno$¢ catego genetycznego zespotu klasyfikatoréw, wynosi:
EERy;, = 40, SEN = 94.62% i jest ona zdecydowanie wigksza od skutecznosci osiagnietej dla
najlepszego z pozostatych dwéch nowatorskich genetycznych zespotéw klasyfikatoréw (z Eksperymen-
tow nr 4-5), wynoszacej: EE Ry, = 64, SEN = 91.40%.

Przytoczone wyniki jednoznacznie potwierdzaja stuszno$¢ zastosowania nowatorskiego gltebokiego
zespotu klasyfikatoréw optymalizowanego za pomoca genetycznego treningu.

Nalezy réwniez wspomnieé, ze pomimo faktu, ze caly zespot sktada sie z 53 klasyfikatoréw, czas

klasyfikowania pojedynczego fragmentu sygnatu EKG wynosi jedynie: 0.8736[s].

6.5. Pozostale eksperymenty

W ramach prac badawczych zostato przeprowadzonych wiele eksperymentéw, jednak doktadniej opi-
sanych zostato 6 do§wiadczen przytoczonych we wczesniejszej czgSci niniejszego rozdzialu. Pozostate
eksperymenty nr 7-13, nie zostaty doktadniej opisane poniewaz nie zakoniczyly si¢ sukcesem. Ponizej

zostaty przedstawione, dla eksperymentéw 7-13, krétkie uzasadnienia napotkanych trudnosci.

Eksperyment nr 7 - System ewolucyjno-rozmyty - Zbyt duza ztozonos¢é obliczeniowa uniemozliwita
przeprowadzenie poprawnego procesu uczenia. Po wielu dniach obliczet w zbiorach uczacych

ciagle wystepowaly bledy. System nie potrafit poprawnie rozpoznawa¢ klas sygnatu EKG.

Eksperyment nr 8 - Genetycznie dobrany klasyczny zespot klasyfikatorow - Po zastosowanej gene-
tycznej optymalizacji, wybrany (najlepszy) zespdt klasyfikatoréw - drzewa decyzyjne + bagging
uzyskat czuto$¢ na poziomie 86% (106 btgdéw). Przy tak zaawansowanej metodzie treningu, uzy-
skany wynik, réwny czutosci uzyskanej dla duzo mniej zlozonego najlepszego pojedynczego kla-

sycznego klasyfikatora (z Eksperymentu nr 1) mozna uzna¢ za niepowodzenie.

Eksperyment nr 9 - Gleboki zespol klasyfikatorow z systemem ewolucyjno-neuronowym -  Zbyt
duza ztozono$¢ obliczeniowa uniemozliwita przeprowadzenie poprawnego procesu uczenia.
Po wielu dniach obliczen w zbiorach uczacych ciagle wystgpowaly btedy. System nie potrafit

poprawnie rozpoznawaé klas sygnatu EKG.

Eksperyment nr 10 - Klasyczny zespét klasyfikatorow - Wytrenowany wedtug metody bagging ze-
spot klasyfikatoréw uzyskat czuto$¢ na poziomie 90% (75 btedéw). Biorac pod uwage fakt, ze
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poszczegdlne (sktadowe) klasyfikatory zespotu uzyskaty wyzsza czulos¢ oraz, ze zaprojektowany
przez autora genetyczny zespot klasyfikatorow (z Eksperymentu nr 5) uzyskat czuto$é na poziomie

91% (64 bledy), osiagniety wynik mozna uznaé, za niepowodzenie.

Eksperyment nr 11 - Genetyczny zespél klasyfikatoré6w optymalizowanych po klasach - Zaprojek-
towany i genetycznie zoptymalizowany zesp6t klasyfikatoréw uzyskat czuto$¢, odpowiednio dla
4-krotnej i 10-krotnej walidacji krzyzowej réwna 86% (106 btedéw) i 88% (88 biedéw). Biorac
pod uwage, fakt, ze najlepszy pojedynczy klasyczny klasyfikator z Eksperymentu nr 2, uzyskat
czutoé¢, odpowiednio dla 4-krotnej i 10-krotnej walidacji krzyzowej réwna 87% (97 btedéw) i

89% (81 bledéw), osiagniety wynik mozna uznac, za niepowodzenie.

Eksperyment nr 12 - Genetyczny zespol klasyfikatoréow - Zaprojektowany i genetycznie zoptymali-
zowany zespot klasyfikatoréw uzyskat czutos¢ réwna 93% (53 biedy). Biorac pod uwage fakt,
ze zaprojektowany przez autora gfeboki genetyczny zespot klasyfikatorow (z Eksperymentu nr 6)

uzyskat czuto$é réwna 95% (40 btedéw), osiagnigty wynik mozna uznaé, za niepowodzenie.

Eksperyment nr 13 - Gleboki zespoét klasyfikatoréw z systemem ewolucyjno-neuronowym
optymalizowany po Kklasach - Zbyt duza zlozono$¢ obliczeniowa uniemozliwita przepro-
wadzenie poprawnego procesu uczenia. Po wielu dniach obliczen w zbiorach uczacych ciagle

wystgpowaty btedy. System nie potrafit poprawnie rozpoznawac klas sygnatu EKG.

6.6. Algorytmy uczenia maszynowego

Na podstawie trzech pierwszych eksperymentéw, dla ktérych uzyskane wyniki zebrano w tabeli nr
5.10, oraz wnioskéw przedstawionych w sekcji 6.2, mozemy stwierdzié, ze we wszystkich ekspery-
mentach nr 1-3, najlepszym pojedynczym klasyfikatorem jest SVM. Wyniki przez niego uzyskane, dla
kolejnych trzech eksperymentéw: 1, 2a (4-krotna walidacja), 2b (10-krotna walidacja), 3, wynosza od-
powiednio: ERRgyy, = 106, 97, 81, 73; sredni ERRy, = 122, 110, 92, 88; SEN = 85.75%, 86.96%,
89.11%, 90.19% i $rednie SEN = 83.62%, 85.26%, 87.60%, 88.19%. Kolejne miejsca, wraz z osiagnig-
tymi wynikami, zajety odpowiednio klasyfikatory: PNN: ERRgym = 107, 98, 85, 77; Sredni ERR¢ym,
=129, 123, 105, 98; SEN = 85.62%, 86.83%, 88.58%, 89.65% i $rednie SEN = 82.63%, 83.41%,
85.90%, 86.90%, kNN: ERRgy,, = 122, 102, 85, 79; Sredni ERRg,,, = 138, 126, 111, 103; SEN
= 83.60%, 86.29%, 88.58%, 89.38% i Srednie SEN = 81.47%, 83.08%, 85.14%, 86.16% i RBFNN:
ERRgym =120, 108, 92, 79; sredni ERR,,, = 136, 125, 111, 97; SEN = 83.87%, 85.48%, 87.63%,
89.38% i Srednie SEN = 81.71%, 83.19%, 85.10%, 87.01%.

6.7. Wstepne przetwarzanie sygnatu (normalizacja)

Dzigki zastosowaniu zaprojektowanego algorytmu wstgpnego przetwarzania sygnatu (normalizacji)
zmniejszono ztozono$¢, a co za tym idzie czas obliczen oraz zwigkszono skuteczno$§¢ procesu ucze-

nia i rozpoznawania klasyfikatoréw. Wstepne przetwarzanie sygnatu (normalizacja) wzmocnito cechy
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charakterystyczne analizowanych klas, co wptyneto na zwigkszenie odseparowania pomig¢dzy rozpozna-
wanymi klasami (chorobami) oraz zwigkszyto koncentracje sygnaléw (prébek) wewnatrz danych klas.
W ramach badan zastosowano i poréwnano 3 warianty przetwarzania wstepnego sygnatu (normalizacji):
brak, przeskalowanie i standaryzacje, ktérych poréwnanie zostalo przedstawione na rysunkach nr 5.2,
5.5 1 5.6. Na podstawie przytoczonych rysunkéw trudno jednoznacznie ocenié skuteczno$¢ zastosowa-
nych metod normalizacji sygnatu. Natomiast na rysunku nr 5.14 przedstawiono wizualizacj¢ kolejnych

etapoéw przetwarzania sygnalu EKG dla optymalnej kombinacji metod.

Na podstawie trzech pierwszych eksperymentéw, dla ktérych uzyskane wyniki zebrano w tabeli nr
5.11, oraz wnioskéw przedstawionych w sekcji 6.2, mozemy stwierdzi¢, ze we wszystkich ekspery-
mentach nr 1-3, najlepsza metoda normalizacji jest przeskalowanie (wizualizacje wszystkich klas po
przeskalowaniu przedstawiono na rysunku nr 5.3). Wyniki dla niego uzyskane, dla kolejnych trzech eks-
perymentdw: 1, 2a (4-krotna walidacja), 2b (10-krotna walidacja), 3, wynosza odpowiednio: FRR gy,
= 106, 97, 81, 73; $redni ERRg,,, = 120, 109, 93, 85; SEN = 85.75%, 86.96%, 89.11%, 90.19% i
Srednie SEN = 83.89%, 85.36%, 87.55%, 88.58%. Kolejne miejsca, wraz z osiagnigtymi wynikami,
zajety odpowiednio metody: brak normalizacji: FRR,,, = 118, 108, 85, 83; sredni FRR sy, = 135,
126, 109, 100; SEN = 84.14%, 85.48%, 88.58%, 88.84% i srednie SEN = 81.88%, 83.12%, 85.30%,
86.60% i standaryzacja: ERR,, = 126, 109, 87, 81; sredni ERR¢ym = 139, 129, 112, 104; SEN =
83.06%, 85.35%, 88.31%, 89.11% i srednie SEN = 81.29%, 82.72%, 84.95%, 86.00%.

6.8. Ekstrakcja cech

W ramach badan zastosowano i poréwnano 4 warianty ekstrakcji cech, polegajace na estymowaniu
widmowej gestoSci mocy na podstawie 4 szerokoSci okna Hamminga: 128 prébek, 256 prébek, 512
prébek i 1024 probki, ktérych poréwnanie zostato przedstawione na rysunkach nr 5.5 1 5.6. Na podstawie
przytoczonych rysunkéw trudno jednoznacznie ocenié skutecznos¢ zastosowanych metod ekstrakcji cech

(szeroko$ci okien Hamminga).

Na podstawie trzech pierwszych eksperymentéw, dla ktérych uzyskane wyniki zebrano w tabeli nr
5.11, oraz wnioskéw przedstawionych w sekcji 6.2, mozemy stwierdzié, ze we wszystkich eksperymen-
tach nr 1-3, najwyzsza skutecznos¢ osiagneta ekstrakcja cech bazujaca na szerokosci okna Hamminga
wynoszacej 512 probek. Wyniki uzyskane dla tej szerokosci okna, dla kolejnych trzech eksperymentéw:
1, 2a (4-krotna walidacja), 2b (10-krotna walidacja), 3, wynosza odpowiednio: EF R R, = 107, 97, 81,
73; §redni ERRgy,, = 125, 118, 102, 93; SEN = 85.62%, 86.96%, 89.11%, 90.19% i §rednie SEN =
83.14%, 84.12%, 86.26%, 87.56%. Kolejne miejsca, wraz z osiagnigtymi wynikami, zajely odpowied-
nio szeroko$ci okna wynoszace: 1024 probki: ERR,,, = —, 98, 85, 74; §redni ERRgy, =—, 112, 97,
85; SEN = —, 86.83%, 88.58%, 90.05% i Srednie SEN = —, 84.91%, 86.93%, 88.63%, 256 probek:
ERRgym =112, 104, 89, 86; Sredni ER Ry, = 134, 128, 109, 102; SEN = 84.95%, 86.02%, 88.04%,
88.44% i srednie SEN = 81.96%, 82.86%, 85.37%, 86.28% i 128 probek: ERRg,,, = 106, 99, 92,
91; $redni FRRgym = 134, 126, 110, 106; SEN =85.75%, 86.69%, 87.63%, 87.77% i Srednie SEN =
81.97%, 83.04%, 85.18%, 85.79%.
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Nalezy zauwazy¢, ze wyniki osiagnigte dla dwéch optymalnych szerokosci okna, wynoszacych 512
i 1024 prébek, sa bardzo podobne. Jednak do§¢ wyraznie lepsze od dwoch kolejnych szerokoSci okna,
wynoszacych 256 1 128 prébek, ktére réwniez osiagnety bardzo podobne, pomigdzy soba, wyniki.

Uzyskany wynik oznacza, ze najlepsze rezulataty osiagnigto dla dwoch najszerszych okien Ham-
minga =512 i 1024 prébki. Wspomniane szerokosci odpowiadaja analizie okien o czasie trwania, odpo-
wiednio, okoto 1.25 [s] (okoto 2 ewolucji serca) i 2.50 [s] (okoto 4 ewolucji serca). Przy zatozeniu, ze
jedna ewolucja serca trwa okoto 310 probek sygnatu EKG. Uzyskany wynik potwierdza stusznos¢ meto-
dologii badan, bazujacej na analizie dtuzszych (10-sekundowych) fragmentéw sygnatu EKG, poniewaz
wyniki dla wezszych okien Hamminga (256 prébek), odpowiadajacych pojedynczej ewolucji serca od-

znaczaly si¢ zdecydowanie nizsza skutecznoScia rozpoznawania dysfunkcji serca.

6.9. Selekcja cech

EKSPERYMENT NR 3

W ramach eksperymentu nr 3 przebadano skutek zastosowania genetycznej selekcji cech sktado-
wych czgstotliwoSciowych widmowej gestosci mocy sygnalu EKG. Wyniki optymalnej selekcji cech
dla 4 klasyfikatoréw (SVM, kNN, PNN, RBFNN) zostaly przedstawione, odpowiednio, na rysunkach
nr 5.10, 5.11, 5.12 1 5.13. Zastosowanie selekcji cech zwigkszyto czuto§¢ diagnozowania patologii
serca ze wzgledu na usunigcie nadmiarowych lub btednych informacji. Kolejnym pozytywnym skutkiem
jej zastosowania bylo zredukowanie dtugosci wejsciowego wektora cech, dzigki czemu zostat zwigk-
szony efekt generalizacji wiedzy przez klasyfikatory, obnizony efekt przeuczenia oraz skrécony czas
treningu, optymalizacji i klasyfikowania. Autor w niniejszej pracy do selekcji cech zastosowat algorytm
genetyczny realizujacy rowniez optymalizacj¢ parametréw klasyfikatoréw. Algorytm genetyczny zostat
sprzezony z 10-krotna metoda walidacji krzyzowej podczas trenowania i testowania klasyfikatorow. Ce-
lem genetycznej selekcji cech byto wyeliminowanie sktadowych czgstotliwosci odpowiadajacych: szu-
mom, btedom pomiarowym, skladowym zasilania sieciowego, ptywajacej izolinii oraz nadmiarowym
informacjom.

Potwierdzeniem przytoczonych wniosk6w sa uzyskane wyniki, przedstawione w tabelach nr 5.4, 5.9,
5.1015.11, z ktérych jasno wynika, ze zastosowanie selekcji cech zwigkszyto skutecznos¢ diagnozowa-
nia zaburzen serca oraz zmniejszylo czas treningu i klasyfikacji prébek. Wyniki uzyskane dla ekspery-
mentu nr 3 - genetyczna selekcja cech: ERRgym = 73; Sredni ERR .., = 96; SEN = 90.19%,
Srednie SEN = 87.06%, C; = 11.35 [s], Srednie C; = 17.11 [s], C = 0.0018 [s], Srednie C}, =
0.0182 [s] oraz dla poréwnania dla eksperymentu nr 2b (10-krotna walidacja krzyzowa): FR Ry, = 81;
sredni ERRgym = 105; SEN =89.11% i srednie SEN = 85.93%, C; = 30.11, $rednie C; = 35.76 [s],
[s], C = 0.0041 [s], Srednie Cj, = 0.0297 [s].

Na podstawie uzyskanych wynikéw, przedstawionych w tabelach nr 5.4, 5.9, 5.101 5.11 mozna za-
uwazy¢, ze Srednia liczba pozostawionych cech, dla eksperymentu nr 3, wynosi W, = 49.09% co ozna-
cza, ze optymalne wyniki (najwyzsza czuto$¢) uzyskano po odrzuceniu ponad potowy cech (sktadowych
czestotliwoSciowych widmowej gestosci mocy sygnatu EKG) z wektora wejsciowego.

EKSPERYMENTY NR 4-6
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W ramach badai, w eksperymentach nr 4-6, zastosowano selekcj¢ cech do genetycznego treningu
(optymalizowania) klasyfikatoréw wyzszych warstw (2 i 3) - w wyniku czego odrzucono btgdne odpo-
wiedzi klasyfikatoréw z pierwszej warstwy zespolu. Rezultaty takiej selekcji odpowiedzi klasyfikato-
réw zostaty przedstawione na rysunkach nr 5.35, 5.40, 5.45, 5.46, 5.47, 5.48 1 5.49. Uzyskane wyniki,
przedstawione w tabeli nr 5.9, jednoznacznie wskazuja na stuszno$¢ takiego postgpowania: wartosci
wspotczynnikéw odpowiednio dla eksperymentu nr 3, 4, 51 6: ERRgym = 73, 65, 64, 40; SEN =
90.19%, 91.26%, 91.40%, 94.62% . Zaproponowane rozwigzanie w zdecydowany sposéb zwigkszyto

skuteczno$¢ oraz skrécito czas klasyfikowania zespotu klasyfikatoréw.

Na podstawie uzyskanych wynikéw, przedstawionych w tabeli nr 5.9, mozna zauwazy¢, ze Sred-
nia liczba pozostawionych cech (sktadowych czestotliwosciowych i odpowiedzi klasyfikatoréw), dla 1
warstwy zespolu, dla eksperymentu nr 4, wynosi W, = 46.63%, dla eksperymentu nr 5 wynosi W, =
46.44%, a dla eksperymentu nr 6 wynosi W, = 47.31%, co oznacza, ze optymalne wyniki (najwyz-
sza czutos$¢) uzyskano po odrzuceniu ponad potowy cech (sktadowych czgstotliwosciowych widmowej
gestosci mocy sygnatu EKG i odpowiedzi klasyfikatoréw) z wektoréw wejsciowych.

Na podstawie uzyskanych wynikéw, przedstawionych w tabelach nr 5.5, 5.6 1 5.7, mozna zauwazyc,
ze §rednia liczba pozostawionych cech (tylko odpowiedzi klasyfikatoréw), dla eksperymentu nr 4, dla
2 warstwy zespotu, wynosi W, = 7.61%, dla eksperymentu nr 5, dla 2 warstwy zespotu, wynosi W,
= 22.35%, a dla eksperymentu nr 6, dla 2 i 3 warstwy zespotu, wynosi W, = 30.19%, co oznacza,
ze optymalne wyniki (najwyzsza czuto$¢) uzyskano po odrzuceniu wigkszosci cech (niepoprawnych
odpowiedzi klasyfikatoré6w) z wektoréw wejsciowych.

Na podstawie rysunkéw nr 5.35, 5.40, 5.45, 5.46, 5.47, 5.48 1 5.49 mozemy zauwazy¢, ze dla zespotu
z eksperymentu nr 4, zupelnie odrzucono 9 klasyfikatorow (wszystkie ich odpowiedzi) o numerach: K5,
K6, K10, K11, K12, K14, K15, K16 i K17. Co oznacza, ze ten zesp6t mdglby dziataé z taka samg sku-
teczno$cia tylko na podstawie odpowiedzi z 8 pozostawionych klasyfikatoréw, co w praktyce oznacza
zdecydowanie skrécenie ztozonoSci tego zespotu, a co za tym idzie skrécenie czasu treningu, klasyfiko-

wania i optymalizowania.

6.10. Walidacja krzyzowa

W ramach badaf przetestowano 3 warianty walidacji krzyzowej: 4-krotny sprawdzian krzyzowy,
10-krotny sprawdzian krzyzowy oraz walidacj¢ minus jednego elementu.

Metoda 4-krotnej walidacji krzyZowej jest najmniej ztozona obliczeniowo, jednak wyniki na jaj pod-
stawie uzyskane wykazywaty mniejsza skuteczno$é. Byto to spowodowane faktem, ze stworzone na jej
podstawie modele klasyfikator6w uczyty si¢ na mniejszej liczbie elementow ze zbioru uczacego, przez
co modele byt gorzej dopasowane do rozpoznawanych klas.

Z kolei metoda walidacji minus jednego elementu jest bardzo ztozona obliczeniowo przez co optyma-
lizacja parametréw klasyfikatoréw na niej bazujaca trwata bardzo dlugo (optymalizacja jednego klasyfi-
katora przy pomocy algorytmu genetycznego sprz¢zonego z metoda walidacji minus jednego elementu

trwata okoto 2 miesigcy) co uniemozliwito przeprowadzenie badan.
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Istotnym kryterium wplywajacym na oceng wariantéw walidacji byta miarodajnos¢ uzyskanych wy-
nikéw w ktdrej najlepiej wypada metoda walidacji minus jednego elementu zblizona do zastosowan
praktycznych. Tworzymy w tej metodzie wiele modeli klasyfikatoréw (744 modeli), kolejno na pod-
stawie wszystkich (743) elementéw ze zbioru uczacego, oprécz jednego elementu na ktérym testujemy
model. Tworzone modele bazuja na takim samym zestawie parametréw klasyfikatora dobranym w celu
zminimalizowaniu sumy bledéw we wszystkich 744 zbiorach uczacych i 744 zbiorach testowych. Dzigki
takiemu podejsciu model jest utworzony na maksymalnej liczbie elementéw oraz nie jest przeuczony i
potrafi dobrze generalizowac wiedzg poniewaz testowany jest dla kazdego pojedynczego elementu. Ko-
lejna z przebadanych metod, pod wzgledem kryterium miarodajnosci, byta metoda 10-krotnej walidacji
krzyzowej (10 modeli), natomiast najgorzej w tym kryterium wypada metoda 4-krotnej walidacji krzyzo-
wej (4 modele), bazujac na uzasadnieniu przytoczonym powyzej.

Podsumowujac, mimo najlepszych efektéw treningu, ze wzgledu na bardzo duza ztozonos¢ i bardzo
dlugi czas obliczen odrzucono walidacj¢ minus jednego elementu. Na podstawie uzyskanych wynikéw
badan, przedstawionych w tabeli nr 5.10, mozna jednoznacznie stwierdzié, ze zdecydowanie lepsze wy-
niki uzyskano dla 10-krotnej walidacji krzyzowej. Wyniki uzyskane, odpowiednio dla 4-krotnej i 10-
krotnej walidacji (na podstawie eksperymentu nr 2), wynosza: ERR gy =97 1 81; Sredni ERR sy,
=1211105; SEN =86.96% i 89.11%, $srednie SEN = 83.73% i 85.93%.

Na rysunkach nr 5.16, 5.20, 5.24, 5.28, 5.32, 5.37 1 5.51, przedstawiono bledy procentowe (K RI?,)
dla poszczegdlnych zbioréw testowych. Na ich podstawie mozna zauwazy¢, ze dla wariantu 10-krotne;j
walidacji blad dla pojedynczego zbioru nie przekracza 16%, natomiast dla wariantu 4-krotnej walidacji,
btad nie przekracza 40%. Mozna réwniez zauwazy¢, ze zwykle najwigksze btedy wystgpuje w ostatnim
(4 lub 10) zbiorze testowym, co wynika z faktu, ze jest w nim inna, niz w pozostatych zbiorach, liczba

elementéw (sekcja: 3.2.4).

6.11. Optymalizacja parametrow

W ramach badan przetestowano 3 rodzaje optymalizacji parametrow: metodg¢ przeszukiwania siatki,
algorytm genetyczny oraz optymalizacj¢ rojem czastek. Ze wzgledu na podobne ale trochg gorsze wyniki
optymalizacji dla PSO w poréwnaniu z GA, doktadnie przebadano metody bazujace na przeszukiwaniu
siatki i algorytmie genetycznym.

Na podstawie uzyskanych wynikéw, przedstawionych w tabeli nr 5.9, mozemy jednoznacznie stwier-
dzi¢, ze zdecydowanie lepsze wyniki uzyskat algorytm genetyczny. Uzyskane wyniki, odpowiednio dla
metody przeszukiwania siatki i algorytmu genetycznego (na podstawie eksperymentu nr 1 i 2, dla 4-
krotnej walidacji krzyzowej), wynosza: ERR sy = 1061 97; $Sredni ERR gy, = 1311121; SEN =
85.75% 1 86.96 %, Srednie SEN = 82.36% i 83.73%.

Uzyskany wynik, jest jak najbardziej zgodny z oczekiwaniami. Dzigki zastosowaniu algorytmu ge-
netycznego mozliwe bylo przeszukanie duzo wigkszej przestrzeni rozwigzan w tym samym czasie, w
poréwnaniu z metoda przeszukiwania siatki. Kolejng zaleta byta duzo wigksza rozdzielczo$¢ (mniejszy
krok) testowanych parametréw. Te dwa argumenty wplynety na zdecydowanie lepszy wynik GA (szcze-

g6ty mozna znale7¢ w tabelach z rozdziatu nr 4).
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6.12. Klasy/zaburzenia

Jedna z najwigkszych trudnosci analizy sygnatu EKG, uwidoczniong podczas badan, jest zmien-
nos¢ cech morfologicznych i dynamicznych w obrgbie danej klasy (zaburzenia) dla ré6znych pacjentéw.
Problem ten zostat przedstawiony dla klasy - prawidtowy rytm zatokowy dla 14 réznych pacjentéw na
rysunku nr 5.4 - sygnaty EKG przed DFT na 14 wykresach, na rysunku nr 5.9 - sygnaty EKG po DFT
na 14 wykresach oraz na rysunku nr 5.8 - sygnaly EKG po DFT na 1 wykresie. Z kolei na rysunku
nr 5.7 zostaly przedstawione, na 17 wykresach, sygnaly EKG po DFT dla wszystkich rozpoznawanych
klas, a w ich obrgbie r6znymi kolorami zaznaczono sygnaty pochodzace od innych pacjentéw. Ze wspo-
mnianych rysunkéw wynika, ze zmiennoS¢ sygnatéw w obrebie jednej klasy dla ré6znych pacjentéw jest
bardzo duza i poréwnywalna ze zmiennoS$cig ksztattéw sygnatéw EKG dla r6znych klas, przedstawio-
nych na rysunku nr 5.3. W zwiazku z tym faktem, bardzo waznym zagadnieniem przy projektowaniu
badani dotyczacych analizy sygnatéw EKG jest stworzenie odpowiednio duzej bazy danych (zawiera-
jacej dla kazdej klasy sygnaty od wielu pacjentéw). Takie postgpowanie, pozwoli na przeprowadzenie
odpowiedniego treningu w wyniku ktérego stworzone modele klasyfikatoréw bgda dobrze generalizo-
wac wiedze oraz beda odporne na przeuczenie (dopasowanie do poszczegdlnych pacjentéw zamiast do
klas rozpoznawanego sygnatu EKG).

Na rysunkach nr 5.17, 5.21, 5.25, 5.29, 5.33, 5.38, 5.52, przedstawiono skuteczno$¢ rozpoznawania
poszczegblnych klas przez najlepsze klasyfikatory z poszczegdlnych eksperymentéw. Na podstawie ta-
beli nr 5.8 mozemy stwierdzi¢, bardzo wysoka skuteczno$¢ rozpoznawania praktycznie wszystkich klas:
SEN powyzej 70% i PPV powyzej 70% . Najgorszy wynik dotyczy: czgstoskurczu nadkomorowego
(SEN =172.73%) oraz fuzji (PPV =73.33%).

Na podstawie tabeli nr 5.8 dokonano selekcji klas, bazujac na wspétczynnikach: SEN i PPV. W
wyniku selekcji odrzucono zaburzenia z najmniejsza wartoscia SEN i PPV zostawiajac 15 klas (po
odrzuceniu klas: czestoskurcz nadkomorowy i fuzja) i 12 klas (po odrzuceniu klas: pobudzenia przed-
wczesne przedsionkowe, czgstoskurcz nadkomorowy, trigeminia komorowa, czegstoskurcz komorowy oraz
fuzja). Najlepszy z klasyfikatordw - gleboki genetyczny zespot klasyfikatorow, odpowiednio dla 17, 15 i
12 Kklas uzyskat nastgpujaca czuto$¢ rozpoznawania patologii serca: SEN = 94.62%, 95.40%, 98.25%
oraz Kk = 93.84%, 94.68%, 97.92%.

6.13. Czasy

EKSPERYMENTY

Na podstawie tabeli nr 5.9 mozemy zauwazy¢, ze dla obydwu metod optymalizacji parametréw:
przeszukiwania siatki i algorytmu genetycznego (eksperyment E1 i eksperyment E2a) uzyskano porow-
nywalne czasy optymalizacji, odpowiednio: C,[h] = 151 10 (dla SVM, 2 parametry) oraz Srednie: C,[h]
=5.51 12, co potwierdza wyzszo$¢ algorytmu genetycznego, ktéry w poréwnywalnym czasie uzyskat
lepsze wyniki. Nalezy réwniez zwrdci¢ uwage na fakt, znacznego skrécenia czaséw treningu i klasyfi-
kacji, dzigki zastosowaniu selekcji cech, odpowiednio bez selekcji (ekpseryment E2b) i z selekcja cech
(eksperyment E3), uzyskano czasy: C¢[s] =30.11 1 11.35; Cy[s] = 0.0041 i 0.0018 oraz Srednie: Cy[s]| =
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35.76117.11; Ci[s] = 0.0297 1 0.0182. Godny odnotowania jest rowniez fakt, ze zespoly klasyfikatorow
z eksperymentow: E4, E5 i E6, pomimo duzej ztozonoSci, uzyskaty korzystne (krotkie) czasy treningu
i klasyfikowania, odpowiednio: Cy[s] = 207.34, 115.85, 821.59; Cy[s] = 0.0321, 0.0186, 0.8736.

Podsumowujac, na podstawie czasu optymalizacji (C,), mozemy zauwazy¢, ze zdecydowanie naj-
dtuzej trwata optymalizacja klasyfikatorow dla eksperymentow: E3 i E6, ktéra byta réwna odpowiednio:
2201221 dni, z kolei najkrécej, 8 dni, trwat eksperyment E1. Catkowity czas uczenia i optymalizowania
klasyfikatorow, dla wszystkich 6 eksperymentéw, wynidst 631 dni (niecate dwa lata).

KLASYFIKATORY

Na podstawie tabeli nr 5.10, mozemy stwierdzi¢, ze najszybciej uczyl sie klasyfikator KNN, a naj-
wolniej klasyfikator RBFNN, dla eksperymentu nr 3, odpowiednio: srednie C; [s] = 0.1253 i 56.0443.
Z kolei najszybciej Kklasyfikowal prébki sygnatu EKG, klasyfikator SVM, a najwolniej klasyfikator
kNN, dla eksperymentu nr 3, odpowiednio: $rednie Cj, [s] = 0.0018 i 0.0577. Natomiast najszybciej
optymalizowaly si¢ klasyfikatory: SVM i PNN, a najwolniej klasyfikator kNN, dla eksperymentu nr 3,
odpowiednio: §rednie C, [h] = 1001 125.

WALIDACJA

Na podstawie tabeli nr 5.10, mozemy stwierdzi¢, co jest zgodne z oczekiwaniami, ze zdecydowanie
dluzej trwa trening, klasyfikowanie oraz optymalizacja parametréw dla 10-krotnej walidacji krzyzo-
wej niz dla 4-krotnej walidacji krzyzowej. Uzyskano nastgpujace wyniki, dla eksperymentu nr 2, od-
powiednio dla 4-krotnej i 10-krotnej walidacji krzyzowej, Srednie: Cy [s] = 10.18135.76; Cj. [s] =0.0250
10.0297; C, [h] =121 24.

NORMALIZACJA

Na podstawie tabeli nr 5.11, mozemy stwierdzi¢, ze dla 3 rodzajéw normalizacji wszystkie czasy
(treningu, klasyfikowania i optymalizacji), dla eksperymentow nr 1, 2 i 3 sa poréwnywalne i nie mozna
jednoznacznie stwierdzi¢ dla ktérej z zastosowanych rodzajow normalizacji trening i symulacja klasyfi-
katoréw jest najszybsza/najwolniejsza.

EKSTRAKCJA

Na podstawie tabeli nr 5.11, mozemy stwierdzié, ze dla 4 szerokoSci okna Hamminga wszystkie
czasy (treningu, klasyfikowania i optymalizacji), dla eksperymentow nr 1, 2 i 3 sa poréwnywalne i nie
mozna jednoznacznie stwierdzi¢ dla ktérej z zastosowanych szeroko$ci okna Hamminga trening i symu-

lacja klasyfikatoréw jest najszybsza/najwolniejsza.

6.14. Ocena uzyskanych wynikow

Uzyskany, przez najlepszy klasyfikator: (gfeboki genetyczny zespot klasyfikatorow) wynik na po-
ziomie: SEN = 94.62% (ACC = 99.37%, SPE = 99.66%), jest bardzo dobrym wynikiem na tle
aktualnej literatury naukowej (w dziedzinie analizy sygnatéw EKG, rozdziat: 2, tabele nr: 2.5 1 2.6). Jest
to drugi najwyzszy wynik przedstawionym w literaturze naukowej, w ktérej trzy najlepsze wyniki wy-
nosza odpowiednio: Acc/SEN =98%, 94% i 93%, natomiast Srednie Acc/SEN wynosi 84.79%.
Nalezy réwniez zwrécié uwage na fakt, ze uzyskany przez autora wynik dotyczy rozpoznawania az 17

klas, natomiast wyniki przedstawione w literaturze dotycza rozpoznawania jedynie S klas. Najlepszy z
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klasyfikatoréw - gleboki genetyczny zespot klasyfikatorow, dla mniejszej liczby klas: 15 i 12 uzyskat
nastgpujaca czuto$¢ rozpoznawania patologii serca: SEN = 95.40% i 98.25%. Uzyskany czas klasyfi-
kowania pojedynczej probki sygnatu EKG, wynoszacy: Cy, = 0.8736 [s] jest réwniez bardzo korzystny.

Nalezy podkresli¢ fakty: rozpoznawania az 17 klas, zastosowania 10-krotnej walidacji krzyzowej
(podobnej do schematu walidacji zorientowanej na pacjentéow) oraz prawidlowego zbalansowania
ilosci danych w poszczegélnych klasach (sekcja: 2.7.2 i 3.2.4), co w zdecydowany sposéb podnosi

poziom przeprowadzonych badan i wzmacnia warto$¢ uzyskanych wynikéw.
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7. Podsumowanie

Badania prowadzone w ramach niniejszej rozprawy doktorskiej dotyczyly bardzo istotnej, ze spo-
tecznego punktu widzenia, tematyki - zapobiegania chorobom uktadu krazenia, ktére sa najczestsza
przyczyna zgonéw na $wiecie. Celem prowadzonych badan byto stworzenie algorytméw stuzacych do
skutecznego, automatycznego rozpoznawania dysfunkcji migsnia sercowego (prawidtowego rytmu zato-
kowego, rytmu z rozrusznika oraz 15 zaburzen pracy serca). Algorytmy byty projektowane z mysla o ich
zastosowaniu w telemedycynie i urzadzeniach mobilnych, wspomagajacych profilaktyke leczenia cho-
réb uktadu krazenia. Gléwny nacisk zostat potozony na skutecznos¢ projektowanego rozwiazania, jednak
ze wzgledu na zamiar wykorzystania zaprojektowanych algorytméw w urzadzaniach mobilnych dodat-
kowym kryterium oceny byt czas trwania analizy ktéra powinna odbywac si¢ w czasie rzeczywistym.
Nalezy nadmienic¢, ze obecnie opisane, w literaturze naukowej, rozwigzania nie wykazuja zadowalajacej
skuteczno$ci.

Do zaprojektowania i przebadania algorytmdéw zostala stworzona baza danych zawierajaca 744 frag-
menty (10 sekundowe) sygnatéw EKG od 29 pacjentéw pochodzace z ogélnodostepnej bazy: MIH-BIH
Arrhythmia Database. Analizowane fragmenty sygnatéw EKG pochodzity tylko z jednego odprowadze-
nia: MLIIL.

W badaniach zastosowano oryginalng metodologi¢ polegajaca na analizie dtuzszych (10 sekundo-
wych) fragmentéw sygnalu EKG. W celu wzmocnienia charakterystycznych cech sygnatu EKG estymo-
wano widmowa gesto$¢ mocy za pomoca metody Welch’a i dyskretnej transformacji Fouriera.

W ramach badan przeprowadzono 6 eksperymentéw (rozdziat nr 4) obejmujacych podstawowa ana-
lize¢ sygnatéw EKG, genetyczna optymalizacje¢ parametrow i genetyczna selekcje cech oraz rézne typy
oryginalnych zespotéw klasyfikatoréw. Na podstawie przeprowadzonych eksperymentéw przeanalizo-
wano i wskazano najlepsze metody dotyczace: przetwarzania wstgpnego sygnatu, normalizacji, ekstrak-
cji i selekcji cech (sktadowych czestotliwosciowych), walidacji krzyzowej, klasyfikator6w (SVM, kNN,
PNN, RBFNN) i zespoléw klasyfikatoréw oraz optymalizacji parametréw. W wyniku szczegétowych
badan zostala wytyczona Sciezka (kombinacja metod) dla ktérej uzyskano najwyzsza czuto$¢ rozpo-
znawania zaburzen pracy migsnia sercowego. Wyniki zweryfikowano za pomoca wyznaczonych wspét-
czynnikéw (sumy btedéw, czutosci, wspoétczynnika , czasu klasyfikacji, itp.) uzyskanych na podstawie
macierzy pomylek.

Otrzymane wyniki w pelni potwierdzaja stuszno$§¢ prowadzonych badafi i stawiane hipotezy oraz
udowadniaja zrealizowanie celu - skutecznego i szybkiego rozpoznawania patologii pracy migsnia ser-

cowego. Najlepszy system - gleboki genetyczny zespot klasyfikatorow, uzyskat czulo$¢ identyfikowania,
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az 17 dysfunkcji migsnia sercowego, na poziomie: SEN = 94.62% (FRRgy, = 40 btgdéw na 744
klasyfikacje, ACC = 99.37%, SPE = 99.66%), przy czasie klasyfikowania jednej probki sygnatu EKG
na poziomie: C, = 0.8736 [s]. Na tle aktualnej literatury naukowej (rozdziat: 2, tabele: 2.5 1 2.6) jest to
bardzo dobry wynik (drugi najlepszy), potwierdzajacy sens prowadzenia dalszych badan w tej dziedzinie

na podstawie zaproponowanej metodologii.

7.1. Oryginalne elementy rozprawy

Na podstawie przytoczonego przegladu literatury (rozdziat 2) oraz aktualnych artykutéw przeglado-

wych (np. [96]), mozna stwierdzi¢, ze do oryginalnych elementéw rozprawy doktorskiej naleza:

e Zastosowana i opisana ponizej metodologia badan jest oryginalna w dziedzinie analizy sygnaléw

EKG. Podobne rozwiazania zostaty opisane w pracach autora: [258], [262].

Metodologia — zaprojektowano nowe podejscie do analizy sygnatu EKG. Gtéwnym zalozeniem
autora byto stworzenie inteligentnego systemu automatycznie analizujacego sygnat EKG w
celu wspomagania lekarzy w diagnozowaniu dysfunkcji migsnia sercowego. Zaprojektowany
system byl wzorowany na pracy lekarza kardiologa polegajacej na analizie kolejnych frag-

mentéw sygnatu EKG. Do najwazniejszych zatozeri metodologii naleza:

analiza dtuzszych (10-sekundowych) fragmentéw sygnatu EKG, zawierajacych wiele

ewolucji serca,

duza liczba rozpoznawanych klas: prawidtowy rytm zatokowy, rytm z rozrusznika oraz

15 zaburzen serca,

brak filtrowania sygnatu ze wzgledu na wykorzystanie oryginalnej ekstrakcji i selekcji

cech ktére niweluja szumy i sktadowa napigcia sieciowego,

trzy rodzaje normalizacji sygnatu,
— brak detekcji zespotéw QRS i segmentacji sygnatu EKG,
— zastosowanie 10-krotnej walidacji krzyzowej w celu zredukowania efektu przeuczenia

oraz uzyskania miarodajnych wynikéw.

e Zastosowane i opisane ponizej metody ekstrakcji 1 selekcji cech sg oryginalne w dziedzinie analizy
dtugich (10-sekundowych) fragmentéw sygnaléw EKG. Podobne rozwiazania zostaty opisane w

pracy autora: [258].

Ekstrakcja cech — zaprojektowano ekstrakcje cech polegajaca na wzmocnieniu cech charaktery-
stycznych sygnatu poprzez estymowanie widmowej gestosci mocy za pomoca metody We-
Ich’a i dyskretnej transformacji Fouriera (analiza danych w dziedzinie czgstotliwosci dla 4

szeroko$ci okna Hamminga).

Genetyczna selekcja cech — zaprojektowano selekcje cech polegajaca na eliminowaniu nadmia-
rowych cech (sktadowych czgstotliwosciowych widmowej gestosci mocy sygnatu EKG) za

pomocg algorytmu genetycznego.
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e Zastosowane i opisane ponizej zespoty klasyfikatoréw oraz metoda ich treningu sg oryginalne.

Podobne rozwiazania zostaly opisane w pracach autora: [260], [263].

Genetyczny trening i optymalizacja klasyfikatorow — zaprojektowano trening, testowanie i
optymalizacj¢ parametrow klasyfikatoréw za pomoca algorytmu genetycznego sprz¢zonego

z metoda walidacji krzyzowej oraz genetyczng selekcja cech.

Genetyczny zespél klasyfikatoré6w optymalizowany po klasach —  zaprojektowano  dwu-
warstwowy zespot, sktadajacy si¢ z: 17 klasyfikator6w SVM (nu-SVC, odpowiadajacych 17
klasom) + 1 klasyfikatora SVM (C-SVC). W zespole kazdy klasyfikator warstwy wejsciowe;j
optymalizowany jest w celu zmaksymalizowania czutoSci rozpoznawania poszczegdlnych
zaburzen serca. Klasyfikator warstwy wyjsciowej na podstawie odpowiedzi klasyfikatorow
wejSciowych oraz genetycznej selekcji podejmuje ostateczna decyzje. Zespot uczony

warstwowo z genetyczna selekcja i optymalizacja parametréw klasyfikatoréw.

Genetyczny zespot klasyfikatorow optymalizowany po zestawach zbioréw — zaprojektowano
dwu-warstwowy zespot, sktadajacy si¢ z: 10 klasyfikatoréw SVM (nu-SVC, odpowiadaja-
cych 10 zbiorom testowym) + 1 klasyfikatora SVM (C-SVC), zmodyfikowana metoda bag-
ging. W zespole kazdy klasyfikator warstwy wejSciowej optymalizowany jest w celu zmaksy-
malizowania czulo$ci rozpoznawania zaburzen serca dla poszczegdlnych zbioréw testowych.
Klasyfikator warstwy wyjSciowej na podstawie odpowiedzi klasyfikatorow wejsciowych oraz
genetycznej selekcji podejmuje ostateczng decyzje. Zesp6t uczony warstwowo z genetyczna

selekcja 1 optymalizacja parametrow klasyfikatorow.

Gleboki genetyczny zespol klasyfikatoréw — zaprojektowano trzy-warstwowy zespét, sktada-
jacy sie z: 48 klasyfikatoréw (SVM nu-SVC, kNN, PNN, RBFNN) + 4 klasyfikatoréw SVM
(C-SVC) + 1 klasyfikatora SVM (C-SVC). W zespole kazdy klasyfikator warstwy wejscio-
wej optymalizowany jest w celu zmaksymalizowania czutoSci rozpoznawania zaburzefi serca.
Poszczegdlne klasyfikatory warstwy wejSciowej uczone sa na podstawie 3 rodzajow przetwa-
rzania wstepnego sygnatu i 4 rodzajow ekstrakcji cech (4 szerokos$ci okna Hamminga). W
dwéch warstwach wyjsciowych, na podstawie odpowiedzi klasyfikatoréw wejSciowych oraz
bazujac na metodzie glgbokiego uczenia oraz genetycznej selekcji cech, zachodzi proces
wydobycia wiedzy prowadzacy do podjecia ostatecznej decyzji przez system. Zespdt uczony

warstwowo z genetyczna selekcja i optymalizacja parametréw klasyfikatoréw.

7.2. Napotkane trudnosci

Warto nadmienié, ze w poréwnaniu z badaniami prowadzonymi przez autora na innych sygnata-
ch/danych [259, 260, 263, 258, 261, 262], analiza sygnatu EKG cechuje si¢ specyficznymi trudno$ciami,
wymienionymi ponizej:

o Okresowos¢.

e Zmienno$¢ w tej samej klasie wynikajaca z aparatury i przede wszystkim od cech pacjentéw (inne

cechy morfologiczne i dynamiczne tego samego zaburzenia dla r6znych pacjentéw).
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Problemy z jakoScia sygnatu: zakldcenia/szumy od aparatury, sieci czy ptywajacej izolinii od akcji
oddechowe;.

Bardzo duza liczba podobnych do siebie klas.

Dynamiczno$¢ sygnatu (zmienno$¢ w czasie).

Duza liczba odprowadzen (czujnikéw) - standardowo 12.

Przygotowanie odpowiednio duzej i réznorodnej bazy danych.

7.3. Kierunki dalszych badan

Bardzo obiecujace wyniki uzyskane w ramach przeprowadzonych eksperymentéw potwierdzaja ce-

lowos¢ prowadzenia dalszych badan. Oryginalny charakter zaproponowanej metodologii otwiera szero-

kie mozliwosci kontynuowania prac nad ulepszeniem i rozwinigciem zaprojektowanych algorytméw do

automatycznego diagnozowania dysfunkcji mig$nia sercowego. Ponizej zostaty przedstawione propono-

wane kierunki dalszych badan:

Stworzenie wigkszej bazy danych, we wspétpracy z klinika kardiologii, zawierajaca wigksza liczbg
fragmentéw sygnatéw EKG, pacjentéw oraz analizowanych klas.

Analiza sygnatéw EKG zawierajacych wiele klas w pojedynczym fragmencie sygnatu EKG (wiele
rozpoznawanych klas, nie tylko jedna, w pojedynczym fragmencie sygnalu EKG).

Analiza naktadajacych si¢ na siebie fragmentéw sygnatu EKG.

Analiza fragmentéw sygnatéw EKG pochodzacych z wigkszej liczby odprowadzen (2-12).
Zastosowanie ekstrakcji cech bazujacej na analizie falkowe;j.

Zastosowanie walidacji krzyzowej catkowicie zorientowanej na pacjentéw (testowanie klasyfika-
toréw zawsze wykonywane na sygnatach EKG pochodzacych od innych pacjentéw niz uczenie
klasyfikatoréw).

Analiza sekwencji kolejnych fragmentéw sygnalu EKG poprzez zastosowanie systemu neuro-

dynamicznego w postaci rekurencyjnej sieci neuronowe;j.
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ACC Accuracy

ACO Ant Colony Optimization based clustering
AIVR Accelerated Idioventricular Rhythm
ANN Artificial Neural Network

AV Atrial tachycardia

AVNRT AV nodal reentrant tachycardia
AVRT AV reentrant tachycardia

AWN Adaptive Wavelet Network

BME Burgs Maximum Entropy

BPNN Back Propagation Neural Network
CIM Computational Intelligence Methods
CRF Conditional Random Fields

CWT Continues Wavelet Transform
DCT Discrete Cosine Transform

DFT Discrete Fourier Transform

DWT Discrete Wavelet Transform
ECOC Error correcting output codes
ELM Extreme Learning Machine

ERR Sum of errors

FCM Fuzzy C-Means

FCMT2 Fuzzy C-Means type 2

FFS Floating Feature Selection

FN False Negative

FP False Positive

FPR False Positive Rate

GA Genetic Algorithm

GDA Generalized Discriminant Analyses
HBF Hermite Basis Function

HMM Hidden Markov modeling

HOS Higher Order Statistics

HOSC High Order Statistics Cummulants
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IVR Idioventricular Rhythm
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kNN k-Nearest Neighbors algorithm
LD Linear Discriminants
LDA Linear Discriminant Analysis
LFD Local Fractal Dimension
LPC Linear Predictive Coding
MLP Multilayer perceptron
MOG Mixture of Gaussian
NN Neural Network
NNAAF Neural Network Adaptative Activation Function
PCA Principal Component Analysis
PJC Premature Junctional Complex
PNN Probabilistic Neural Network
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RC Reservoir Computing
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SEN/SE Sensitivity
SFFS Sequential forward floating search
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SOCMAC Self-Organizing Cerebellar Model Articulation Controller Network
SPE Specificity
SVM Support Vector Machine
SVT Supraventricular arrythmia
TN True Negative
TP True Positive
W, Wspétczynnik pozostawionych cech
WPW Wolff-Parkinson—White syndrome
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Zalaczniki

NA PLYCIE DVD DOLACZONEJ DO ROZPRAWY ZNALAZLY SIE:

1. Rozprawa doktorska
— Pliki wykorzystane do stworzenia rozprawy doktorskiej w jezyku ISTEX;
— Rysunki wykorzystane w pracy;

— Plik z rozprawa doktorska w formacie pdf;

2. Funkcje i skrypty oraz pliki wynikowe tworzace oprogramowanie wykorzystane do przepro-
wadzenia zaprojektowanych eksperymentéw, napisane w §rodowisku MATLAB, dotyczace:
— Wizualizacji;
— Surowych danych - stworzona przez autora baza danych z fragmentami sygnatéw EKG
(w formacie mat), pozyskanymi z serwisu PhysioNet z bazy danych MIT-BIH Arrhyth-
mia;
— Przetwarzania sygnatow;
— Walidacji krzyzowej i macierzy wzorcowych;

— Analizy - przeprowadzonych w ramach rozprawy eksperymentow.
3. Pliki z uzyskanymi wynikami w formacie xIsx;

4. Pliki z zacytowana w rozprawie literatura (artykutami i ksiazkami) w formacie pdf, uszere-

gowane wedlug nazwiska pierwszego autora i daty.
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